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摘　 要：针对工程优化设计中隐式函数和高计算量困难，提出了支持向量机与改进交叉熵算法的组合

优化算法。 采用在设计变量空间内分布更为均匀的拉丁重心 Ｖｏｒｏｎｏｉ 结构抽样方法（Ｌａｔｉｎｉｚｅｄ
ｃｅｎｔｒｏｉｄａｌ Ｖｏｒｏｎｏｉ ｔｅｓｓｅｌｌａｔｉｏｎ，ＬＣＶＴ）获得试验点，进而利用支持向量机得到高精度的代理模型。 同时

采用改进交叉熵方法，引入“全局精英样本”与“局部精英样本”概念，构建新的参数更新策略，以充分

提取迭代过程中的隐含的有用信息。 同时增加变异操作避免陷入局部最优。 通过 ２ 个数值算例验证

改进交叉熵支持向量机方法优于传统交叉熵支持向量机方法，利用 １ 个工程算例验证改进交叉熵支

持向量机方法在工程领域的可行性。
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　 　 结构优化设计问题可转化成含有设计变量、目
标函数和约束条件的数学规划问题，该数学规划问

题的求解就是在满足约束条件限制下求得使目标函

数值取极值的设计变量。 在实际工程结构优化设计

中，由于问题的复杂性与不确定性，往往很难建立目

标函数和约束条件函数关于设计变量的显式表达

式，数值计算方法常常需要大量调用有限元计算，才
能获得一个合理的优化结果，计算效率不高。 而使

用结构近似重分析方法，构建结构近似模型（代理

模型），可以避免大量反复的调用有限元计算，提高

计算效率［１］。 目前应用于结构优化设计的代理模

型主要有响应面法、Ｋｒｉｇｉｎｇ 模型、径向基函数方法、
神经网络法和支持向量机法等。 其中支持向量机是

基于统计学习理论的一种机器学习方法，与传统的

代理模型方法相比，其突出的优点是具有较强的小

样本学习能力和泛化能力［２］。 最小二乘支持向量

机（ｌｅａｓｔ ｓｑｕａｒｅｓ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ，ＬＳＳＶＭ） ［３］ 是对支持

向量机（ｓｑｕａｒｅｓ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ，ＳＶＭ）的一种改进算

法，利用等式约束代替不等式约束，将二次规划问题

转化为线性方程组的问题，其缩短了训练时间，计算

量较小，训练结果更为精确，适合工程应用，在结构

优化领域已经实现了应用。
交叉 熵 方 法 （ ｃｒｏｓｓ ｅｎｔｒｏｐｙ， ＣＥ ） 最 初 由

Ｒｕｂｉｎｓｔｅｉｎ 于 １９９７ 年提出，用于稀疏事件模拟［４］，
１９９９ 年拓展为随机优化方法并应用于旅行商问

题［５］。 ２００５ 年 Ｃｈｅｐｕｒｉ 等人［６］采用交叉熵方法处理

车辆路径优化问题并取得了令人满意的结果。 ２００９
年，Ｓａｎｔｏｓａ［７］ 应用交叉熵方法对支持向量机进行参

数寻优。 ２０１５ 年，Ｇｈｉｄｅｙ［８］ 对交叉熵方法在可靠性

优 化 设 计 （ ｒｅｌｉａｂｉｌｉｔｙ ｂａｓｅｄ ｄｅｓｉｇｎ ｏｐｔｉｍｉｚａｔｉｏｎ，
ＲＢＤＯ）问题中的精度和效率进行了详细的讨论研

究。 ２０１７ 年任超等［９］对交叉熵方法进行了改进，证
明了改进交叉熵方法在随机优化方法上的效率与精

度。 交叉熵方法作为一种类蒙特卡罗方法在旅行

商、路径优化，参数寻优等众多优化实例中都表现出

了优异的寻优能力。 但其蒙特卡罗特性在求解隐式

结构优化问题时仍需调用大量有限元计算，阻碍了

其在结构优化领域中的应用。 目前国内外对交叉熵

在结构优化领域的研究少见于公开发表文献。
本文着眼于交叉熵方法在结构优化中的应用，

采用最小二乘支持向量机与改进交叉熵方法相结合

得到组合优化方法（ＩＣＥ⁃ＳＶＭ）。 基于最小二乘支持
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向量机建立代理模型，模拟结构输入与输出响应之

间的关系。 代替耗时较长的有限元分析，避免交叉

熵方法调用大量有限元计算。 为验证该方法的有效

性。 分别采用最小二乘支持向量机与改进交叉熵方

法相结合的组合优化方法（ＩＣＥ⁃ＳＶＭ）与传统交叉熵

方法与最小二乘支持向量机的组合优化方法（ＣＥ⁃
ＳＶＭ）对数值算例与工程算例的优化问题进行求解。

１　 最小二乘支持向量机

ＬＳＳＶＭ 可用于分类与回归问题，本文主要利用

ＬＳＳＶＭ 进行回归估计，其算法如下：
给定训练样本集

Ｓ ＝ ｛（ｘｉ，ｙｉ）｝ ｌ
ｉ ＝ １，ｘ ∈ Ｒｎ，ｙｉ ∈ Ｒ （１）

式中， ｄ 为输入参数维数，ｘｉ 为输入向量，ｙｉ 为输出

响应，ｌ 为训练样本数量。
ＬＳＳＶＭ 的回归函数可由（２）式表示

ｆ（ｘ） ＝ （ｗ·φ（ｘ）） ＋ ｗ０ （２）
　 　 根据二次损失函数作为结构风险最小化原则，
对（２）式的求解转化为优化问题：

ｍｉｎ ‖ｗ‖２ ＋ ｃ∑
ｌ

ｉ ＝ １
ξ２
ｉ

ｓ．ｔ． ｙｉ ＝ 〈ｗ·φ（ｘｉ）〉 ＋ ｗ０ ＋ ξｉ ｉ ＝ １，２，…，ｌ（３）
式中， ｗ和ｗ０ 为算法控制参数，ξ为松弛变量，ｃ为正

则化参数，φ（·） 为映射函数。 引入 Ｌａｇｒａｎｇｅ 函数

Ｌ ＝ ‖ｗ‖２ ＋ ｃ∑
ｌ

ｉ ＝ １
ξ２
ｉ －

　 ∑
ｌ

ｉ ＝ １
αｉ（〈ｗ·ｘｉ〉 ＋ ｂ ＋ ξｉ － ｙｉ） （４）

式中， α ｉ 为 Ｌａｇｒａｎｇｅ乘子。 根据最优化条件，将（４）
式分别对 ｗ，ｗ０，ξ ｉ 和 α ｉ 求偏导，置零后转化为矩阵

形式，即
０ ＩＴｌ
Ｉｌ Ｋ ＋ Ｖ

é

ë

ê
ê

ù

û

ú
ú
·

ｗ０

α
é

ë

ê
ê

ù

û

ú
ú
＝

０
ｙ

é

ë
ê
ê

ù

û
ú
ú （５）

式中， ｙ ＝ ［ｙ１，ｙ２，…，ｙｌ］ Ｔ；Ｉｌ ＝ ［１，１，…，１］ Ｔ ∈Ｒｌ；α
＝ ［α１，α２，…，α ｌ］ Ｔ；Ｋ ＝ ｛ｋｉ，ｊ ｜ ｉ，ｊ ＝ １，２，…，ｌ｝；Ｖ ＝

ｄｉａｇ １
２ｃ

æ

è
ç

ö

ø
÷ ；ｋｉ，ｊ ＝ φ（ｘｉ） Ｔ·φ（ｘ ｊ），且 ｋｉ，ｊ ＝ Ｋ（ｘｉ，ｘ ｊ）。

核函数 Ｋ（ｘｉ，ｘ ｊ） 为满足 Ｍｅｒｃｅｒ 条件的任意对称函

数， 本 文 选 用 径 向 基 核 函 数 Ｋ（ｘｉ，ｘ ｊ） ＝

ｅｘｐ －
‖ｘｉ － ｘ ｊ‖２

δ ２

æ

è
ç

ö

ø
÷ 构建ＬＳＳＶＭ模型。 由（５） 式可

以解得 α∗ ＝ （α∗
１ ，α∗

２ ，…，α∗
ｌ ） 和 ｗ∗

０ 。 则回归估计

函数可以表示为

ｆ（ｘ） ＝ ∑
ｎ

ｉ ＝ １
α∗

ｉ Ｋ（ｘｉ，ｘ ｊ） ＋ ｗ∗
０ （６）

２　 交叉熵算法及其应用

２．１　 交叉熵方法

交叉熵方法的基本原理如下［１０⁃１２］：
交叉熵是对 ２ 个概率分布差异性的一种度量，

也可称为 ＫＬ 散度 （ Ｋｕｌｌｂａｃｋ⁃Ｌｅｉｂｌｅｒ ｄｉｖｅｒｇｅｎｃｅ）。
设 ｆＸ（ｘ） 和 ｈＸ（ｘ） 是给定的２个概率密度函数，ｘ为 ｎ
维随机输入变量，则 ｆＸ（ｘ） 和 ｈＸ（ｘ） 的交叉熵可定

义为：

Ｄ（ ｆ，ｈ） ＝ ∫ｆＸ（ｘ）ｌｎ ｆＸ（ｘ）
ｈＸ（ｘ）

æ

è
ç

ö

ø
÷ ｄｘ ＝ Ｅ ｌｎ

ｆＸ（ｘ）
ｈＸ（ｘ）

æ

è
ç

ö

ø
÷

é

ë
ê
ê

ù

û
ú
ú

（７）
式中， Ｄ（·，·） 为交叉熵，显然，当 ｆＸ（ｘ） ＝ ｈＸ（ｘ） 时，
Ｄ（ ｆ，ｈ） ＝ ０；当 ｆＸ（ｘ） ≠ ｈＸ（ｘ），Ｄ（ ｆ，ｈ） ＞ ０。

对于优化问题，可以将优化问题与概率估计相

关联。 考虑求函数 ｓ（ｘ） 的极小值问题

γ∗ ＝ ｓ（ｘ∗） ＝ ｍｉｎ［ ｓ（ｘ）］
ｘＬ ≤ ｘ ≤ ｘＵ （８）

在 γ 上定义一组概率密度函数［ ｆＸ（ｘ；ｖ）］ 和指示

函数

Ｉｓ（ｘ）≤γ ＝
１　 ｓ（ｘ） ＞ γ
０　 ｓ（ｘ） ≤ γ{ （９）

　 　 人工构建一个可靠性问题，即

Ｐ ｆ ＝ ∫
ｓ（ｘ）≤γ

ｆＸ（ｘ；ｖ）ｄｘ ＝ Ｅ［ Ｉｓ（ｘ）≤γ］ （１０）

式中， Ｐ ｆ 为可靠性问题的失效概率，ｖ为参数向量，γ
为函数 ｓ（ｘ） 的一个阀值。 当 γ ＝ γ∗ 时，（１０） 式为

一个特殊的可靠性问题，此时 Ｐ ｆ ＝ ０。 因此，可以利

用（１０） 式将优化问题转化为可靠性问题。
采用交叉熵方法求解优化问题时，通过迭代更

新概率密度函数 ｆＸ（ｘ；ｖ） 中的参数向量 ｖ 来驱动概

率密度函数 ｆ和阀值 γ 进行更新。 在迭代过程中，将
得到一系列的概率密度函数 ｆＸ（ｘ；ｖ１），ｆＸ（ｘ；ｖ２），…，
并收敛至一个最优概率密度函数 ｆ∗，其对应的函数

值即可认为是最优值 ｘ∗。 因当阀值 γ 接近或者等

于最优值 ｘ∗ 时，此时从概率密度函数 ｆＸ（ｘ；ｖｋ） 抽样

将会以大概率得到一个非常接近或者等于最优值

ｘ∗ 的点，从而达到优化的目的。

·９４４·
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传统交叉熵方法步骤如下：
１） 初始化待定分布参数 ｆＸ（ｘ；ｖ０），随机样本数

Ｎ，问题维数 ｎ，迭代次数记为 ｋ ＝ ０
２） 从 ｆＸ（ｘ；ｖｋ） 产生 Ｎ 个随机样本｛ｘ１，ｘ２，…，

ｘＮ｝，计算目标函数值｛ ｓ（ｘｉ）｝，按照优劣排序并取其

靠前的“精英样本”ρ ０Ｎ。 设 ｂｋ 为目标函数值的阀

值，即有 ｂｋ ＝ ｓ［ρ０Ｎ］，其中 ρ 为分位数值。 通过“精英

样本”｛ｘ１，ｘ２，…，ｘ［ρ０Ｎ］｝ 来估计新的分布参数值

ｖｋ＋１

μｋ＋１ ＝
∑
［ρ０Ｎ］

ｉ ＝ １
ｘｉ

［ρ０Ｎ］
（１１）

σｋ＋１ ＝
∑
［ρ０Ｎ］

ｉ ＝ １
（ｘｉ － μｋ＋１）

［ρ０Ｎ］
（１２）

　 　 ３） 为使重要密度参数 ｖｋ＋１ 的更新更平滑，在交

叉熵优化算法中引入一个平滑参数 α，并按（１３） 式

更新分布参数

ｖｋ＋１ ＝ αｖｋ＋１ ＋ （１ － α）ｖｋ （１３）
　 　 ４） 若 ｍａｘ（σ ｋ＋１） ＜ εｖｋ＋１（ε 为预设的精度值），
返回 μ ｋ＋１ 作为优化问题的最优解，算法停止，此时的

μ ｋ＋１ 是一个 ｎ 维向量，即优化后的设计变量；否则，
设 ｋ ＝ ｋ ＋ １，转到步骤 ２）。
２．２　 基于改进交叉熵支持向量机的结构优化

任超等［９］ 对传统交叉熵方法在处理优化问题

时的优缺点进行了讨论，在参数更新策略、平滑参数

调整和变异操作等 ３ 个方面对传统交叉熵算法进行

改进，具体改进叙述详见文献［９］。 本文在其基础

上将改进交叉熵方法与支持向量机相结合并应用于

结构优化领域。
改进交叉熵方法其参数更新策略为：

ｖｋ＋１ ＝ α１ｖｐ，ｋ ＋ α２ｖｇ，ｋ ＋ α３ｖｋ－１ （１４）
式中， ｖｐ，ｋ ＝ ｛μ ｐ，ｋ，σ ２

ｐ，ｋ｝，为“局部最优样本” 的分布

参数；ｖｇ，ｋ ＝ ｛μ ｇ，ｋ，σ ２
ｇ，ｋ｝ 为“全局最优样本” 的分布

参数。 α１，α２ 和 α３ 为新的平滑参数，且 α１ ＋ α２ ＋ α３

＝ １。
平滑参数自适应调整公式为：

α３ ＝ α３ｍａｘ －
α３ｍａｘ － α３ｍｉｎ

ｋＮ
ｋ

α２ ＝ １ － α１ － α３

０．５ ≤ α１ ≤ ０．７ （１５）
式中， ｋＮ 为迭代次数总数，ｋ 为迭代次数，α１ 为光滑

参数 １，α２ 为光滑参数 ２， α３ 为光滑参数 ３。
为避免陷入局部最优，增加了扰动，扰动函

数为：
σ２

Ｚ，ｋ＋１ ＝ σ２
ｋ＋１ ＋ Ｚｋ＋１ （１６）

式中， σ ２
ｋ＋１ 为未施加扰动的第 ｋ ＋ １次迭代中的样本

方差，σ ２
Ｚ，ｋ＋１ 为施加扰动后的样本方差，Ｚｋ＋１ 为扰动

函数。
文献［１３］比较了几种不同的抽样方式，如简单

随机抽样（ｓｉｍｐｌｅ ｒａｎｄｏｍ ｓａｍｐｌｉｎｇ，ＳＲＳ）、拉丁超立

方抽样（ ｌａｔｉｎ ｈｙｐｅｒｃｕｂｅ ｓａｍｐｌｉｎｇ，ＬＨＳ）、ＣＶＴ 抽样

（ｃｅｎｔｒｏｉｄａｌ ｖｏｒｏｎｏｉ ｔｅｓｓｅｌｌａｔｉｏｎ，ＣＶＴ） 和 ＬＣＶＴ 抽样

（‘Ｌａｔｉｎｉｚｅｄ’ ＣＶＴ），结果表明 ＬＣＶＴ 抽样方法性能

最好。 因此本文采用 ＬＣＶＴ 抽样。 同时采用交叉验

证方法（Ｋ⁃ｆｏｌｄ ｃｒｏｓｓ ｖａｌｉｄａｔｉｏｎ）得到支持向量机控

制参数。
为避免不同量纲的输入变量对 ＳＶＭ 训练结果

的影响，在利用支持向量机模型进行预测时，需对训

练样本进行归一化，预测结果进行反归一化，反归一

化与归一化互逆。 归一化公式如下：

ｘ∗
ｉ ＝

２（ｘｉ － ｘｍｉｎ）
ｘｍａｘ － ｘｍｉｎ

－ １ （１７）

式中， ｘｉ 为归一化前的数据，ｘ∗
ｉ 为归一化后的数据，

ｘｍａｘ 和 ｘｍｉｎ 为归一化前数据的最大值和最小值。
支持向量机与改进交叉熵的优化流程见图 １：

图 １　 改进交叉熵支持向量机流程图

大致可分为以下几步：
１） 利用有限元分析方法获得训练样本；
２） 基于支持向量机训练与建立代理模型；
３） 代理模型替代有限元分析，改进交叉熵方法

搜索寻优；

·０５４·
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４） 检查最优解的误差。

３　 算　 例

３．１　 算例 １
Ｂｒａｉｎ 函数作为一个经典的代理模型测试函数，

常用来测试代理模型的精度，其具有 ３ 个全局最优

点，其表达式如下：
ｆ（ｘ１，ｘ２） ＝ ａ（ｘ２ － ｂｘ２

１ ＋ ｃｘ１ － ｄ） ２ ＋
　 ｅ（１ － ｆ）ｃｏｓｘ１ ＋ ｅ

ａ ＝ １，ｂ ＝ ５．１
（４π２）

，ｃ ＝ ５

ｄ ＝ ６，ｅ ＝ １０，ｆ ＝ １
（８π）

－ ５ ≤ ｘ１ ≤ １０，０ ≤ ｘ２ ≤ １５ （１８）
训练样本分别用 ＬＨＳ、ＣＶＴ、ＬＣＶＴ 抽样方法获

得，测试样本用 ＳＲＳ 获得，计算训练样本及测试样

本的均方误差和相关系数，同时参考文献［１４］的做

法，用等高线图及均方误差与回归系数来衡量代理

模型质量。
如图 ２ 所示，ＣＶＴ 抽样与 ＬＣＶＴ 抽样在设计空

间上分布更均匀，ＬＣＶＴ 抽样在模型近似重构上较

ＬＨＳ 和 ＣＶＴ 抽样质量更好。

图 ２　 ３ 种不同抽样方法与函数原始等高线图

表 １　 不同抽样方式下代理模型的均方误差与回归系数

抽样方式
ＭＳＥ（ｔｒａｉｎ）

２０
Ｒ２（ｔｒａｉｎ）

２０
ＭＳＥ（ｔｅｓｔ）
１０ ０００

Ｒ２（ｔｅｓｔ）
１０ ０００

ＬＨＳ １２．１３３ ８ ０．９９５ ４ １７０．６９３ ６ ０．９３４ ４

ＣＶＴ １４．４１２ ５ ０．９９３ ４ １５２．７４３ １ ０．９４１ ３

ＬＣＶＴ ２０．６８９ ２ ０．９９１ ９ ８７．１１４ ９ ０．９６６ ５

表 １ 给出了不同抽样方式对代理模型质量的影

响。 Ｒ２ 为回归相关系数，ＭＳＥ 为均方误差 （ｍｅａｎ
ｓｑｕａｒｅ ｅｒｒｏｒ，ＭＳＥ），从表 １ 可以得出 ＬＣＶＴ 抽样在泛

化性与推广性上较 ＬＨＳ 与 ＣＶＴ 抽样更好。
３．２　 算例 ２

该算例来自文献［１５］，求解（１９）式和（２０）式所

示的最小化问题：
Ｍｉｎｉｍｉｚｅ：

Ｓ（ｘ） ＝ （ｘ１ － １０） ３ ＋ （ｘ２ － ２０） ３ （１９）
　 　 Ｓｕｂｊｅｃｔ ｔｏ：

ｇ１（ｘ） ＝ － （ｘ１ － ５） ２ － （ｘ２ － ５） ２ ＋ １００ ≤ ０

ｇ２（ｘ） ＝ （ｘ１ － ６） ２ ＋ （ｘ２ － ５） ２ － ８２．８１ ≤ ０
（２０）

式中， １３ ≤ ｘ１ ≤１００，０ ≤ ｘ２ ≤１００。 文献中给出的

最优解参考值 ｘ∗ ＝ ｛１４．０９５ ０，０．８４３ ０｝ Ｔ，最优值参

考值为 Ｓ（ｘ） ＝ － ６ ９６１．８１３ ９。
为验证本文提出的 ＩＣＥ⁃ＳＶＭ 方法的优点，采用

单步法［１６］构建 ＣＥ⁃ＳＶＭ 与 ＩＣＥ⁃ＳＶＭ，即进行一次试

验设计和抽样，获取所需样本点并以此构造近似代

理模型。 在单步法中样本数量对代理模型精度有显

著影响，故分别采用 １００，３００，５００，１ ０００ 个样本点

进行近似建模。 为避免一次计算结果的偶然性，分
别对 ２ 种算法进行 １００ 次计算，并得到其统计学性

能。 ＣＥ⁃ＳＶＭ 算法参数设置如下：单层样本量 Ｎ ＝ ２
０００，迭代次数 ｉｔ － ｍａｘ ＝ ２５０，分位数 ρ ＝ ０．０１，平滑参

数 α ＝ ０．９，分布参数初值为 μ ０ ＝ ｛５６．５，５０｝ Ｔ 和σ ０ ＝

｛２０，２０｝ Ｔ。 ＩＣＥ⁃ＳＶＭ 算法的参数设置如下：平滑参

数 ３ 中 α３ｍｉｎ ＝ ０．１，α３ｍａｘ ＝ ０．３，平滑参数 １ 为 α１ ＝
０．６（１ － α３），平滑参数２为α２ ＝ ０．４（１ － α３），扰动系

·１５４·
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数 Ｚｋ ＝ ｍａｘ １０ － ｋ
１０

，０é

ë
êê

ù

û
úú 。 μ １ ＝ ｛５６．５，５０｝ Ｔ 和 σ １ ＝

｛２０，２０｝ Ｔ ，其余与 ＣＥ⁃ＳＶＭ 参数相同。

图 ３　 ＣＥ⁃ＳＶＭ 方法目标函数值变化趋势

　 　 如图 ３ 和图 ４ 所示，ＣＥ⁃ＳＶＭ 的迭代速度非常

快，在不到 ２０ 次的迭代中就找到了“最优解，” ＩＣＥ⁃
ＳＶＭ 方法虽然迭代速度不及 ＣＥ⁃ＳＶＭ，但同样在不

超过 １００ 次的迭代中找到了“最优解”。

图 ４　 ＩＣＥ⁃ＳＶＭ 方法目标函数值变化趋势

表 ２　 ＣＥ⁃ＳＶＭ 方法与 ＩＣＥ⁃ＳＶＭ 方法优化结果对比

方法 ＬＣＶＴ 抽样 ｘ１ ｘ２ Ｓ′（ｘ） ｇ′１（ｘ） ｇ′２（ｘ） δ ／ ％

ＣＥ⁃ＳＶＭ １００ １４．９９５ ２ ５．３３５ ５ －２．９０８ ４×１０３ ０．００１ ７６ ０．００３ ０ ５８．２２２

ＩＣＥ⁃ＳＶＭ １００ １４．９５４ ９ ５．３０９ ２ －２．９２３ ４×１０３ １．３５２ ０×１０－４ １．５３１ ９×１０－４ ５８．００６

ＣＥ⁃ＳＶＭ ３００ １４．６６１ ４ ２．４３５ ５ －５．２９８ ３×１０３ －０．２３３ ９ －１．２１０ ９ ２３．８９４

ＩＣＥ⁃ＳＶＭ ３００ １３．７０２ ６ ０．１５４ ７ －７．６８８ ３×１０３ －０．００１ １ －０．００１ ２ １０．４３５

ＣＥ⁃ＳＶＭ ５００ １４．５４７ ０ ２．０３４ ６ －５．６４３ ７×１０３ ７．０７６ ５×１０－４ －０．８６９ ４ １８．９３４

ＩＣＥ⁃ＳＶＭ ５００ １４．１１５ ９ ０．９０６ ３ －６．７５６ ５×１０３ ３．６６１ ７×１０－４ ４．１２８ ０×１０－４ ２．９４９

ＣＥ⁃ＳＶＭ １ ０００ １４．５０８ ４ １．８７１ ２ －５．８７２ ８×１０３ －０．１４４ ３ ０．６２７ ４ １５．６４３

ＩＣＥ⁃ＳＶＭ １ ０００ １４．１１４ １ ０．８８０ ９ －６．９２３ ４×１０３ －０．００２ ５ －０．００１ ７ ０．５５１

表 ３　 ＣＥ⁃ＳＶＭ 方法与 ＩＣＥ⁃ＳＶＭ 方法独立运行 １００ 次的结果对比

方法 ＬＣＶＴ 抽样 最优设计 平均设计 最差设计 ＳＤ ＣＯＶ

ＣＥ⁃ＳＶＭ １００ －２．９２２ ５×１０３ －２．８２５ ６×１０３ －２．５４１ １×１０３ ７１．５０１ ９ ０．０２５ ３

ＩＣＥ⁃ＳＶＭ １００ －２．９２３ ５×１０３ －２．９２３ ５×１０３ －２．９２３ ８×１０３ ０．００３ ５ １．１９１ ７×１０－６

ＣＥ⁃ＳＶＭ ３００ －６．４２９ ５×１０３ －５．５７４ ２×１０３ －４．１９９ ３×１０３ ４０２．８６３ ６ ０．０７２ ３

ＩＣＥ⁃ＳＶＭ ３００ －７．６８９ ６×１０３ －７．６４８ ８×１０３ －７．３４６ ９×１０３ ５６．５６８ ３ ０．００７ ４

ＣＥ⁃ＳＶＭ ５００ －６．００９ ８×１０３ －５．２７１ ４×１０３ －４．０６９ １×１０３ ３１６．３１４ ９ ０．０６０ ０

ＩＣＥ⁃ＳＶＭ ５００ －６．７５７ ２×１０３ －６．７４３ ３×１０３ －６．６１２ ８×１０３ ２１．２７７ ９ ０．００３ ２

ＣＥ⁃ＳＶＭ １０００ －６．０２５ ０×１０３ －５．３３２ ７×１０３ －４．１１２ ５×１０３ ３２９．５９２ ９ ０．０６１ ８

ＩＣＥ⁃ＳＶＭ １０００ －６．９２８ ５×１０３ －６．９０４ ３×１０３ －６．４６８ ５×１０３ ５７．９５１ ７ ０．００８ ４

　 　 表 ２ 给出了 ２ 种优化方法的优化结果，表 ２ 中，
Ｓ′（ｘ）和 ｇ′（ｘ）分别表示代理模型目标函数值与约

束值，δ 表示为 Ｓ′（ｘ）与理论值 Ｓ（ｘ）的相对误差，如
表 ２ 所示，ＩＣＥ⁃ＳＶＭ 的计算精度明显比 ＣＥ⁃ＳＶＭ 好，

·２５４·
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同时随着样本数量的增加，ＩＣＥ⁃ＬＳＳＶＭ 与 ＣＥ⁃ＳＶＭ
的计算结果逐步接近于目标函数理论解，在样本数

量为 １ ０００ 时，ＣＥ⁃ＳＶＭ 的计算结果与理论值的相对

误差为 １５．６４３ ３％，而 ＩＣＥ⁃ＬＳＳＶＭ 的计算结果与理

论值的相对误差仅为 ０．５５１％，小于 １％，表现出优异

的计算能力，其计算结果可以认为满足设计要求。
表 ３ 给出了 ２ 种算法独立运行 １００ 次的计算结果。
表中：ＳＤ 表示标准差，ＣＯＶ 表示变异系数。 如表 ３
所示，ＩＣＥ⁃ＳＶＭ 的 ＳＤ 值与 ＣＯＶ 值均比训练样本相

同的 ＣＥ⁃ＳＶＭ 小，可以认为其计算结果是可靠的，
ＣＯＶ 值较小同时也表明 ＩＣＥ⁃ＳＶＭ 在鲁棒性与结果

稳定性上比 ＣＥ⁃ＳＶＭ 更好，综上，ＩＣＥ⁃ＳＶＭ 虽然在速

度上不及 ＣＥ⁃ＳＶＭ，但是计算精度、鲁棒性与结果稳

定性上较 ＣＥ⁃ＳＶＭ 好。
３．３　 算例 ３

该算例来自文献［１７］，如图 ５ 所示为机翼翼盒

结构，该结构关于 Ｘ⁃Ｙ 平面对称。

图 ５　 机翼翼盒结构示意图

在该结构优化问题中共有 １６ 个设计变量，分别

为 ５ 个杆件的横截面积，３ 个受拉板的厚度以及 ８
个剪切板的厚度。 其中○为桁架杆，△为受拉板，□
为受剪板。 各设计变量均独立且不相关。 其中杆件

单元的横截面积取值范围为 ０．１ ～ ２．０ ｉｎ２，受拉板与

受剪板的厚度取值范围均为 ０．０２～１．００ ｉｎ２。 各单元

所用材料相同，其许用应力为 １０ ０００ ｌｂ ／ ｉｎ２，弹性模

量为 １０７ ｌｂ ／ ｉｎ２，材料密度为 ０．０２ ｌｂ ／ ｉｎ３，泊松比为 ０．
３。 在节点 １ 与节点 ２ 处 Ｘ，Ｙ，Ｚ 方向的位移边界条

件为 ０。 在节点 ７ 处受沿 Ｚ 轴正向，大小为 ５ ０００ ｌｂ
的集中力。 位移约束为各节点在 Ｚ 方向上的位移

均不得超过 ２ ｉｎ，应力约束为各单元许用应力为 １０
０００ ｌｂ ／ ｉｎ２。

因为本算例中设计变量较多，故采用文中抽样

策略抽样 ３ ０００ 次，然后利用 ＩＣＥ⁃ＳＶＭ 方法对该机

翼翼盒结构进行优化设计，并与其他优化方法相比

较，得到的优化结果如表 ４ 所示，表 ４ 中包括最优设

计变量值与结构最小重量。
表 ４　 机翼翼盒结构优化结果

设计变量 ＡＣＣＥＳＳ１［１７］
Ｇａｌｌａｔｌｙ＆
Ｂｅｒｋｅ［１８］ Ｇａｌｌａｔｌｙ［１９］ ＩＣＥ⁃ＬＳＳＶＭ

　 桁架杆单元 ／ ｉｎ２

１（１） ４．０４５ ０ ０．６５０ ５ １．０４３ １ ０．３１４ ５
２（２） ０．１００ １ ０．１００ １ ０．１０３ ６ ０．１００ ３
３（３） ０．１００ １ ０．２３６ ６ ０．３５０ ８ ０．８８２ ４
４（４） ０．１３３ ０ ０．２３５ ６ ０．３３１ ５ ０．６０２ ２
５（５） ０．１００ ２ ０．１００ １ ０．１０３ ５ ０．１００ ２

　 受拉板单元 ／ ｉｎ
６（１，２） ０．０８２ ８６ ０．１３２ ８ ０．１４４ １ ０．０４８ ５
７（３，４） ０．０５３ ６３ ０．０７０ ２ ０．０５９ ９ ０．０２７ ０
８（５） ０．０３７ ８６ ０．０４４ ９ ０．０４３ ５ ０．０２０ ０

　 受剪板单元 ／ ｉｎ
９（１） ０．３６３ ６ ０．０８７ ６ ０．０８７ ６ ０．０２０ ０
１０（２） ０．２２３ ６ ０．０８８ ９ ０．０８９ ５ ０．０２０ ０
１１（３） ０．１３１ ０ ０．０８０ ８ ０．０６６ ４ ０．０５４ ７
１２（４） ０．１１５ ６ ０．０７６ ８ ０．０５５ ３ ０．０６１ ７
１３（５） ０．０９１ ６６ ０．０８１ ５ ０．０５３ ７ ０．０５２ ９
１４（６） ０．０２０ ００ ０．０２０ ０ ０．０２１ ９ ０．０２０ ０
１５（７） ０．０２０ ００ ０．０２０ ０ ０．０２１ ５ ０．０２０ ０
１６（８） ０．０３０ ９６ ０．０３３ ７ ０．０２５ ６ ０．０２０ ０

重量（ｌｂ） ８０．５８９ １ ７７．５３７ ８ ４２．１０４ ８ ３５．４７０ ７

图 ６ 与图 ７ 分别为利用 ＩＣＥ⁃ＳＶＭ 方法所得到

的最优设计变量，在 ＡＮＳＹＳ 中通过参数化建模分析

得到的飞机翼盒结构节点应力与位移。 从图 ６、图 ７
可以看出，ＩＣＥ⁃ＳＶＭ 方法给出的最优解均满足约束

条件。 ＩＣＥ⁃ＳＶＭ 方法求得的飞机机翼翼盒结构最

大应力和位移分别为 ９ ２４０．１４ ｌｂ ／ ｉｎ２ 和 １．９３９ ２ ｉｎ。

图 ６　 机翼翼盒结构应力云图

·３５４·
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图 ７　 机翼翼盒结构的节点位移

５　 结　 论

针对工程优化设计中隐式函数和高计算量问

题，本文采用支持向量机建立代理模型，讨论了在相

同的抽样样本数下，不同抽样策略对代理模型精度

的影响，选取在设计变量空间更为均匀的 ＬＣＶＴ 抽

样构建更高精度的代理模型。 在此基础上，本文提

出了结合支持向量机与改进交叉熵算法的组合优化

算法，改进交叉熵方法针对传统的交叉熵强调迭代

速度牺牲计算精度的缺陷，提出了＂全局精英样本＂
与＂局部精英样本＂的概念，通过保留历次迭代中的

有用信息并将其应用于参数的更新中，适当降低算

法的计算速度，而提高计算的精确度。 另外还借鉴

了＂扰动函数＂ 这一变异操作，避免了陷入局部最

优。 ＩＣＥ⁃ＳＶＭ 方法保留了 ＣＥ⁃ＳＶＭ 方法迭代速度快

的特点，提高了计算精度与计算结果的鲁棒性。 通

过 ２ 个数值算例，１ 个工程算例，验证了 ＩＣＥ⁃ＳＶＭ 算

法的可行性与有效性，对于飞机机翼等大型结构在

优化过程中耗时过长的问题，ＩＣＥ⁃ＳＶＭ 方法提供了

一种有效的解决途径。
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