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摘　 要：针对存在异常值的非刚性点集匹配问题，提出了一种基于贝叶斯混合 ｔ 分布模型的匹配方

法。 在变分贝叶斯框架下，点集匹配问题转化为最大化对数似然的变分下界，利用变分推断确定变换

参数。 利用先验模型，将空间正则化约束并入贝叶斯混合 ｔ 分布模型中，根据不同的点集可自适应地

确定正则化参数。 与高斯分布相比，ｔ 分布对异常值更加稳健。 最后，在模拟点集和真实图像上的实

验对比分析，验证了该方法在处理存在异常值的非刚性点集匹配问题时的有效性。
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　 　 点集匹配在图像分析、形状匹配等许多领域中

已获得广泛的应用［１⁃２］，可粗略的分为刚性和非刚

性，其中非刚性匹配问题备受关注。 但由于点集中

通常包含大量异常值，这严重影响了匹配性能，因此

需要研究更稳健的点集匹配算法。
近些年，基于混合高斯模型（Ｇａｕｓｓｉａｎ ｍｉｘｔｕｒｅ

ｍｏｄｅｌ，ＧＭＭ）的匹配方法更是受到了研究者的广泛

关注［３］。 在最大似然估计框架下，利用最大化期望

（ｅｘｐｅｃｔａｔｉｏｎ ｍａｘｉｍｉｚａｔｉｏｎ，ＥＭ）算法求解参数的最大

似然估计。 Ｊｉａｎ 等［４］ 用混合高斯模型表示点集，通
过最小化 ２ 个混合高斯之间的统计差异，进而确定

点集之间的对应关系。 Ｍｙｒｏｎｅｎｋｏ 等［５］ 假设点集做

一致性运动，提出了基于一致性点漂移 （ ｃｏｈｅｒｅｎｔ
ｐｏｉｎｔ ｄｒｉｆｔ，ＣＰＤ）的点集匹配方法，通过增加额外的

均匀分布模型化异常值。 但它本质上对应于最小二

乘方法，对异常值不稳健。 为了提高对异常值的稳

健性，一种可选的方法是选用更合适的概率模型，如
具有厚尾性质的 ｔ 分布［３］。 Ｚｈｏｕ 等［６］ 提出用混合 ｔ
分布模型（ｓｔｕｄｅｎｔ′ｓ ｔ ｍｉｘｔｕｒｅ ｍｏｄｅｌ，ＳＭＭ）处理点集

之间的匹配问题，通过最大化似然函数的对数期望，
估计变换参数。 但是它和 ＣＰＤ 方法以及多数方法

一样，只允许各向同性协方差，而且需要手动确定正

则化参数。
针对最大似然估计框架中存在的奇异性问题，

可选的解决方式是贝叶斯分析［７⁃８］。 Ｑｕ 等［９］ 提出

了在变分贝叶斯框架下的点集匹配方法（ＶＢＰＳＭ），
将点集匹配过程分为聚类分析和回归分析两部分，
并分别利用 ２ 个 ＧＭＭ 模型化，通过引入转移变量

将两部分统一起来。 但对于非刚性变换，它没有包

含对变换函数的平滑性约束。 另一个问题是估计的

变换函数没有直接反映待对准点集之间的变换关

系。 在 Ｓｉｍｐｓｏｎ 等［１０］ 提出的非刚性配准的概率配

准框架中，通过给变换参数指派一个合适的先验分

布可将正则化并入概率框架中，根据数据质量自适

应地确定正则化参数。
贝叶斯 ＳＭＭ 已经广泛应用到了密度估计、聚类

和模型选择中［１１⁃１２］。 Ａｒｃｈａｍｂｅａｕ 等［１２］ 在估计变量

的后验分布过程中，考虑了变量之间的相关。 Ｂａｌ⁃
ｄａｃｃｈｉｎｏ 等［１３］将贝叶斯 ＳＭＭ 应用于非线性系统识

别中的稳健回归。
综上，针对存在异常值的非刚性点集匹配问题，

本文将点集匹配问题表示为 ＳＭＭ 对应的概率密度

估计问题。 通过引入真实后验分布的变分近似，匹
配问题转化为最大化变分下界，同时允许任何形式
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的协方差。 在参数推断过程中，利用变分贝叶斯最

大化期望（ｖａｒｉａｔｉｏｎａｌ Ｂａｙｅｓｉａｎ ＥＭ，ＶＢＥＭ）算法确定

变换参数。 通过先验模型，将空间正则化约束并入

贝叶斯 ＳＭＭ 模型中，可自适应地确定正则化参数。
模拟点集和真实图像上的实验结果证明所提方法可

大大提高匹配性能。

１　 贝叶斯混合 ｔ 分布模型

设数据点集和模型点集分别记为Ｘ ＝ ｛ｘｎ｝ Ｎ
ｎ ＝ １

和 Ｙ ＝ ｛ｙｍ｝Ｍ
ｍ ＝ １，其中 ｘｎ，ｙｍ ∈ ＲＤ 表示点的空间位

置，Ｄ 为空间维数，Ｎ 和 Ｍ 分别为特征点个数，齐次

坐标记为 􀭵Ｙ ＝ ｛􀭰ｙｍ｝Ｍ
ｍ ＝ １。 变换模型点集参数化为

Ｔ（ｙｍ） ＝ Ａ􀭰ｙｍ ＋ ＢΦ（ｙｍ），其中 Ａ 和 Ｂ 分别表示仿射

变换矩阵和非刚性形变系数矩阵，在本文中，Φ选为

高斯径向基函数。 点 ｘｎ 的条件概率分布 ｐ（ｘｎ ｜ ｙｍ，
Θ） 可表示为一个具有 Ｍ 个混合成分的 ＳＭＭ：

ｐ（ｘｎ ｜ ｙｍ，Θ） ＝

　 ∑
Ｍ

ｍ ＝ １
πｍＳ（ｘｎ ｜ Ａ􀭰ｙｍ ＋ ＢΦ（ｙｍ），Λｍ，ｖｍ） （１）

式中，Θ ＝ ｛Ａ，Ｂ，｛Λｍ｝，｛πｍ｝，｛ｖｍ｝｝，ｔ 分布的概率

密度函数为：
Ｓ（ｘ ｜ μ，Λ －１，ｖ） ＝

　
Γ Ｄ ＋ ｖ

２
æ

è
ç

ö

ø
÷ ｜ Λ ｜ １ ／ ２（ｖπ） －Ｄ ／ ２

Γ ｖ
２

æ

è
ç

ö

ø
÷ １ ＋ （ｘ － μ） ＴΛ（ｘ － μ）

ｖ
æ

è
ç

ö

ø
÷

Ｄ＋ｖ
２

（２）

式中， μ 和 Λ 分别为均值向量和精度矩阵，Γ（·） 为

伽玛函数，当自由度参数 ｖ → ∞ 时，ｔ 分布收敛到高

斯分布。 ｔ 分布可表示为无限个具有相同均值、不同

精度的尺度高斯分布的混合，即：
Ｓ（ｘ ｜ μ，Λ －１，ｖ） ＝

　 ∫∞
０
Ｎ（ｘ ｜ μ，（ｕΛ） －１）Ｇ ｕ ｖ

２
， ｖ
２

æ

è
ç

ö

ø
÷ ｄｕ （３）

式中， Ｎ（ｘ ｜ μ，Λ －１） 和 Ｇ ｕ ｖ
２
， ｖ
２

æ

è
ç

ö

ø
÷ 分别为高斯分

布和伽玛分布。
为了便于变分， 引入离散二值示性变量 Ｚ ＝

｛ｚｎ｝ Ｎ
ｎ ＝ １和尺度变量 Ｕ ＝ ｛ｕｎ｝ Ｎ

ｎ ＝ １，记为隐变量 ΘＬ ＝

｛Ｕ，Ｚ｝，其中 ｚｎｍ ∈ ｛０，１｝，且∑
Ｍ

ｍ ＝ １
ｚｎｍ ＝ １，∀ｎ。 给定

ｚｎｍ 的条件下，ｕｎｍ 是未观测。 则Ｍ 成分 ＳＭＭ 的隐变

量模型可表示为：

ｐ（ｘｎ ｜ ｙｍ，ｕｎ，ｚｎ，Θ） ＝

　 ∏
Ｍ

ｍ ＝ １
Ｎ（ｘｎ ｜ Ｔ（ｙｍ），（ｕｎｍΛｍ）

－１） ｚｎｍ （４）

ｐ（ｚｎ ｜ Θ） ＝ ∏
Ｍ

ｍ ＝ １
πｚｎｍ

ｍ （５）

ｐ（ｕｎ ｜ ｚｎ，Θ） ＝ ∏
Ｍ

ｍ ＝ １
Ｇ ｕｎｍ ｜

ｖｍ
２
，
ｖｍ
２

æ

è
ç

ö

ø
÷

ｚｎｍ

（６）

于是，似然函数可写为：

ｐ（Ｘ，Ｕ，Ｚ ｜ Ｙ，Θ） ＝ ∏
Ｎ

ｎ ＝ １
∏
Ｍ

ｍ ＝ １

πｍＮ（ｘｎ ｜ Ｔ（ｙｍ），（ｕｎｍΛｍ）
－１）Ｇ ｕｎｍ

ｖｍ
２
，
ｖｍ
２

æ

è
ç

ö

ø
÷

æ

è
ç

ö

ø
÷

ｚｎｍ

（７）
　 　 利用指数族分布的共轭先验特性，选择模型变

量的先验：①混合比例系数 π 的先验分布服从狄利

克雷分布 Ｄｉｒ（π ｜ κ ０），其中 κ ０ 是先验样本大小（称
为超参数，下同）；② 每个混合成分的精度矩阵 Λｍ

的先验分布服从 Ｗｉｓｈａｒｔ 分布 Ｗ（Λｍ ｜ γ ０，Ｓ０），其中

γ０ 和Ｓ０ 分别为自由度和尺度矩阵；③仿射变换矩阵

Ａ 和非刚性形变系数矩阵 Ｂ 的每列元素的先验分布

分别服从零均值向量、精度参数 υ和 η 的高斯分布；
④精度参数向量 υ和 η 均服从伽玛分布，其中 ａ０，ｂ０

和 ｃ０，ｄ０ 分别是先验形状和尺度参数对；⑤正则项以

先验形式并入贝叶斯 ＳＭＭ 模型中［１０］，即：

ｐ（Ｂ ｜ λ） ～ ∏
Ｄ

ｄ ＝ １
Ｎ（Ｂｄ· ｜ ０，（λΦ） －１） ＝

　 ∏
Ｄ

ｄ ＝ １

｜ λΦ ｜
１
２

（２π）
Ｍ
２

ｅｘｐ － λ
２
Ｂｄ·ΦＢＴ

ｄ·
æ

è
ç

ö

ø
÷ （８）

式中， λ ＞ ０是标量正则化参数；⑥正则化参数λ 服

从形状参数为 τ ０ 和尺度参数为 ζ ０ 的伽玛分布。 可

根据经验确定超参数的值。 通过变分推断，可获得

变量｛ΘＬ，ΘＶＢ｝ ＝ ｛ΘＬ， ｛Ａ，Ｂ，Λ，π，υ，η，λ｝｝ 的后

验分布，由于没有自由度参数 ｖ ＝ ｛ｖｍ｝ 的先验，利用

最大似然方法可确定它的值，记为 ΘＭＬ ＝ ｛ｖ｝ ，详见

下一节。
变量之间的联合分布可表示为：
ｐ（Ｘ，ΘＬ，ΘＶＢ ｜ Ｙ） ＝
　 ｐ（Ｘ ｜ Ｙ，Ｕ，Ｚ，ΘＶＢ）ｐ（Ｕ ｜ Ｚ）ｐ（Ｚ ｜ π）
ｐ（π）ｐ（Λ）ｐ（Ａ ｜ υ）ｐ（υ）ｐ（Ｂ ｜ η）
　 ｐ（η）ｐ（Ｂ ｜ λ）ｐ（λ） （９）

图 １ 中给出了非刚性点集匹配对应的概率图模型，
即有向无环图［７］。

·３４９·
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图 １　 非刚性点集匹配的概率图模型

２　 参数的变分推断

考虑近似后验分布 ｑ（Ｕ，Ｚ，ΘＶＢ），对数似然函

数可表示为：
　 ｌｎｐ（Ｘ ｜ Ｙ） ＝ Ｌ（ｑ） ＋
　 　 ＫＬ（ｑ（Ｕ，Ｚ，ΘＶＢ） ｐ（Ｕ，Ｚ，ΘＶＢ ｜ Ｘ，Ｙ）） （１０）
式 中，ＫＬ ｑ（Ｕ，Ｚ，ΘＶＢ） ｐ（Ｕ，Ｚ，ΘＶＢ ｜ Ｘ，Ｙ）( ) ≥ ０
度量真实后验分布 ｐ（Ｕ，Ｚ，ΘＶＢ ｜ Ｘ，Ｙ） 和近似后验

分布 ｑ（Ｕ，Ｚ，ΘＶＢ） 之间的 Ｋｕｌｌｂａｃｋ Ｌｅｉｂｌｅｒ（ＫＬ） 散

度，当且仅当 ｑ（Ｕ，Ｚ，ΘＶＢ） ＝ ｐ（Ｕ，Ｚ，ΘＶＢ ｜ Ｘ，Ｙ） 时

等式成立。 故 Ｌ（ｑ） 是 ｌｎｐ（Ｘ ｜ Ｙ） 的近似下界，通过

变分推断可获得｛ΘＬ，ΘＶＢ｝ 的近似后验分布。
所有变量的后验分布可分解为：
ｑ（Ｕ，Ｚ，π，Λ，Ａ，υ，Ｂ，η） ＝ ｑ（Ｕ，Ｚ）ｑ（ΘＶＢ）

（１１）
记 ｑ（ΘＶＢ） ＝ ｑ（π）ｑ（Λ）ｑ（Ａ）ｑ（υ）ｑ（Ｂ）ｑ（η）
ｑ（λ）。 关于 ｑ（Ｕ，Ｚ） 和 ｑ（ΘＶＢ） 分别最大化 Ｌ（ｑ） 可

获得如下 ＶＢＥＭ 算法，在第 ｋ 次迭代：
ＶＢＥ⁃ｓｔｅｐ：

ｑ（Ｕ，Ｚ） ｋ ∝ ｅｘｐ（〈ｌｎｐ（Ｘ，Ｕ，Ｚ ｜ Ｙ，ΘＶＢ）〉 ｑ（ΘＶＢ） ｋ－１
）

（１２）
　 　 ＶＢＭ⁃ｓｔｅｐ：

ｑ（ΘＶＢ） ｋ ∝ ｐ（ΘＶＢ）

　 ｅｘｐ（〈ｌｎｐ（Ｘ，Ｕ，Ｚ ｜ Ｙ，ΘＶＢ）〉 ｑ（Ｕ，Ｚ） ｋ
） （１３）

式中， 〈·〉 ｑ（·） 表示关于后验分布 ｑ（·） 的期望，后面

下标省略。 在变分贝叶斯期望步骤（ＶＢＥ⁃ｓｔｅｐ） 中，
固定变分变量 ΘＶＢ，计算隐变量 ΘＬ 的后验分布；在
变分贝叶斯最大化步骤（ＶＢＭ⁃ｓｔｅｐ） 中，固定隐变量

ΘＬ，重新计算 ΘＶＢ 的后验分布。 下面列出部分变量

的后验分布：
１） 考虑隐变量之间的相关性，其后验分布为：

ｌｎｑ（Ｕ，Ｚ） ∝ ∑
Ｎ

ｎ ＝ １
∑
Ｍ

ｍ
ｚｎｍ ( ｌｎ

〈πｍ〉〈 ｜ Λｍ ｜ 〉
１
２

Γ
ｖｍ
２

æ

è
ç

ö

ø
÷

ｖｍ
２

æ

è
ç

ö

ø
÷

ｖｍ
２

＋

　
ｖｍ ＋ Ｄ

２
－ １

æ

è
ç

ö

ø
÷ ｌｎｕｎｍ －

（ｖｍ ＋ 􀭹εｎｍ）
２

ｕｎｍ ) （１４）

式中， 􀭹εｎｍ ＝ 〈（ｘｎ － Ｔ（ｙｍ）） ＴΛｍ（ｘｎ － Ｔ（ｙｍ））〉 ，考
虑尺度变量的不确定性，示性变量的后验分布为：

ｑ（ ｚｎｍ ＝ １） ＝

Γ
ｖｍ ＋ Ｄ

２
æ

è
ç

ö

ø
÷ 〈πｍ〉〈 ｜ Λｍ ｜ 〉

１
２

Γ
ｖｍ
２

æ

è
ç

ö

ø
÷ （ｖｍ）

Ｄ
２

１ ＋
􀭹εｎｍ

ｖｍ
æ

è
ç

ö

ø
÷

－
ｖｍ＋Ｄ

２

（１５）
规范化后，示性变量元素表示为：

〈 ｚｎｍ〉 ＝
ｑ（ ｚｎｍ ＝ １）

∑
Ｍ

ｍ ＝ １
ｑ（ ｚｎｍ ＝ １）

，∀ｎ，∀ｍ （１６）

　 　 以示性变量为条件，尺度变量的后验分布服从

伽玛分布： ｑ（ｕｎｍ ｜ ｚｎｍ ＝ １） ～ Ｇ（ｕｎｍ ｜ α ｎｍ，β ｎｍ） ，
其中

αｎｍ ＝
（ｖｍ ＋ Ｄ）

２
（１７）

βｎｍ ＝
（ｖｍ ＋ 􀭹εｎｍ）

２
（１８）

根据伽玛分布性质，有 〈ｕｎｍ〉 ＝
α ｎｍ

β ｎｍ
， 〈ｌｎｕｎｍ〉 ＝

ψ（α ｎｍ） － ｌｎβ ｎｍ，ψ（·） 为 ｄｉｇａｍｍａ 函数。
２） 仿射变换矩阵 Ａ 的第 ｑ 行元素的后验分布

仍服从高斯分布：ｑ（Ａｑ·） ～ Ｎ（Ａｑ· ｜ μ^Ａｑ·，Σ^Ａｑ·） ，其中

均值向量和协方差矩阵分别为：

Σ^ －１
Ａｑ·

＝ ｄｉａｇ（〈υ〉） ＋ ∑
Ｎ

ｎ ＝ １
∑
Ｍ

ｍ ＝ １
Ξｎｍ􀭰ｙｍ〈Λｍ（ｑ）〉􀭰ｙＴ

ｍ

（１９）
μ^Ａｑ·

＝

∑
Ｎ

ｎ ＝ １
∑
Ｍ

ｍ ＝ １
Ξｎｍ〈Λｍ（ｑ）（ｘｎｑ － Ｂｑ·Φ（ｙｍ））〉􀭰ｙＴ

ｍ[ ] Σ^ Ａｑ·

（２０）
式中， ｄｉａｇ（〈υ〉） 表示〈υ〉 中元素构成的方阵，矩阵

Ξ的元素为 Ξｎｍ： ＝ 〈 ｚｎｍｕｎｍ〉，Λｍ（ｑ） 表示 Λｍ 的第 ｑ
个对角元素。

３） 非刚性形变系数矩阵 Ｂ 的第 ｑ 行元素的后

验分布服从高斯分布：ｑ（Ｂｑ·） ～ Ｎ（Ｂｑ· ｜ μ^Ｂｑ·
，Σ^Ｂｑ·

），
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其中均值向量和协方差矩阵分别为：
Σ^ －１

Ｂｑ·
＝ ｄｉａｇ（〈η〉） ＋

　 ∑
Ｎ

ｎ ＝ １
∑
Ｍ

ｍ ＝ １
ΞｎｍΦ（ｙｍ）〈Λｍ（ｑ）〉Φ（ｙｍ） Ｔ （２１）

μ^Ｂｑ·
＝ ［∑

Ｎ

ｎ ＝ １
∑
Ｍ

ｍ ＝ １
Ξｎｍ〈Λｍ（ｑ）

　 （ｘｎｑ － Ａｑ·􀭰ｙｍ）〉Φ（ｙｍ） Ｔ ＋ 〈λ〉·Φ］ Σ^Ｂｑ·
（２２）

　 　 ４） 正则化参数 λ 的后验分布服从伽玛分布：
ｑ（λ） ～ Ｇ（λ ｜ τ，ζ） ，其中

τ ＝ τ０ ＋ ＭＤ
２

（２３）

ζ ＝ ζ０ ＋ １
２ ∑

Ｄ

ｑ ＝ １
〈Ｂｑ·ΦＢＴ

ｑ·〉 （２４）

根据伽玛分布性质，有 〈λ〉 ＝ τ ／ ζ，可根据不同的应

用自适应地确定 λ 的值。
其余变量的后验分布见附录。 由于没有自由度

参数｛ｖｍ｝ 的先验，可直接最大化下界 Ｌ（ｑ） ，获得下

面非线性方程：

ｌｎ
ｖｍ
２

æ

è
ç

ö

ø
÷ ＋ １ － ψ

ｖｍ
２

æ

è
ç

ö

ø
÷ ＋

∑
Ｎ

ｎ ＝ １
〈 ｚｎｍ〉（〈ｌｎｕｎｍ〉 － 〈ｕｎｍ〉）

∑
Ｎ

ｎ ＝ １
〈 ｚｎｍ〉

＝ ０ （２５）

利用斯特林公式［１４］ ｌｎΓ（ ｚ） ≈ ｚｌｎｚ － ｚ ＋ １
２
ｌｎ ２π

ｚ
和关

系式 ψ（ ｚ） ＝ ∂ｌｎΓ（ ｚ）
∂ｚ

，可获得 ｖｍ 的近似：

ｖｍ ≈－ １

１ ＋
∑
Ｎ

ｎ ＝ １
〈 ｚｎｍ〉（〈ｕｎｍ〉 － 〈ｌｎｕｎｍ〉）

∑
Ｎ

ｎ ＝ １
〈 ｚｎｍ〉

（２６）

这可避免非线性方程的求解。 由于 Ｌ（ｑ） 的计算可

能涉及大矩阵的计算，故在本文的算法中，通过计算

Ｌ′（ｑ） ＝ ∑
Ｎ

ｎ ＝ １
∑
Ｍ

ｍ ＝ １
〈 ｚｎｍｕｎｍ〉􀭹εｎｍ 检查算法收敛。 算法 １

总结了基于 ＳＭＭ 的非刚性点集匹配算法，简记为

ＶＢＳＭＭ，结合由粗到精的匹配策略［９］，实现点集匹

配，如无特别说明，均采用各向异性协方差。
算法 １： 基于 ＳＭＭ 的非刚性点集匹配算法

１：输入： Ｘ ＝ ｛ｘｎ｝Ｍ
ｎ ＝ １，Ｙ ＝ ｛ｙｍ｝Ｍ

ｍ ＝ １， 容忍误差 εＦ

２： 初始化：
　 先验： ａ０，ｂ０，ｃ０，ｄ０，κ０，γ ０，Ｓ０，τ ０，ζ０

　 变换： Ａ，Ｂ
３： ｆｏｒ Ｓ０ 上由粗到精 ｄｏ
４： ｒｅｐｅａｔ
　 　 　 ＶＢＥ⁃ｓｔｅｐ：
　 　 　 　 根据（１５ ～ １６） 推断示性变量 Ｚ
　 　 　 　 根据（１７ ～ １８） 推断尺度变量 Ｕ
　 　 　 ＶＢＭ⁃ｓｔｅｐ：
　 　 　 　 根据（２７） 更新混合比例系数 π 的 κ
　 　 　 　 根据（１９ ～ ２０） 推断仿射变换矩阵 Ａ
　 　 　 　 根据（３０ ～ ３１） 推断精度 υ 的 ａ 和 ｂ
　 　 　 　 根据（２１ ～ ２２） 推断非刚性形变系数矩阵 Ｂ
　 　 　 　 根据（３２ ～ ３３） 推断精度 η 的 ｃ 和 ｄ
　 　 　 　 根据（２８ ～ ２９） 更新精度 Λ 的 γ 和 Ｓ
　 　 　 　 根据（２３ ～ ２４） 更新正则化参数 λ 的 τ 和 ζ
　 　 　 　 根据（２６） 更新自由度 ｖ
　 　 　 　 计算第 ｋ 步的 Ｌ′（ｑ）
５： ｕｎｔｉｌ ｜ Ｌ′ｋ － Ｌ′ｋ－１ ｜ ＜ εＦ

６： ｅｎｄ ｆｏｒ

算法的时间复杂度主要由 Ｚ，Λ 和 Ｂ 的后验更

新决定。 在每次迭代中，更新这些变量的时间复杂

度分 别 近 似 为 Ｏ（ＤＮＭ２），Ｏ（Ｄ２（Ｎ ＋ Ｄ）Ｍ） 和

Ｏ（ＤＭ３），一般情况下，Ｄ ≪ Ｎ，Ｍ，故算法的总时间

复杂度可近似为Ｏ（ＫＭ３） 或Ｏ（ＫＮＭ２），其中 Ｋ 为迭

代次数。

３　 实验结果与分析

为了验证本文算法的有效性，首先测试具有形

状差异的模拟数据集，然后将本文方法应用于包含

非刚性形变的图像。 并与 ５ 种算法进行了对比：
ＧＭＭ⁃Ｌ２［４］，ＣＰＤ［５］， ＳＭＭ［６］ 和 ＶＢＰＳＭ （默认各向

异性协方差） ［８］ 和 ＴＰＳ⁃ＲＰＭ［１５］。 超参数的值设置

如下：①超参数 ａ０，ｂ０，ｃ０，ｄ０，τ ０ 和 ζ ０ 设定为 ０．０１；
②κ ０ 的元素设定为 Ｍ；③γ ０ 设定为 ２ × （Ｄ ＋ １），若
选择各向异性协方差，则Ｓ０ 设定为单位矩阵 Ｉ ，否则

设定为标量 １；④高斯径向基函数的宽度参数设定

为 １。 针对各向异性和各向同性协方差 ２ 种选择，
本文方法分别记为 ＶＢＳＭＭ（ＡＮＩ）和 ＶＢＳＭＭ（ＩＳＯ）。
３．１　 自适应确定正则化参数的有效性

为了检验自适应确定正则化参数的有效性，选
用文献［１５］中公共数据集的 ３ 组存在异常值的汉

字福形状点集，记录算法 １ 在固定正则化参数时获

得的匹配召回率（ｒｅｃａｌｌ），其中正则化参数的固定取

值为 ０．５ｋ，ｋ＝ １，２，…，４０，并与算法 １ 在自适应确定

·５４９·
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正则化参数时获得的匹配召回率做对比。 图 ２ 给出

了召回率关于正则化参数的变化曲线，其中空心对

应于算法 １ 在固定正则化参数时的匹配召回率，实
心对应于算法 １ 在自适应确定正则化参数时的匹配

召回率，其中自适应确定的正则化参数分别为

１３．９８９ ８，９．８７０ ０ 和 ７． １０２ ９。 从图中曲线可以看

出，算法 １ 通过自适应方法总是能“自动”找到相对

合适的正则化参数。 这在批量处理点集匹配问题

时，可避免手动确定不合适的正则化参数。

图 ２　 召回率关于正则化参数的变化曲线（其中实心

位置对应于算法 １ 自适应确定的正则化参数）

３．２　 合成数据集实验

为评价对异常值的稳健性，选用文献［１５］中的

公共数据集，包含鱼和汉字福两种形状点集，分别包

含 ９６ 和 １０８ 个模型点。 数据点样本包含 ５ 个异常

值比例水平（从 ０．０ 到 ２．０），对于每一个比例，均有

１００ 个数据点集样本，采用平均的召回率评价匹配

结果。 图 ３ 给出了 ６ 种算法应用于 ２ 种形状点集的

平均召回率统计结果。

图 ３　 ６ 种算法应用于鱼和汉字福 ２ 种

形状点集的召回率对比结果

从图中可看到，随着异常值比例的增加，所有的

算法的匹配效果均迅速衰减，其中 ＧＭＭ⁃Ｌ２ 方法最

严重，这主要是由于异常值破坏了点集的形状结构。
但相比其他 ５ 种算法，本文提出的 ＶＢＳＭＭ 算法总

是能给出较好的匹配结果。 图 ４ 给出了算法 １ 在 ２
种形状点集上的匹配结果示例。

图 ４　 本文算法在不同异常值比例下的匹配结果示例

３．３　 ＣＭＵ 房子序列图像实验

为验证本文算法对模型点集和数据点集中均存

在异常值时的稳健性，选用 ＣＭＵ 房子序列（ｈｔｔｐ：∥
ｖａｓｃ． ｒｉ． ｃｍｕ． ｅｄｕ ／ ｉｄｂ ／ ｈｔｍｌ ／ ｍｏｔｉｏｎ ／ ｉｎｄｅｘ． ｈｔｍｌ），其包

含不同视角的 １１１ 幅房子图像，每个图像中标记出

了 ３０ 个已知对应关系的特征点。 通过给每个点集

增加不同数量服从均匀分布的异常值以生成待匹配

点集，其中异常值比例分别为 ０．５ 和 １．０。 基于采样

区间 １０ ∶ １０ ∶ １００ 对图像序列进行采样，可获得 １０
组图像对。 因为 ３０ 个特征点的对应关系已知，故可

直接统计每个采样区间内的平均召回率。 图 ５ 比较

了 ６ 种算法的平均召回率统计结果对比。 从图中可

以看出，不同方法的性能出现了不同程度的震荡，这
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主要是由于异常值生成的随机性。 整体来看，相比

于其他 ５ 种算法，本文提出的 ＶＢＳＭＭ 算法更稳健，
这与 ３．２ 部分的实验结果一致。 图 ６ 给出了本文算

法在不同异常值比例下的匹配结果示例（正确匹配

对数均为 ３０ ／ ３０）。

图 ５　 ６ 种算法应用于房子序列图像的召回率对比结果

图 ６　 本文算法在不同异常值比例下得匹配结果示例

４　 结　 论

本文针对存在异常值的非刚性点集匹配问题提

出了贝叶斯 ＳＭＭ 模型方法。 在变分贝叶斯框架中，
该方法将点集匹配问题模型化为 ＳＭＭ 对应的概率

密度估计问题，利用 ＶＢＥＭ 算法迭代更新变量的后

验分布，而且允许各向异性和各向同性协方差 ２ 种

选择。 通过先验模型引入正则化项，可自适应地确

定正则化参数。 最后，模拟点集和真实图像上的实

验结果验证了本文所提方法的有效性。

附录：近似变分后验

其他变量的后验分布如下：
１） 对于混合比例系数 π，其后验分布仍服从狄

利克雷分布：ｑ（π） ～ Ｄｉｒ（π ｜ κ） ，其中：

κｍ ＝ ∑
Ｎ

ｎ ＝ １
〈 ｚｎｍ〉 ＋ κ０ （２７）

　 　 ２） 对于每个混合成分的精度矩阵 Λｍ，其后验

分布仍服从 Ｗｉｓｈａｒｔ 分布：ｑ（Λｍ） ～ Ｗ（Λｍ ｜ γｍ，
Ｓｍ） ，其中：

γｍ ＝ ∑
Ｎ

ｎ ＝ １
〈 ｚｎｍ〉 ＋ γ０ （２８）

Ｓ －１
ｍ ＝ Ｓ －１

０ ＋ ∑
Ｎ

ｎ ＝ １
Ξｎｍ〈（ｘｎ － Ｔ（ｙｍ））（ｘｎ － Ｔ（ｙｍ）） Ｔ〉

（２９）
当选择各向同性协方差时，混合成分的精度服从伽

玛分布。
３） 对于精度参数 υ，其后验分布仍服从伽玛分

布：ｑ（υ ｌ） ～ Ｇ（υ ｌ ｜ ａｌ，ｂｌ） ，其中：

ａｌ ＝ ａ０ ＋ Ｄ
２

（３０）

ｂｌ ＝ ｂ０ ＋ １
２ ∑

Ｄ

ｑ ＝ １
〈Ａ２

ｑｌ〉 （３１）

　 　 ４） 对于精度参数 η，其后验分布仍服从伽玛分

布，ｑ（η ｌ） ～ Ｇ（η ｌ ｜ ｃｌ，ｄｌ） ，其中：

ｃｌ ＝ ｃ０ ＋ Ｄ
２

（３２）

ｄｌ ＝ ｄ０ ＋ １
２ ∑

Ｄ

ｑ ＝ １
〈Ｂ２

ｑｌ〉 （３３）
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