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摘　 要：合成孔径雷达（ＳＡＲ）舰船目标检测在海洋监测中发挥着越来越重要的作用。 针对 ＳＡＲ 图像

中舰船目标尺寸较小，传统方法易受外部干扰无法提取精细目标特征等问题，基于深度学习技术提出

一种改进的 ＳＡＲ 图像舰船小目标检测模型，主要由候选区域提取网络（ＲＰＮ）和目标检测网络组成。
首先设计并训练一个能精确识别舰船小目标的 ＣＮＮ 模型，然后利用该模型对目标检测模型共享特征

提取层进行参数初始化，最后利用自采集的 Ｓｅｎｔｉｎｅｌ⁃１ ＳＡＲ 图像舰船小目标数据集对其进行训练。 实

验结果表明，提出的目标检测模型对 ＳＡＲ 图像中舰船弱小比例目标有较好的检测区分性能和抗干扰

能力，对 ＳＡＲ 图像小目标检测领域研究具有一定的参考价值。
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　 　 我国是一个海岸线长、海洋面积广、海洋资源富

饶的大国，周边国家非法入侵管辖海域从事非法捕

捞、监听等活动，使我国面临着海洋安全和领土权益

受到威胁等问题。 因此，对海上目标进行检测和识

别具有十分重要的现实意义。 星载合成孔径雷达

（ＳＡＲ）由于其不受气候、观测时段的影响，能全天

时、全天候、高分辨率、大幅面对地观测，已经在海洋

监测和海上交通监测中发挥着越来越重要的

作用［１］。
传统 的 ＳＡＲ 舰 船 检 测 方 法 如 恒 虚 警 率

（ｃｏｎｓｔａｎｔ ｆａｌｓｅ ａｌａｒｍ ｒａｔｅ，ＣＦＡＲ） ［２］ 检测算法，主要

利用手工设计的特征来检测海陆分割后的舰船目

标，但是这种方法的缺陷是对近海目标的识别性能

较差，难以排除冰山、小岛等虚警。 此外，ＳＡＲ 图像

中存在散斑噪声和运动模糊，导致舰船间差异较大，
这也让传统的 ＳＡＲ 舰船检测方法提取有效的特征

变得困难。
近年来，随着深度学习的快速发展，深度卷积神

经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ， ＣＮＮ）在图像

分类［３］、目标检测［４］、语义分割［５］ 等诸多计算机视

觉任务中取得了巨大成功。 许多专家和学者开始利

用深度神经网络来完成计算机视觉任务中的目标检

测问题。 Ｇｉｒｓｈｉｃｋ 等人将目标检测问题转化为分类

问题，相继提出了 Ｒ⁃ＣＮＮ［６］ 和 ｆａｓｔ Ｒ⁃ＣＮＮ［７］ 目标检

测方法。 由于 ｆａｓｔ Ｒ⁃ＣＮＮ 候选区域的提取仍然是

在 ＣＰＵ 上进行的，速度较慢，Ｒｅｎ 等［８］ 提出了 ｆａｓｔｅｒ
Ｒ⁃ＣＮＮ 方法，引入了区域建议网络（ ｒｅｇｉｏｎ ｐｒｏｐｏｓａｌ
ｎｅｔｗｏｒｋ， ＲＰＮ）取代传统的区域提取方法，借助 ＣＮＮ
来完成候选区域的提取，并且将 ＲＰＮ 和 ｆａｓｔ Ｒ⁃ＣＮＮ
共享全图卷积特征，大大提高了模型的检测效率。

当涉及对同一类不同尺寸的目标进行区分时，
现有基于深度神经网络的分类模型无法达到良好的

分类效果。 ＳＡＲ 图像成像距离较远，图像中舰船目

标视觉特性较弱、尺寸较小，一般在几个到几十像素

之间，属于典型的弱小目标，不能用现有的目标检测

模型直接进行检测，因为用于特征提取的卷积神经

网络是一种层级网络，随着层数的加深，提取出的目

标特征图会变得越来越抽象化，可供利用的有效信

息非常有限。
针对上述问题，本文首先从欧空局官网下载了
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世界多个港口的 Ｓｅｎｔｉｎｅｌ⁃１ ＳＡＲ 图像，并建立了

ＳＡＲ 舰船目标数据集。 然后设计并预训练了一个

用于 ＳＡＲ 图像舰船小目标识别的 ＣＮＮ 分类模型，
通过使用较小尺寸的卷积核和较少的网络层数，对
输入的小目标图像进行一系列的卷积和池化操作，
实现对目标有效的特征提取。 最后针对现有 ｆａｓｔｅｒ
Ｒ⁃ＣＮＮ 在检测小目标精度下降的问题，利用设计的

分类模型对现有 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 进行了改进，并将特

征金字塔网络 ＦＰＮ 融合进 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 以实现对

小目标特征的有效提取。 实验结果表明，本文提出

的改进 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 模型在 ＳＡＲ 图像舰船小目标

具有较好的检测和分类效果。

１　 基于卷积神经网络的 ＳＡＲ 舰船分
类模型

由于卷积神经网络必须使用大规模标记好的训

练样本对网络进行训练，而本文所采集的数据集规

模还是太小，不足以使网络很好收敛。 为了能在训

练样本较少的情况下训练得到一个能有效提取目标

特征、分类效果好的 ＣＮＮ 模型，本文借助“迁移学

习” ［９］ 方法， 先用与待检测的舰船目标相近的

ＭＳＴＡＲ 数据集［１０］训练得到 ＣＮＮ 分类模型，再用该

模型的参数对目标检测网络中特征提取层的参数进

行初始化，以加速网络的收敛。
本文设计的 ＳＡＲ 舰船 ＣＮＮ 分类模型如图 １ 所

示，输入图像大小为 ｎ×ｎ×１，网络结构包含卷积层 ３
个，ｍａｘ ｐｏｏｌｉｎｇ 层 ２ 个，全连接层 ２ 个，最终输出 ｃ
类预测结果。 其中卷积层参数和池化层如表 １ 所

示。 第一层全连接层包含 ５１２ 个神经元，第二层全

连接层包含 ｎ（类别数）个神经元，均不使用激活函

数。 最终利用 ｓｏｆｔｍａｘ 分类器得到类别概率。

图 １　 ＳＡＲ 舰船 ＣＮＮ 分类模型

表 １　 ＳＡＲ 舰船 ＣＮＮ 分类模型卷积层参数

模型参数
卷积核

数量

卷积核

尺寸

卷积核

滑动步长

池化层

尺寸

池化层

步长
激活函数

Ｃｏｎｖ１ ６４ ７×７ ２ ３×３ ２ ＲｅＬｕ
Ｃｏｎｖ２ １２８ ５×５ １ ２×２ ２ ＲｅＬｕ
Ｃｏｎｖ３ ２５６ ３×３ ２ － － ＲｅＬｕ

２　 ＳＡＲ 舰船小目标检测模型

２．１　 ＳＡＲ 舰船小目标检测模型总体架构

为实现对 ＳＡＲ 图像中舰船这类弱小目标进行

快速、准确地检测，本文基于 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 设计了一

个改进的目标检测模型。 图 ２ 是本文设计的目标检

测模型的网络结构，该模型由一个基于全卷积的区

域建议网络（ ｒｅｇｉｏｎ ｐｒｏｐｏｓａｌ ｎｅｔｗｏｒｋ， ＲＰＮ）和一个

基于区域的目标检测网络 ｆａｓｔ Ｒ⁃ＣＮＮ 两部分组成。
其中，区域建议网络主要用来高效地生成不同尺度

和长宽比的候选区域，目标检测网络对区域建议网

络提取的这些候选区域进行分类和位置的回归，最
终 通 过 非 极 大 值 抑 制 算 法 （ ｎｏｎ⁃ｍａｘｉｍｕｍ
ｓｕｐｐｒｅｓｓｉｏｎ， ＮＭＳ）筛选出一个置信度最高的候选框

作为检测结果。 该模型使用本文设计的 ＣＮＮ 分类

模型的前 ３ 层卷积层作为区域建议网络和目标检测

网络的共享特征提取层，其中，共享特征提取层融合

了 ＦＰＮ 网络结构，用于提取多尺度特征，提高小目

标识别准确率。

图 ２　 ＳＡＲ 舰船小目标检测模型架构

２．２　 区域建议网络和目标检测网络

２．２．１　 ＲＰＮ 网络

ＲＰＮ 网络机制是在共享特征提取层的最后一

·８８５·
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个卷积层后添加了滑动窗口操作、映射卷积层以及

分类和回归 ２ 个全连接层。 首先用一个 ｎ×ｎ 的小

网络在共享特征提取层产生的特征图上进行滑动操

作，然后将特征图上每个滑动窗口对应的区域通过

映射卷积层映射成一个特征向量，该特征向量经过

分类层和回归层分别输出每个滑动窗口的类别得分

和回归后的位置坐标信息，最终对候选区域进行

ＮＭＳ 操作后输出得分靠前的前 Ｎ 个区域作为目标

检测网络的输入。
本文在设计时，采用的滑动窗口大小为 ３×３，虽

然尺寸不大，但是能够感知到很大范围的感受野。
由于共享特征提取层最后一层卷积输出的特征图为

２５６ 个，因此，每个滑动窗口区域通过映射卷积层映

射到一个 ２５６ 维特征向量。 为每个滑窗区域的中心

点生成 ｋ 个不同尺寸和边长的 ａｎｃｈｏｒ，这样做的目

的是保证候选区域质量的同时也能保证其数量。 将

得到的 ２５６ 维特征向量输入到位置回归层 ｒｅｇ ｌａｙｅｒ
和分类层 ｃｌｓ ｌａｙｅｒ，分别用于回归滑窗区域产生位置

信息和区域是前景和背景的得分，由于每个滑窗产

生 ｋ 个候选区域 ，因此回归层产生 ４ｋ 个位置信息

（ｘ，ｙ，ｗ，ｈ）和 ２ｋ 个得分（前景和背景）。
为适应舰船这类小目标，本文经过多次实验最

终采用 ３ 种最佳尺度（６４×６４，１２８×１２８，２５６×２５６），３
种最佳长宽比 （ １ ∶ １， １ ∶ ２， ２ ∶ １） 来生成 ９ 种

ａｎｃｈｏｒ，以适应不同大小、不同长宽比的目标。
２．２．２　 目标检测网络

目标检测网络主要用来对 ＲＰＮ 网络提取出的

候选区域进行分类识别和位置精修，并输出最符合

要求的候选区域位置信息和类别。 目标检测网络的

结构如图 ２ 虚线框部分所示，在共享特征提取层后

加入 ＲｏＩ（ｒｅｇｉｏｎ ｏｆ ｉｎｔｅｒｅｓｔ）池化层，将 ＲＰＮ 网络生

成的候选区域在卷积特征图上的映射区域统一到相

同大小，然后接一个全连接层得到 ＲｏＩ 特征向量，最
后输入到 ２ 个并行的层－分类层和回归层，得到分

类结果和每类目标的位置信息。
２．２．３　 ＦＰＮ 特征提取

为了解决多尺度检测的问题，文献［１１］引入了

特征金字塔网络（ ｆｅａｔｕｒｅ ｐｙｒａｍｉｄ ｎｅｔｗｏｒｋｓ， ＦＰＮ），
将 ＦＰＮ 作为多尺度目标特征提取器，融合进 ｆａｓｔｅｒ
Ｒ⁃ＣＮＮ 中，实现了对多尺度目标尤其是小目标的有

效检测。 因此，本文首次将 ＦＰＮ 与 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 融

合的算法应用到 ＳＡＲ 图像舰船小目标检测中，以提

高对舰船小目标的检测准确率。

如图 ３ 所示，ＦＰＮ 是为了自然地利用 ＣＮＮ 层级

特征的金字塔形式，同时生成在所有尺度上都具有

强语义信息的特征金字塔。 所以 ＦＰＮ 的结构设计

了 ｔｏｐ⁃ｄｏｗｎ 结构和横向连接，以此融合具有高分辨

率的浅层 ｌａｙｅｒ 和具有丰富语义信息的深层 ｌａｙｅｒ。
这样就实现了从单尺度的单张输入图像，快速构建

在所有尺度上都具有强语义信息的特征金字塔，同
时不产生明显的代价。

图 ３　 ＦＰＮ 网络结构

２．２．４　 损失函数设置

由于 ＲＰＮ 网络和目标检测网络都有位置回归

和分类两部分，因此本文设计的目标检测模型训练

采用多任务学习的方式，总损失等于目标检测网络

损失 （Ｌｃ） 和ＲＰＮ网络损失（Ｌｐ） 两部分之和。 目标

检测网络损失函数的计算形式和 ＲＰＮ 网络一致，唯
一区别是候选窗口的个数不同，故在此不再赘述。

对于输入为Ｗ × Ｈ的一幅 ＳＡＲ 图像，经过 ＲＰＮ
区域建议网络共产生 Ｗ ／ １６ × Ｈ ／ １６ × ９ 个 ａｎｃｈｏｒ。
记每个 ａｎｃｈｏｒ 变换到真值窗口位置变换参数和概

率值为 ｇｉ：［ｄｘｇ
ｉ ，ｄｙｇ

ｉ ，ｄｗｇ
ｉ ，ｄｈｇ

ｉ ，ｓｇｉ ］。 若 １ 张图中共有

Ｔ 个标注目标窗口，并且位置分别为 ｌ ｊ： ［ｘｌ
ｊ，ｙｌ

ｊ，ｗ ｌ
ｊ，

ｈｌ
ｊ］，ｊ ∈ ｛１，２，…，Ｔ｝ ｌ ｊ：［ｘｌ

ｊ，ｙｌ
ｊ，ｗ ｌ

ｊ，ｈｌ
ｊ］，ｊ ∈ ｛１，２，…，

Ｔ｝，则由标注目标窗口得到的每个 ａｎｃｈｏｒ 的 ｇｉ 值计

算公式如（１） 式和（２） 式所示。

ｓｇｉ ＝
１， ｉｆ ∃ｊ， ＩＯＵ（ａｉ，ｌ ｊ） ＞ ０．７
０， ｏｔｈｅｒｗｉｓｅ{ （１）

ｄｘｇ
ｉ ＝

（ｘｌ
ｉ － ｘａ

ｉ ）
ｗａ

ｉ

ｄｙｇ
ｉ ＝

（ｙｌ
ｉ － ｙａ

ｉ ）
ｈａ
ｉ

ｄｗｇ
ｉ ＝ ｌｎ

ｗ ｌ
ｊ

ｗａ
ｉ

æ

è
ç

ö

ø
÷

ｄｈｇ
ｉ ＝ ｌｎ

ｈｌ
ｊ

ｈａ
ｉ

æ

è
ç

ö

ø
÷

ì

î

í

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ï
ï

（２）

式中， ｄｘｇ
ｉ 和 ｄｙｇ

ｉ 表示相对于标注目标窗口尺度不变
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的平移量，ｄｗｇ
ｉ 和 ｄｈｇ

ｉ 表示相对于标注目标窗口的宽

和高。
对 ＲＰＮ 网络生成的每个 ａｎｃｈｏｒ 的位置变换参

数 ｐｉ：［ｄｘｐ
ｉ ，ｄｙｐ

ｉ ，ｄｗｐ
ｉ ，ｄｈｐ

ｉ ，ｓｐｉ ］ 和位置变换参数真值

ｇｉ：［ｄｘｇ
ｉ ，ｄｙｇ

ｉ ，ｄｗｇ
ｉ ，ｄｈｇ

ｉ ，ｓｇｉ ］，训练误差采用平滑 Ｌ１ 范

数损失，分类误差选择交叉熵损失，则 ＲＰＮ 网络的

损失 Ｌｐ 如（３）式所示。

Ｌｐ ＝
１
Ｎｃｌｓ

∑
９×Ｗ１６×

Ｈ
１６

ｉ ＝ １
Ｌｃｉ
ｐ ＋ λ １

Ｎｒｅｇ
∑

９×Ｗ１６×
Ｈ
１６

ｉ ＝ １
ｓｇｉ Ｌｒｉ

ｐ （３）

式中， Ｌｃｉ
ｐ 表示第 ｉ个 ａｎｃｈｏｒ 的分类损失，Ｌｒｉ

ｐ 表示第 ｉ
个 ａｎｃｈｏｒ 的位置回归损失，Ｎｃｌｓ 表示输入样本个数，
Ｎｒｅｇ 表示所有 ａｎｃｈｏｒ 个数，λ 表示平衡因子，用于控

制 Ｌｃｉ
ｐ 和 Ｌｒｉ

ｐ 的比重。

３　 仿真实验与分析

３．１　 实验环境

为验证本文提出的基于深度学习神经网络的目

标检测模型针对 ＳＡＲ 图像水面小目标自动检测的

准确性和可行性，在深度学习开源库 Ｃａｆｆｅ 环境中实

现深度卷积神经网络目标检测模型。 实验的工作站

采用 ６４ 位 Ｕｂｕｎｔｕ １６．０４ 操作系统，处理器为 Ｉｎｔｅｌ
Ｘｅｏｎ（Ｒ） ＣＰＵ，型号为 Ｅ５⁃１６２０ ｖ２ ＠ ３．７０ ＧＨｚ，内
存大小为 １６ ＧＢ，独立显卡型号为 Ｎｖｉｄｉａ Ｑｕａｄｒｏ
Ｋ２２００ ／ ４ＧＢ。
３．２　 ＳＡＲ 舰船数据集

目前还未有大规模完善的 ＳＡＲ 图像舰船目标

标准数据集可供使用，这对面向 ＳＡＲ 舰船目标检测

的深度神经网络模型训练带来了较大的困难。 为了

保证实验顺利进行，本文自行收集并建立了 ＳＡＲ 图

像舰船目标数据集。 本文所采集的数据集为欧空局

（Ｅｕｒｏｐｅａｎ Ｓｐａｃｅ Ａｇｅｎｃｙ，ＥＳＡ）官网提供的 Ｓｅｎｔｉｎｅｌ⁃
１ 对地观测卫星所拍摄的世界知名港口的 ＳＡＲ 卫星

图像，数据集共包含 ２１ 张原始 ＳＡＲ 图像，成像模式

为宽幅干涉模式（ ＩＷ），距离分辨率为 ５ ｍ，每张图

像尺寸为 ２６ ０１９×１６ ７０６。
由于原始图像尺寸过大，目标检测网络无法处

理分，因此，本文从每张原始 ＳＡＲ 图像中截取若干

张尺寸为 １ ０２２×７６１ 的子图像作为训练数据，并通

过翻转、平移等方式对图像数据进行扩充，最终得到

２ ４００ 张质量较好的子图像，每张子图像包含约 １ ～
２０ 个舰船目标不等，共 １１ ２４８ 个舰船目标。 对其中

２ ０００ 个舰船目标样本像素数进行统计表明，每个目

标的尺寸在 ４０ 像素到 ２６０ 像素之间，并使用图像标

注软件 ＬａｂｅｌＩｍｇ 对这些子图像中目标的坐标和类

别进行了标记。 训练图像中包含了尺寸不一的船

只，还包含岛屿、港口等干扰因素。
３．３　 实验结果分析

３．３．１　 训练设置

为了验证提出的小目标检测模型对 ＳＡＲ 舰船

目标检测的性能，本文进行了 ２ 组实验，第一组是不

对舰船目标按尺寸分类情况下的目标检测实验，第
二组是区分大船和小船类等不同类型的情况下的目

标检测实验。 其中，对舰船目标像素分布的统计表

明，约 ７０％的舰船目标像素小于 ８０，在实际场景中

舰船的尺寸约为 １２５ ｍ×１５ ｍ，因此，本文将小于 ８０
像素的目标划分为小船类，大于 ８０ 像素的目标划分

为大船类。
本文对数据集的划分方式为将 ７０％的图像划

分为训练集，共 １ ６８０ 张图像，７ ６４７ 个舰船目标，剩
下的 ３０％ 的图像划分为测试集，共 ７２０ 张图像，
３ ６０１个舰船目标。

目标检测模型训练采用端到端的方式，权值更

新方式采用自适应学习率的 Ａｄａｍ 方法，网络中共

享特征提取层的参数利用训练好的 ＣＮＮ 分类模型

中的特征提取层参数来初始化，训练模型的初始学

习率为 ０．００１，为了使网络逐步收敛，每隔 １ 万次迭

代将学习率衰减 １０ 倍，训练迭代次数为 ４ 万次。
３．３．２　 不分类情况下的实验结果与分析

１） ＳＡＲ 舰船目标检测模型上检测结果分析

为分析本文算法的检测效率和检测性能，分别

选取经典的双参数 ＣＦＡＲ 检测算法、基于局部 Ｋ 分

布的 ＣＦＡＲ 检测算法和原始 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 算法（ＺＦ⁃
Ｎｅｔ 网络）做比较。 本文采用划分好的测试集对训

练得到的 ＳＡＲ 舰船目标检测模型进行性能评估，。
测试集共有 ７２０ 张图像数据，共包括 ３ ６０１ 个舰船

目标。 对这些 ＳＡＲ 图像舰船目标的检测结果统计

如表 ２ 所示。
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表 ２　 测试集舰船目标检测结果

模型 Ｎ检测 Ｎ未检测 Ｎ虚警 精确率 ／ ％ 召回率 ／ ％ 单图检测时间 ／ ｓ

双参数 ＣＦＡＲ ２ ６１５ ９８６ ２４４ ９１．５ ７２．６ ２１．８３

局部 Ｋ⁃ＣＦＡＲ ２ ７９８ ８０３ ２２０ ９２．７ ７７．７ ３４．０５

原始 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ ２ ９５３ ６４８ ２０７ ９３．４ ８２．０ ０．１４

改进 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ ３ ３０２ ２９９ １４０ ９５．９ ９１．７ ０．１６

　 　 由表 ２ 可知，作为对比实验的 ３ 个检测算法虽

然正确检测到的舰船目标个数较多，精确率较高，但
是漏检目标要明显多于本文提出的算法，而本文提

出的改进 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 模型共正确检测到 ３ ３０２ 个

舰船目标，有 ２９９ 个目标未被检测到，召回率达到

９１．７％，检测效果良好，无论是精确率还是召回率均

比原始 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 模型要高，说明本文提出的改

进 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 模型对于舰船这类弱小目标具有良

好的检测效果。 此外，作为对比的双参数 ＣＦＡＲ 和

局部 Ｋ⁃ＣＦＡＲ 对单张图片的检测时间高达 ２０ ～ ３０ ｓ
左右，而本文提出的模型对单张图片的检测时间仅

为 ０．１６ ｓ，检测速度较传统的目标检测算法有了大

幅度提升。
２） ＳＡＲ 舰船目标检测模型泛化能力评估

为了验证提出的目标检测模型的泛化能力，本
文从欧空局官网又下载了另外一个港口的 Ｓｅｎｔｉｎｅｌ
ＳＡＲ 图像，并截取了 ２ 张子图像进行了测试，测试结

果如图 ４ 所示。 由图 ４ 左图可知，该图共 ５ 个目标，
共检测出 ３ 个，另外 ２ 个未检测出的原因是一个目

标过小，一个是舰船拖尾痕迹严重，导致模型无法判

断；图 ４ 右图共 ７ 个目标，共检测出 ６ 个，另外一个

未检测出的原因是目标过小。 因此我们可以推测，

当目标过小或者目标质量不高均有可能导致无法

检测。

图 ４　 ＳＡＲ 舰船目标检测模型测试图像（不分类）

３．３．３　 分大船小船类情况下的实验结果分析

１） ＳＡＲ 舰船目标检测模型上检测结果分析

本组实验仍使用上一个实验的数据集，不同之

处是对数据集进行了重新标注，把 ＳＡＲ 图像数据中

的舰船目标分成了大船和小船 ２ 类。 经统计，数据

集中共 １１ ２４８ 个舰船目标，标注的大船为 ４ １５６ 个，
小船为 ２ １９２ 个。 其测试集中共 ３ ６０１ 个舰船目标，
大船为 １ ４０５ 个，小船为 ２ １９６ 个。 对 ＳＡＲ 舰船目

标检测模型了新训练，改进得到的 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 模

型和原始模型（ＺＦ⁃Ｎｅｔ 网络）在测试集上的检测结

果如表 ３ 所示。
表 ３　 测试集大小船目标检测结果

模型 类别 Ｎ检测 Ｎ未检测 准确率 ／ ％ 平均准确率 ／ ％ 单图检测时间 ／ ｓ

原始 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ
大船 １ １１４ ２９１ ７９．３

小船 １ ６７３ ５２３ ７６．２
７７．８ ０．１４

改进 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ
大船 １ ２８８ １１７ ９１．７

小船 ２ ０３６ １６０ ９２．７
９２．２ ０．１６

　 　 对舰船目标分类之后训练得到的改进 ｆａｓｔｅｒ Ｒ⁃
ＣＮＮ 模型能正确检测并分类出 １ ４０５ 个大船中目标

的 １ ２８８ 个，检测率为 ９１．７％，能正确检测并分类出

２ １９６ 个小船目标中的 ２ ０３６ 个，准确率为 ９２．７％，

总体平均检测准确率为 ９２．２％，对于分类的舰船小

目标检测效果明显比原始 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 模型要好。
２） ＳＡＲ 舰船目标检测模型泛化能力评估

对分类之后训练得到的模型也同样进行了泛化
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能力评估。 首先从未在数据集出现的其他港口的

ＳＡＲ 图像中截取 ４ 张子图像进行了测试，测试结果

如图 ５ 所示，框上方标注 ＭＣ 的代表误分类的目标，
标注了 ＦＮ 的代表漏检目标，标注了 ＦＰ 的代表误检

目标，其余框中的代表模型正确检测到的目标。 ４
张测试图像共包含 ２９ 个舰船目标（１３ 大 １６ 小），模
型共正确检测并分类识别出 ２７ 个目标。 右上图像

中漏检了 １ 个小船目标，经分析是因为尺寸过小模

型无法识别，左下图误将大船目标分类为小船，是因

为该目标尺寸介于大船和小船之间，右下误将小岛

图 ５　 ＳＡＲ 舰船目标检测模型测试图像（分大小船）

检测为小船目标，因小岛和小船特征轮廓较为相似。
可以看出，本文设计的目标检测模型在分类情况下

基本能准确地检测并识别出不同尺寸的船只，具有

较强的泛化能力。

４　 结　 论

本文针对 ＳＡＲ 图像舰船目标尺度较小、干扰因

素较多、现有目标检测模型无法直接检测等问题，提
出了一种改进的基于 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 的 ＳＡＲ 图像舰

船小目标检测模型。 基于深度学习技术设计并训练

了专门用于识别舰船这类弱小目标的 ＣＮＮ 模型，并
将训练好的 ＣＮＮ 模型对目标检测模型进行参数初

始化，最终得到训练后的目标检测模型。 仿真实验

结果表明，本文提出的改进的 ｆａｓｔｅｒ Ｒ⁃ＣＮＮ 目标检

测模型对于舰船这类弱小目标具有较强的检测识别

性能，所设计的 ＳＡＲ 舰船小目标分类模型能正确识

别并提取出不同尺寸船只的特征，具有较好的变尺

度识别能力，同时能抵抗住岛屿、港口能诸多干扰因

素并正确检测到舰船目标，在工程应用上具有一定

的参考价值。
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