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摘　 要：针对目标类语义属性描述的局限性，提出一种基于自适应加权融合特征的零样本图像分类算

法。 首先，随机初始化融合权重，利用神经网络融合文本的语义词向量特征和语义属性；然后，利用粒

子群算法优化特征融合的权重；最后，把加权融合的特征作为零样本图像分类的迁移知识。 实验结果

表明，基于自适应加权融合的零样本图像分类算法在动物属性数据集（ＡＷＡ）上测试的准确率达到

８８．９％，验证了该方法的有效性。 同时与融合特征算法相比，亦提高了零样本图像分类模型的稳定性。
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　 　 零样本学习［１］把语义属性、语义词向量和文本

描述作为已知类别和未知类别间的迁移指示，以减

少对类别标签的依赖，提高分类模型的泛化能力，已
成为机器学习领域中研究热点之一。 文献［２］利用

属性建立直接属性预测模型（ｄｉｒｅｃｔ ａｔｔｒｉｂｕｔｅ ｐｒｅｄｉｃ⁃
ｔｉｏｎ，ＤＡＰ） 和间接属性预测模型 （ ｉｎｄｉｒｅｃｔ ａｔｔｒｉｂｕｔｅ
ｐｒｅｄｉｃｔｉｏｎ，ＩＡＰ）。 为解决 ＤＡＰ 和 ＩＡＰ 模型的领域

偏移问题，文献 ［ ３］ 引入了属性稀疏表示方法

（ＲＫＴ）。 但 ＲＫＴ 需要假设属性数据库的标注信息

完全正确。 文献［４］利用属性低秩表示进行改进，
使其更适用于实际应用。 针对训练数据与测试数据

间的差异性，文献［５］提出自适应样例属性算法，同
时引入了区分性样例属性算法。 文献［６］从属性和

类别的关系、相对属性的关联性和多任务学习的策

略等方面进行优化。 针对具有类似属性的类别不容

易被区分的问题，文献［７］把编码的底层特征作为

辅助语义属性，从而识别相似属性的未知类别。 属

性具有良好的解释性，但大规模数据的标注具有困

难。 因此文献［８］提出把无监督学习的语义向量作

为迁移知识。 视觉空间到语义知识空间的映射容易

出现领域漂移，因此文献［９］提出基于双视觉－语义

映射路径的零样本分类方法，利用语义空间流形的

内在联系对视觉－语义的映射路径进行优化。 同时

文献［１０］提出基于语义自编码的零样本分类模型，
解决了领域漂移问题。 针对 Ｈｕｂｎｅｓｓ 问题，文献

［１１］提出将图像特征空间作为公共的映射空间，同
时结合卷积神经网络和循环神经网络，构建了端到

端的深度零样本学习模型。
以上方法均针对属性学习和视觉到语义间映射

函数方面进行优化，以提高属性分类器的精度。 但

很少考虑单一辅助知识对目标类别描述的局限性。
本文利用粒子群优化算法学习用于零样本图像的融

合特征权重，以提高语义空间的差异性，增强辅助知

识的鲁棒性。

１　 系统模型定义

自适应加权融合特征的零样本图像分类的框架

如图 １ 所示。 首先随机初始化特征融合的权重 ｗ１

和 ｗ２，利用神经网络对类别标签的语义属性特征和

语义文本特征进行融合；然后，经过一层全连接网络

映射到图像的视觉空间；最后，利用粒子群算法初始

的特征权重 ｗ１ 和 ｗ２ 进行优化。 将测试样本的语义

属性和语义词向量映射到图像视觉空间，采用欧式

距离度量图像的视觉特征和映射后的语义特征间的
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相似度。

图 １　 自适应加权融合特征的零样本图像分类模型示意图

零样本图像分类模型可定义为：假设含 Ｎ 个训

练样本的数据集Ｄｔｒ（ Ｉｉ，ｓｕｉ ，ｔｕｉ ），其中 ｔｕｉ ∈Ｔ ｔｒ 是第 ｉ个
训练图片的第 ｕ 个训练类标签，Ｉｉ 是第 ｉ 个训练图

片，ｓｕｉ ∈ ＲＬ×１ 表示对应图片的 Ｌ 维语义特征向量。
零样本学习的目的是给定测试图片 Ｉ ｊ，能够估计其

类别标签 ｔｖｊ ∈ Ｔ ｔｅ，其中 ｔｖｊ 是第 ｊ个图片的第 ｖ个测试

类标签，需满足 Ｔ ｔｒ ∩ Ｔ ｔｅ ＝ Ø，即训练类（已知类） 和

测试类（未知类） 无交集。 作为语义类原型，每个类

标签 ｔｕ 和 ｔｖ 应与对应的语义空间表示 ｓｕ 和 ｓｖ 保持

一致。

２　 自适应加权融合特征的零样本图像
分类

２．１　 语义融合特征的构建

假设融合模型的输入是语义属性特征 Ａ ＝ （ａ１，
ａ２，…，ａｐ），ｐ 表示属性向量的维数，Ｗ ＝ （ｂ１，ｂ２，…，

ｂｑ） 表示输入的语义词向量特征。 结合浅层神经网

络可以分为输入层融合、 全连接层融合和得分

融合。
图 ２ 给出了前特征融合方法，即输入层的特征

融合。 首先分别对输入的语义属性特征Ａ和语义词

向量特征 Ｗ 进行归一化，然后将 ２ 个特征按照维度

的方向进行拼接，可以表示为

Ｆ ＝ Ａ ＋ Ｗ （１）
式中， Ｆ 每行的特征维度是 ｐ ＋ ｑ，“ ＋” 表示特征串

联。 假设全连接层 ＦＣ１和 ＦＣ２的初始化权重分别为

ｗ（１）
１ 和 ｗ（２）

１ ，此时得到的模型输出为

Ｖ′ ＝ ｆ２（Ｗ（２）
１ ｆ２（Ｗ（１）

１ ·Ｆ）） （２）
式中， ｆ２（·） 表示激活函数 Ｒｅｌｕ。 假设期望的输出

是 Ｖ ，那么融合模型的目标函数可以定义为

Ｅ ＝ １
ｎ∑

ｎ

ｔ ＝ １
（‖Ｖ′ｔ － Ｖｔ‖２ （３）

　 　 与 ＢＰ 神经网络一样，根据链式法则求解目标

函数的偏导，则有

∇Ｅ ＝ ２
ｎ
（（Ｖ′１ － Ｖ１），…，（Ｖ′ｎ － Ｖｎ）） （４）

　 　 最后根据梯度下降算法更新权重值。
图 ３ 给出了后特征融合方法，即利用最后一个

全连接层进行融合。 与前特征融合不同，利用神经

网络进行后特征融合时，不需要对 Ａ 和 Ｗ 进行归一

化。 第一层的神经网络不共享，经过共享的全连接

层 ＦＣ３ 得到输出，此时的损失函数可以表示为

Ｅ ＝ １
ｎ∑

ｎ

ｔ ＝ １
（‖ｆ２（Ｗ（２）

３ ｆ２（Ｗ（１）
１ ·Ａ ＋

　 　 Ｗ（１）
２ ·Ｗ）） － Ｖｔ‖２） （５）

　 　 　 　 　 图 ２　 前特征融合模型　 　 　 　 　 　 　 图 ３　 后特征融合模型 图 ４　 得分融合模型

式中， Ｗ（１）
１ ，Ｗ（１）

２ 和 Ｗ（２）
３ 分别表示全连接层 ＦＣ１， ＦＣ２ 和 ＦＣ３ 的初始化权重， “ ＋” 表示对应元素求

·２７２１·
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和。 模型参数的更新法则同前特征融合。
图 ４给出了得分融合特征的方法。 输入 Ａ和Ｗ

分别经过 ２ 层非共享的全连接层，得到了 ２ 个损失

函数，然后对其进行融合，所以得分融合模型的损失

函数表示为

Ｅ ＝ １
ｎ∑

ｎ

ｔ ＝ １
（‖ｆ２（Ｗ（２）

１ ｆ２（Ｗ（１）
１ ·Ａ）） － Ｖｔ‖２ ＋

　 ‖ｆ２（Ｗ（２）
２ ｆ２（Ｗ（１）

２ ·Ｗ）） － Ｖ‖２） （６）
式中， Ｗ（１）

１ ，Ｗ（１）
２ ，Ｗ（２）

１ 和 Ｗ（２）
２ 分别表示全连接层

ＦＣ１，ＦＣ３，ＦＣ２ 和 ＦＣ４。 在实际的融合模型训练时，
为了避免模型出现过拟合，在损失函数中需要增添

对每层权重参数的 Ｌ２ 正则项。
２．２　 ＰＳＯ 自适应权重学习改进的特征融合算法

后特征融合的零样本图像分类模型的融合权重

缺乏普适性，因此引入粒子群优化算法确定分类模

型的融合权重。 首先随机初始化特征融合的权重

ｗ１ 和 ｗ２，以后特征融合为例，融合模型的输出为

Ｃ ＝ ｆ２（Ｗ（２）
３ （ ｆ２（ｗ１·Ｗ（１）

１ ·Ａ ＋ ｗ２·Ｗ（１）
２ ·Ｗ）））

（７）
　 　 此时，模型的目标函数可以定义为

Ｊ（Ｗ（１）
１ ，Ｗ（２）

１ ，Ｗ（２）
３ ） ＝ １

Ｎ∑
Ｎ

ｉ ＝ １
‖ϕ（ Ｉｉ） － Ｃ‖２ ＋

　 λ（‖Ｗ（１）
１ ‖２ ＋ ‖Ｗ（１）

２ ‖２ ＋ ‖Ｗ（２）
３ ‖２） （８）

式中， ϕ（ Ｉｉ） 表示对图像 Ｉｉ 提取的图像特征，Ｎ 表示

样本数量。 利用梯度下降法不断地更新权重参数，
当模型的损失函数收敛至稳定值，停止融合模型的

训练，然后利用 ＰＳＯ 算法学习特征融合权重。
假设群里由 ｍ 个粒子组成，每个粒子的位置对

应问题的解。 因为要对 ｗ１ 和 ｗ２ 的最优值进行学

习，那么每个粒子要在二维搜索空间中以特定的速

度更新位置。 每次更新时，所有群体的最优位置

ｇｂｅｓｔ 和个体的历史最优位置 ｐｂｅｓｔ 也需要不断更

新。 ｐｂｅｓｔ 表示个体在所经历位置中适应度值最优

的位置，ｇｂｅｓｔ 表示种群中全部粒子学习到的适应度

值最优的位置。
考虑自己历史搜索的最好位置和群体内其他粒

子的最优位置。 对粒子群中的每个粒子分别使用

ｘｉ（ｘｉ１，ｘｉ２），ｐｉ ＝ （ｐｉ１，ｐｉ２） 和 ｖｉ ＝ （ｖｉ１，ｖｉ２） 表示第 ｉ个
粒子的目前位置、历史最优位置以及更新速度，其中

ｉ ＝ １，２，…，ｍ，令 ｐｉ１ ＝ ｗ１ 和 ｐｉ２ ＝ ｗ２。 算法在每次迭

代时，当前位置 ｘｉ 作为新的特征权重，设计适应函数

对模型进行评估。 在该模型中以分类的准确率作为

ＰＳＯ的适应度函数。 假如当前位置的适应度值比历

史最优位置 ｐｉ ＝ （ｐｉ１，ｐｉ２） 的高，就将第 ｉ个粒子的历

史最优的位置替换成当前位置。 最后可以得到整个

粒子群适应度值的最优位置 ｐｇ ＝ （ｐｇ１，ｐｇ２），即可得

到优化后的权重（ｗ′１，ｗ′２）。 设置最大迭代次数，当
算法迭代至最大值时，停止位置更新。

针对第 ｉ个粒子的速度和位置，第 ｄ 维的更新规

则如下所示

ｖｉｄ ＝ ｎ·ｖｉｄ ＋ ｃ１·ｒａｎｄ（）·（ｐｉｄ － ｘｉｄ） ＋
　 ｃ２·ｒａｎｄ（）·（ｐｇｄ － ｘｉｄ） （９）
ｘｉｄ ＝ ｘｉｄ ＋ ｖｉｄ （１０）

式中， ｎ 是指惯性权重，确定粒子之前速度对目前速

度的影响程度，以权衡算法的局部搜索和全局搜索

能力。 ｃ１ 和 ｃ２ 表示学习因子，使粒子具有向群体内

最优个体学习和自我总结的能力。 与惯性权重相

似，学习因子也可以起到全局搜索和局部搜索的平

衡作用，与惯性权重相反，学习因子越大，算法越容

易收敛。 通常 ｃ１ 和 ｃ２ 是 ２个非负值，一般的，取 ｃ１ ＝
ｃ２ ＝ ２。 ｒａｎｄ（） 是指在［０，１］ 范围间取值的随机函

数。 因而 ＰＳＯ 加权学习的特征融合算法流程如下：
１） 初始化

在二维权重的解空间中随机产生粒子的位置和

速度，且设置粒子当前最优位置为 ｗ１ 和 ｗ２。
２） 设计适应度函数

假设输入总样本个数 Ｎ，其中有 ｎ 个样本被分

类正确，那么适应度函数定义为

Ｆ ＝ ｎ
Ｎ

（１１）

　 　 ３） 更新最优位置

（１） 计算粒子的适用度函数值，若高于当前个

体的最优值 ｐｂｅｓｔ，将当前的粒子位置作为该个体新

的 ｐｂｅｓｔ 位置。
（２） 比较粒子的适用度函数值和群体全体最优

位置 ｇｂｅｓｔ，假如当前粒子的位置优于 ｇｂｅｓｔ，将当前

粒子位置设置为 ｇｂｅｓｔ 位置。
４） 更新粒子

利用（９）式和（１０）式更新粒子的速度及位置。
５） 停止条件

如果不满足终止条件，循环执行第 ２）至 ３）的

步骤，否则当循环至最大迭代次数时终止更新。
在零样本图像分类推断阶段的语义联合嵌入空

间中，利用欧式距离计算测试样本与所有语义特征

的相似度，再为测试样本分配与之距离最近的类别

标签。 结合学习的特征融合的权重 ｗ′１ 和 ｗ′２，自适

·３７２１·
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应加权融合特征的零样本学习可以表示为

Ｃｖ ＝ ｆ２（Ｗ２
３（ ｆ２（ｗ′１∗Ｗ（１）

１ ·Ａｖ ＋ ｗ′２∗Ｗ（２）
１ ·Ｗｖ）））

（１２）
Ｄｉｓｔ（ Ｉ ｊ，Ｃｖ） ＝ ‖ϕ（ Ｉ ｊ） － Ｃｖ‖２ （１３）
式中， ϕ（ Ｉ ｊ） 表示在语义联合嵌入空间中第 ｊ个测试

样本的图像视觉特征，Ａｖ 和Ｗｖ 分别表示第 ｖ个类别

标签的语义属性向量和语义词向量特征，Ｃｖ 表示融

合后的特征。 对测试样本的分类可以表示为

ｊ ＝ ａｒｇｍｉｎ
ｖ

Ｄｉｓｔ（ Ｉ ｊ，Ｃｖ） （１４）

　 　 当测试样本 Ｉ ｊ 和Ｃｖ 取最小距离时的 ｖ即为测试

样本 Ｉ ｊ 的类别标签。

３　 实验结果及分析

３．１　 实验数据集及设置

为了验证基于自适应加权融合的零样本图像算

法的有效性，同时，为了与基于融合特征的零样本图

像分类算法进行对比，本文的实验数据集选择动物

属性数据集（ ａｎｉｍａｌｓ ｗｉｔｈ ａｔｔｒｉｂｕｔｅｓ，ＡＷＡ） ［１１］。 数

据集 ＡＷＡ 包括 ５０ 个类别，总计 ３０ ４７５ 张图像。 对

于每个类别，数据集提供了 ８５ 维的属性特征，选择

４０ 个类别作为训练类别，１０ 个类别作为测试样本。
采用 Ｇｏｏｇｌｅｎｅｔ 模型提取输入图像的特征。 此外，利
用 Ｗｏｒｄ２ｖｅｃ 在维基百科语料库中训练 ｓｋｉｐ⁃ｇｒａｍ 模

型，提取对应每个类别标签 １ ０００ 维的语义词向量。
在自适应加权融合的零样本图像分类算法中，

ＰＳＯ 算法中初始化种群数量 Ｎ 和最大迭代次数分

别设置为 ２０，同时 ＰＳＯ 算法中惯性权重 ｎ、学习因

子 ｃ１ 和 ｃ２ 通过交叉验证来确定，最后设置 ｎ ＝ ０．５，
ｃ１ ＝ ｃ２ ＝ １１。
３．２　 融合特征的零样本图像分类实验

为了验证特征融合方法的有效性，分别把前特

征融合、后特征融合和得分融合的特征用于零样本

图像分类。 表 １ 给出了利用不同方法构建的融合特

征在零样本图像分类中的识别准确率，可以得出：利
用后特征融合模型的准确率最高，与前特征融合和

得分融合相比，分别提高了 ４％和 １３％。
表 １　 特征融合的零样本图像分类准确率 ％

方法 准确率

前特征融合 ８４．５
后特征融合 ８７．７
得分融合 ７４．７

图 ５　 得分融合和后特征融合模型识别准确率的变化曲线

图 ５ 给出了得分融合和后特征融合的零样本图

像分类的准确率与迭代次数变化的关系。 在准确率

上升的阶段，当迭代次数相同时，后特征融合模型的

准确率高于得分特征融合。 实验结果表明，在得分

阶段进行融合会降低模型的学习能力，得分融合模

型的损失函数不利于模型的收敛。
从图 ６ 可以看出，在 ５ ０００ 次迭代之前，前特征

融合模型收敛的更快，但是在 ５ ０００ 次之后，后特征

融合模型的准确率高于前特征融合模型。 同时，前
特征融合的准确率开始下降，表明模型出现了过拟

合。 说明特征融合的数据预处理能够加快模型的收

敛，但是经过神经网络不断的学习，容易出现过

拟合。

图 ６　 前特征和后特征融合准确率变化曲线

在零样本图像分类中，后特征融合模型取得了

更显著的效果。 这是由于在后特征融合中，第一层

的神经网络能够自动学习参数，减少了特征归一化
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的干预，利用第二层神经网络可以共享特征间的信

息，能有效减少多个损失函数的干扰。
由于后特征融合的有效性，零样本图像分类算

法使用了该方法融合语义属性特征和语义词向量特

征。 表 ２ 给出了后特征融合的零样本图像分类算法

（ｚｅｒｏ⁃ｓｈｏｔ ｌｅａｒｎｉｎｇ ｂａｓｅｄ ｏｎ ｔｈｅ ｆｕｓｉｏｎ ｆｅａｔｕｒｅ， ＦＦ⁃
ＺＳＬ）在数据集 ＡＷＡ 的识别准确率，并与传统算法

进行对比，主要包括 ＤｅＶＩＳＥ［１２］，Ｓｏｃｈｅｒ ［８］和 ＭＴＭ⁃
ＤＬ［１３］。 从表中可以得出，融合特征比语义属性特

征的分类精度高出了约 ３％，而比语义词向量特征

方法提高了 １０％。
表 ２　 融合特征的零样本图像分类准确率 ％

模型 语义属性特征 语义词向量特征

ＤｅＶＩＳＥ［１２］ ５６．７ ５０．４
Ｓｏｃｈｅｒ［８］ ６０．８ ５０．３

ＭＴＭＤＬ［１３］ ６３．７ ５５．３
Ｊｉｍｍｙ Ｂａ［１４］ ６９．３ ５８．７
ＤＥＭＺＳＬ［１１］ ８４．４ ７７．７
ＦＦ⁃ＺＳＬ［１１］ ８７．７

图 ７　 分类准确率和迭代次数间的关系曲线

图 ７ 分别给出了不同辅助知识的分类准确率与

训练迭代次数之间的关系曲线。 从图 ７ａ）可以得

出，融合特征加快了零样本图像分类模型的收敛效

率，并且语义词向量的零样本图像分类模型的准确

率趋于平稳时，前者的精度仍有上升的趋势。 因此，
通过特征的融合可以提高语义知识的区分性，增强

语义知识的丰富性。
相较于图 ７ａ） ～７ｂ）语义属性作为公共知识时，

准确率出现了波动，收敛的速度也较慢。 可见，融合

特征的方法结合了语义词向量的快速收敛和语义属

性的精确描述等优势。
３．３　 自适应加权特征融合的零样本图像分类实验

后特征融合的零样本图像分类自适应加权融合

特征的零样本图像分类算法 （ ｚｅｒｏ⁃ｓｈｏｔ ｌｅａｒｎｉｎｇ
ｂａｓｅｄ ｏｎ ａｄａｐｔｉｖｅ ｗｅｉｇｈｔｅｄ ｆｕｓｉｏｎ ｆｅａｔｕｒｅ，ＡＷＦＦ⁃ＺＳＬ）
需要 ＰＳＯ 算法自适应学习特征融合的权重。 图 ８
给出了 ＰＳＯ 在学习特征融合权重的过程中，最优个

体适应度值随迭代次数变化的曲线。

图 ８　 最优个体适应度值和迭代次数关系曲线

从图 ８ 中可得出，随着每代个体位置的更新，最
优个体的适应度值也不断的进化。 当迭代至第 ７ 代

左右，可获取全局最优的位置。
表 ３　 自适应加权融合特征零样本图像分类准确率 ％

模型 语义属性特征 语义词向量特征

ＤｅＶＩＳＥ［１２］ ５６．７ ５０．４
Ｓｏｃｈｅｒ［８］ ６０．８ ５０．３

ＭＴＭＤＬ［１３］ ６３．７ ５５．３
Ｊｉｍｍｙ Ｂａ［１４］ ６９．３ ５８．７
ＤＥＭＺＳＬ［１１］ ８４．４ ７７．７
ＦＦ⁃ＺＳＬ［１１］ ８７．７
ＡＷＦＦ⁃ＺＳＬ ８８．９
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表 ３ 给出了自适应加权融合特征的零样本图像

分类模型的准确率，并与 ＤｅＶＩＳＥ［１２］、Ｓｏｃｈｅｒ［８］、ＭＴ⁃
ＭＤＬ［１３］、Ｊｉｍｍｙ Ｂａ［１４］ 和 ＤＥＭＺＳＬ［１１］ 进行了比较。
可以得出，在融合特征的基础上，利用 ＰＳＯ 学习的

加权融合特征，使模型的准确率提高了 １．２％。 说明

了加权融合的特征比融合特征的语义空间更具差

别性。

图 ９　 ＡＷＦＦ⁃ＺＳＬ 与 ＦＦ⁃ＺＳＬ 算法准确率稳定性对比

　 　 为避免 ＡＷＦＦ⁃ＺＳＬ 的随机性，分别对 ＡＷＦＦ⁃
ＺＳＬ 和 ＦＦ⁃ＺＳＬ 算法进行多次实验，最后取平均值作

为最终的分类精度。 图 ９ 给出的 １０ 次随机实验分

类准确率表明：自适应加权融合特征 ＡＷＦＦ⁃ＺＳＬ 算

法的准确率要高于融合特征 ＦＦ⁃ＺＳＬ 算法。 可见，引
入 ＰＳＯ 算法自适应优化特征融合权重的方法，有效

提高了融合特征的鲁棒性。

４　 结　 论

本文提出一种粒子群优化融合特征的零样本图

像分类算法。 该方法首先对语义属性和语义词向量

特征进行融合，同时引入粒子群优化方法学习融合

特征的权重，提高模型的稳定性。 基于 ＡＷＡ 数据

集测试实验，本文所提 ＡＷＦＦ⁃ＺＳＬ 算法的分类准确

率达到 ８８．９％，相较于 ＦＦ⁃ＺＳＬ 算法提高了 １．２％，从
而验证了该方法的有效性。 同时，多次实验结果对

比表明该方法具有较强的鲁棒性。
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