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摘　 要：基于深度特征的目标跟踪网络凭借其对目标视觉特征强大的表征能力获得了令人印象深刻

的表现。 然而，在一些复杂的跟踪场景中常常涉及目标物体快速运动、光线变化、旋转等，仅仅依赖深

度视觉特征难以准确地表征目标物体。 针对以上问题，提出了一种基于融合特征的视频单目标跟踪

网络。 该网络结合了 ２ 种深度学习模型：卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）和长短期

记忆网络（ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ）。 首先，运用长短期记忆网络提取目标基于时间序列的动态

特征，产生当前时刻的目标状态，由此获得准确的预处理目标框；然后基于产生的预处理目标框，使用

卷积神经网络提取目标的深度卷积特征，确定目标位置；在跟踪过程中，通过采集成功跟踪时目标样

本，对网络参数进行短期和长期更新，以增强网络的适应性。 对比实验结果表明，所提出的方法在目

标运动过程中被部分遮挡、运动模糊、快速运动情况下具有优异的跟踪表现和鲁棒性。
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　 　 近些年来，随着计算机技术的快速发展，视觉目

标跟踪逐渐成为基于连续图像的目标识别和检测的

高级应用之一。 它被广泛应用在无人驾驶、视频监

控、机器人视觉等领域［１⁃３］。 而在目标跟踪场景中

经常涉及到部分遮挡、背景干扰、旋转、光线变化、形
变等情况。

针对以上问题，一些目标跟踪算法被相继提出，
根据跟踪过程中有无检测参与，这些算法可分为生

成式和判别式。 前者基于模板匹配的思想，首先对

目标进行建模，在之后的视频帧中使用目标模型搜

索相似度最高的区域来确定目标的位置。 在这一类

算法中，针对目标被短时遮挡导致失跟的问题，
Ｐｅｒｅｚ 等［４］提出了基于颜色特征的概率跟踪算法；该
算法使用 ＨＳＶ（ｈｕｅ⁃ｓａｔｕｒａｔｉｏｎ⁃ｖａｌｕｅ）颜色直方图建

立目标模型，通过粒子滤波器（ｐａｒｔｉｃｌｅ ｆｉｌｔｅｒ，ＰＦ）从
后验概率中抽取随机状态粒子来表达目标位置的概

率分布情况，减小了搜索范围，同时增强了网络对环

境光线变化的处理能力。 Ｗａｎｇ 等［５］ 使用 Ｃａｍｓｈｉｆｔ
算法对粒子滤波器进行优化，提高了算法在位置和

尺度空间上的采样效率。 李冠彬等［６］ 结合颜色直

方图和局部二元模式（ ｌｏｃａｌ ｂｉｎａｒｙ ｐａｔｔｅｒｎ，ＬＢＰ）的

纹理特征表征目标物体，采用均值漂移（ｍｅａｎｓｈｉｆｔ，
ＭＳ）算法逐步迭代目标各分块得到最佳跟踪位置，
该方法在目标被部分遮挡场景中有一定的鲁棒性。
虽然上述生成式方法能准确地刻画目标外观，但是

当画面分辨率低、目标剧烈形变、背景存在相似干扰

项时，常常发生目标漂移导致跟踪失败。 判别式方

法结合目标检测，将目标跟踪视为二分类问题，通过

训练集中的正负样本训练网络对视频中的目标和背

景进行区分，相比生成式方法能充分利用背景和目

标信息，更不易受到干扰。
在传统的判别式方法中，Ｈａｒｅ 等［７］使用了 Ｈａａｒ

特征和拥有结构化输出的支持向量机 （ ｓｕｐｐｏｒｔ
ｖｅｃｔｏｒ ｍａｃｈｉｎｅ，ＳＶＭ），提高了对目标和背景的分类

准确度，但由于使用单一特征，导致对背景中存在严

重干扰，目标尺度剧烈变化的情况缺乏鲁棒性。
Ｈｅｎｒｉｑｕｅｓ 等［８］提出基于核函数的相关滤波器方法；
通过目标物体周围的循环矩阵采集训练的正负样

本，使用多通道的方向梯度直方图特征（ｈｉｓｔｏｇｒａｍ ｏｆ
ｏｒｉｅｎｔｅｄ ｇｒａｄｉｅｎｔ， ＨＯＧ）进行表征，并结合岭回归算



第 ６ 期 张博言，等：基于动态模式和卷积特征的单目标跟踪算法

法训练目标检测网络，同时运用了傅里叶变换有效

降低计算复杂度，实现了实时的跟踪表现。 但其过

于依赖循环矩阵，导致对多尺度的目标跟踪表现并

不理 想。 Ｂａｂｅｎｋｏ 等［９］ 提 出 基 于 多 实 例 学 习

（ｍｕｌｔｉｐｌｅ ｉｎｓｔａｎｃｅ ｌｅａｒｎｉｎｇ，ＭＩＬ）的跟踪算法，根据

样本的 Ｈａａｒ 特征采样生成正负实例集，在线训练多

个弱分类器，经过加权组合生成强分类器对目标和

背景进行区分；该方法对部分遮挡和目标尺度变化

表现出较好的鲁棒性。
近几年来，深度学习方法在计算机视觉领域特

别是图像分类任务中展现出了优良的性能［１０］，一些

学者相继提出了基于深度特征和深度神经网络的目

标跟踪算法。 Ｄａｎｅｌｌｊａｎ 等［１１］ 使用物体的第一层卷

积深度特征代替 ＨＯＧ，并利用了主成分分析法

（ｐｒｉｎｃｉｐａｌ ｃｏｍｐｏｎｅｎｔ ａｎａｌｙｓｉｓ， ＰＣＡ）对目标的高维

特征进行降维，实验证明深度特征能准确地对目标

进行表征，实现了跟踪效果的极大提升。 在此之后，
Ｎａｍ 等［１２］提出了基于卷积神经网络（ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋ， ＣＮＮ）端到端的目标跟踪网络，该网

络通过在标注的视频序列上进行多域训练，获得对

物体深度卷积特征提取的能力；在测试阶段利用初

始帧和之后跟踪过程中采集到的目标深度特征进行

微调，提高了网络的鲁棒性和适应性；但是由于

ＣＮＮ 对类内语义目标不敏感，仅利用视觉特征表征

目标，因此导致存在类内干扰物和严重遮挡时网络

性能下降。 另一方面，上述传统方法对于当前时刻

目标位置的估计，均是基于上一时刻目标位置随机

生成候选目标框，并没有利用目标的动态信息和历

史轨迹，这导致在目标发生剧烈位移时，出现目标丢

失的情况。
针对以上问题，本文提出一种基于目标动态特

征和深度卷积特征的单目标跟踪网络。 首先使用长

短期记忆网络提取目标在时间序列上的动态特征，
获得当前时刻预处理目标框，该阶段未使用图像信

息，避免了图像中干扰因素对目标运动状态估计的

影响；随后基于生成的预处理目标框生成多个候选

框，对候选框中的图像信息使用卷积神经网络提取

目标的深度卷积特征，得到当前目标位置；跟踪过程

中，使用短期和长期更新 ２ 种方式对卷积网络进行

参数更新以提高网络对目标变化的适应性和环境中

多种干扰情况的鲁棒性；最后，将本文提出的方法与

一些代表性的跟踪方法进行了对比实验。

１　 长短期记忆网络

在传统的神经网络结构中，同一时间节点中不

同层之间的神经元相互连接，而前后时间节点之间

的神经元相互独立，因此难以处理基于时间序列数

据。 循环神经网络（ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＲＮＮ）
凭借其独特的跨时间序列神经元连接的结构特性，
有效地解决了上述问题，被应用于跨语种翻译、语音

识别中［１３⁃１４］。
跟踪任务中，视频数据具有时间序列特点，前后

视频帧之间目标的变化存在着紧密联系，因此利用

循环神经网络解决视频目标跟踪问题逐渐成为趋

势。 Ｃｕｉ 等［１５］学者有效地利用了多方向的循环神经

网络（ｍｕｌｔｉ⁃ｄｉｒｅｃｔｉｏｎａｌ ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ）对目

标随时间变化进行建模，有效解决了跟踪过程中误

差积累和前向传播导致的漂移问题，并在实验中取

得了令人满意的跟踪效果，展现出循环神经网络在

跟踪任务中的潜力。 本文基于上述思想，运用了长

短期记忆网络提取跟踪目标的动态特征。
长短期记忆网络是循环神经网络的变体之一，

门结构的引入解决了循环神经网络中长期依赖的问

题［１６］。 其结构由输入层、隐藏层和输出层 ３ 个部分

构成，图 １ 展示了一个长短期记忆网络的隐藏层

结构。

图 １　 长短期记忆网络隐藏层结构图

对于该网络的前向过程可以使用以下公式进行

表示：
ｆ ＝ σ［Ｗｆ（ｈｔ －１，ｘｔ） ＋ ｂｆ］ （１）
ｉ ＝ σ［Ｗｉ（ｈｔ －１，ｘｔ） ＋ ｂｉ］ （２）
ｏ ＝ σ［Ｗｏ（ｈｔ －１，ｘｔ） ＋ ｂｏ］ （３）

式中，使用前一个时间 ｔ － １ 时刻输出的隐藏状态

ｈｔ －１ 和当前 ｔ 时刻输入 ｘｔ 经过 ｓｉｇｍｏｉｄ 激活函数

σ［·］ 分别得到输入门 ｉ、输出门 ｏ、和遗忘门 ｆ 的状

态值，各式中 Ｗ 和 ｂ 分别为相应的权重系数矩阵和

·１１３１·
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偏置项；基于上一时刻的细胞状态 Ｃｔ －１，当前细胞状

态 Ｃｔ 通过以下公式结合输入门、遗忘门求出

􀭴ｃ ＝ ｔａｎｈ［Ｗｃ（ｈｔ －１，ｘｔ） ＋ ｂｃ］ （４）
Ｃｔ ＝ ｆ☉Ｃｔ －１ ＋ ｉ☉􀭴ｃ （５）

式中， ☉ 表示矩阵元素之间乘积操作。 使用（６） 式

可以得到当前时刻的隐藏层的输出 ｈｔ

ｈｔ ＝ ｏ☉ｔａｎｈ（Ｃｔ） （６）
　 　 隐藏层的输出和细胞状态将会传递到下一个时

刻的网络中，重复以上的过程直到最后一个时刻。
当前时刻网络的输出由隐藏层的状态 ｈｔ 结合与任

务相关的激活函数获得；在本文中，ｔ 时刻时长短期

网络的输出为每个预处理候选框的概率值，对概率

值最大的前 ５ 个候选框进行处理得到预处理目标

框，选取图像的待卷积区域。

２　 本文跟踪方法设计

本文构建的基于动态信息和卷积特征目标跟踪

网络使用基于上一帧图像的位置信息为输入，通过

长短期网络提取视频序列上的目标动态特征，产生

预处理目标框；使用卷积神经网络提取预处理框内

图像的深度卷积特征，最终得到当前目标的位置信

息；为了提高模型对目标变化的适应性和复杂场景

中干扰因素的鲁棒性，在跟踪过程中采集成功跟踪

时目标的卷积特征对网络参数进行微调。 图 ２ 展示

了算法在线跟踪阶段的网络架构。 接下来介绍本方

法跟踪过程、模型离线训练以及在线更新。

图 ２　 本文算法结构

２．１　 目标动态特征提取

由于跟踪任务中，连续的视频片段属于时间序

列数据，因此本节中使用长短期记忆网络能够访问

目标历史动态，对基于时间序列的特征进行提取，准
确地获得当前时刻预处理目标框，可以有效地解决

跟踪过程中目标快速运动、运动模糊以及运动过程

中被遮挡的问题。
本文中使用了单隐层的 ＬＳＴＭ 网络，隐藏层中

单元个数为 ２５６；其后跟随全连接层对隐藏层状态

进行线性映射。 前一帧目标框 ｌｔ －１ 的位置信息为

［ ｓｔ －１， ｒｔ －１， ｗ ｔ －１， ｋｔ －１］， 分别表示目标框的左上角

坐标、宽度和高度；以该目标框为中心使用高斯分布

产生Ｎ个候选框并构建Ｎ × ４维的候选框矩阵Ｌ ｔ －１ ＝
｛ ｌ１ｔ －１，ｌ２ｔ －１，…，ｌＮｔ－１｝，作为当前时刻长短期记忆网络

的输入，网络的输出为隐藏层状态 ｈｔ 和细胞状态

Ｃｔ ，由下式定义

ｈｔ，Ｃｔ ＝ ｆＬＳＴＭ（ｈｔ －１，Ｃｔ －１，Ｌ ｔ －１，θＬＳＴＭ） （７）
式中， ｈｔ －１ 和 Ｃｔ －１ 分别为上一时刻隐藏层状态和细

胞状态；函数 ｆＬＳＴＭ（·） 为第一节中（１） ～ （４） 式展示

的计算过程，θＬＳＴＭ 表示长短期记忆网络中各参数项

包括权重系数矩阵 Ｗ 和偏置项 ｂ。 经过（７） 式提取

目标物体的时序特征，本次跟踪任务中则为物体的

运动特征。
为了产生准确的预处理目标框，基于提取到的

运动特征状态和上一帧目标框，Ｎ 个候选框的概率

分布 ｐ（ ｌ１ｔ －１，ｌ２ｔ －１，…，ｌＮｔ－１ ｜ ｌ ＜ ｔ） 通过下述公式产生

ｐ（ ｌ１ｔ －１，ｌ２ｔ －１，…，ｌＮｔ－１ ｜ ｌ ＜ ｔ） ＝ ｆｏ（ｈｔ） （８）
式中， ｆｏ（·） 为输出函数，由以下公式定义

Ｚ ＝ Ｗｆｃｈｔ ＋ ｂｆｃ （９）

ｐ（ ｌｎｔ－１ ｜ ｌ ＜ ｔ） ＝ ｅｚｉｎ

∑
Ｋ

ｋ ＝ １
ｅｚｋｎ

（１０）

（９）式中，将当前隐藏层状态 ｈｔ 经过全连接层线性

映射得到特征响应值 Ｚ ＝ ｛ ｚ１， ｚ２，…，ｚＮ｝，Ｗｆｃ 和 ｂｆｃ

分别为全连接层的权重系数矩阵和偏置项；（１０） 式

使用 ｓｏｆｔｍａｘ 函数计算每个候选框的概率分布情

·２１３１·
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况。 根据产生的概率值对 Ｎ 个候选框降序排列，求
取前５项候选框平均值得到框􀭴ｌｔ；为确保得到的框位

置能更准确反映目标物体的运动趋势，通过整合候

选框􀭴ｌｔ 和上一帧目标框 ｌｔ －１ 得到第 ｔ帧预处理目标框

􀭰ｌｔ。 接下来使用其提取当前时刻输入的视频图像块

作为卷积神经网络输入， 提取目标物体的卷积特

征。
２．２　 目标卷积特征提取

本小节使用卷积神经网络提取预处理框区域内

图像的深度卷积特征，在复杂场景中，相比于传统的

人工特征，卷积特征实现了更加准确和紧凑的目标

定位。
本文所使用的卷积神经网络主要包括卷积层和

全连接层 ２ 个部分，各层参数设置如图 ２ 所示；其中

卷积层由 Ｃｏｎｖ１、Ｃｏｎｖ２ 和 Ｃｏｎｖ３ 构成，紧接着是 ２
个全连接层 ＦＣ４ 和 ＦＣ５，输出目标和背景的分数，以
此确定目标框的坐标。 给定 ｔ 时刻的视频图像 Ｉｔ 像
素尺寸为 ＷＩ × ＨＩ，使用上一阶段预处理目标框􀭰ｌｔ 可
以获得视频待处理图像块（如图 ３ 所示）。

图 ３　 ｔ 时刻预处理框的获取

为了能够准确地覆盖目标可能出现的区域，以
生成的图像块为中心利用高斯分布产生 Ｎ（Ｎ ＝
２５６） 个候选区域，卷积网络的任务是找到 Ｎ 个候选

区域中第 ｉ 个区域，满足其对应的图像区域得到正

分数最大值，即为 ｔ 时刻目标所在的位置，该过程由

以下公式定义

ｌｉ ＝ ａｒｇｍａｘ
ｉ∈Ｎ

ｆ ＋ （ｓｉ） （１１）

式中， ｓｉ 表示第 ｉ 个候选框所对应的图像块，ｆ ＋（·）
函数计算图像块的正分数即目标分数。

具体步骤如下：在Ｎ个候选区域中，每个区域图

像经过网络映射处理得到Ｗｉ × Ｈｉ × Ｐ维的特征张量

作为卷积神经网络的输入；其中张量尺寸 Ｗｉ 和 Ｈｉ

由卷积网络结构决定，Ｐ 表示该张量的特征通道数，
由于实际跟踪任务中输入视频通常为 ＲＧＢ 图像，因

此 Ｐ值为 ３，同时确定了图 ２ 中第一层卷积 Ｃｏｎｖ１ 的

卷积核数量；每一层的卷积输入为上一卷积层的输

出，具体定义如下

ｖｌ
ｍ ＝ ｆ ∑

ｎ
Ｗｌ

ｍｎ ∗ｖｌ －１
ｎ ＋ ｂｌ

ｍ( ) （１２）

式中， ｖｌ
ｍ 和 ｖｌ －１

ｎ 分别表示 ｌ 层第 ｍ 个通道输出的特

征矩阵和 ｌ － １ 层第 ｎ 个通道的输出特征矩阵，Ｗｌ
ｍｎ

和 ｂｌ
ｍ 分别表示相应的第 ｍ 个输出通道的卷积权重

矩阵和偏置项，“∗”代表卷积操作。 将输出的卷积

特征经过线性整流函数（ ｒｅｃｔｉｆｉｅｄ ｌｉｎｅａｒ ｕｎｉｔ，ＲｅＬＵ）
和批规范化（ｂａｔｃｈ ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）层以避免反向

传播过程中梯度爆炸和消失问题，加快网络的训练；
由此得到的特征矩阵通常维度较高，不便于直接进

行处理，因此使用最大特征值池化（ｍａｘ⁃ｐｏｏｌｉｎｇ）方
法对特征矩阵各区域进行聚合统计，降低矩阵维度

和运算复杂度。
在经过卷积层之后，特征矩阵输入全连接层进

行映射变换为目标和背景的置信度分数。 在最后一

层全连接层（ＦＣ５）获得 Ｎ 个候选框内背景和目标分

数 ｆ（ｓ）＝ ［Ｘ１，Ｘ２，…，Ｘｉ，…，ＸＮ］，其中Ｘｉ 为第 ｉ个候

选框所对应的背景和目标分数；由此取得分数最高

者所对应的目标框 ｌｉ 为 ｔ 时刻的目标位置 ｌｔ。
２．３　 模型离线训练

本小节介绍模型的离线训练过程。 由于所提出

的方法由 ２ 种深度网络组成，离线训练过程将分成

２ 个阶段进行：
１） 长短期记忆网络的训练

在规模为 Ｍ 的小批量训练数据集中，时间序列

长度为 Ｔ 帧的损失函数定义为

ＬＬＳＴＭ ＝ － １
Ｍ∑

Ｍ

ｂ ＝ １
∑

Ｔ

ｔ ＝ １
ｌｎｐ（ ｌｂｔ ＝ ｌｏｔ ｜ ｌｏ＜ ｔ） （１３）

式中， ｐ（ ｌｂｔ ＝ ｌｏｔ ｜ ｌｏ＜ ｔ） 表示在第 ｔ 帧时模型所预测的

目标框为真实值的概率值；通过使用随机梯度下降

（ｓｔｏｃｈａｓｔｉｃ ｇｒａｄｉｅｎｔ ｄｅｓｃｅｎｔ，ＳＧＤ）最小化该损失函

数，得到长短期记忆网络的参数值。
２） 卷积神经网络的训练

首先使用大型分类数据集 ＩｍａｇｅＮｅｔ［１７］ 对卷积

神经网络进行预训练，通过迁移学习初始化本文的

卷积网络参数；然后使用基于时间序列的视频数据

集，利用多域学习方法［８］ 调整网络参数。 每个训练

批次包含 ｍ 个样本，每个样本由样本图像 ｘｉ（ ｉ ＝ １，
２，３，…，ｍ） 和对应的类标签 ｙｉ

ｊ（ ｊ ∈ ｛ ＋， －｝） 构成，
其中 ｊ 取“ ＋” 时 ｙｉ ＝ １ 表示正样本标签，反之 ｙｉ 为 ０

·３１３１·
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表示负样本标签，损失函数定义如下

ＬＣｏｎｖ ＝ －
１
ｍ ∑

ｍ

ｉ ＝ １
∑

ｊ∈｛ ＋，－｝
ｙｉ
ｊ ｌｎ（ｐ（ｙ∗ ＝ ｙｉ

ｊ） ｜ ｘｉ）[ ]

（１４）
式中， ｙ∗ 为前向推断过程模型预测的标签值；同样

使用 ＳＧＤ 算法最小化该损失函数，得到卷积层权重

系数矩阵和偏置项的最优值。 离线训练过程中，长
短期网络学习率 αＬＳＴＭ 为 １０ －２，模型内权重系数矩阵

Ｗ 使用正态分布随机采样初始化，对偏置项 ｂ 采用

零值初始化，ＣＮＮ 的学习率 α ｃｏｎｖ 设置为 １０ －４。
２．４　 模型更新

在线跟踪阶段，为了保持跟踪网络的适应性和

鲁棒性，实现对视频中背景和目标的准确分类，通过

２ 种方式对卷积神经网络全连接层参数进行在线

更新。
１） 短期更新

在跟踪过程中，目标物体时常出现尺度及运动

姿态的快速变化，为了提高网络对短时间内目标变

化的适应性，采用短期更新对网络参数进行微调。
每当模型检测到潜在的跟踪失败，即当前时刻目标

分数 ｆ ＋（ ｓｔ） ＜ ０．５时，执行短期更新；以最近２０帧中

实现成功跟踪（ ｆ ＋（ ｓｔ） ＞ ０．５） 时，网络产生的目标

框为中心，利用高斯分布生成 Ｓ 个样本，其中与网络

目标框重叠率≥０．７为正样本，重叠率≤０．３ 为负样

本，采用反向传播算法对 ＣＮＮ 全连接层参数进行

更新。
２） 长期更新

与短期更新不同，该阶段每隔 １０ 帧对网络参数

进行调整；通过选取最近 １００ 帧中成功跟踪时的目

标框，按照短期更新中正样本产生方法生成正样本；
由于跟踪早期的负样本对当前阶段过于冗余，且相

关性较低，则选择短期更新过程中的负样本作为本

阶段的负样本数据。 采用长期更新目的在于保持网

络对物体运动过程中光线剧烈变化、目标旋转等干

扰因素的鲁棒性。
在更新过程中，网络学习率设置为 １０－４，为加快

更新时收敛速度，动量值设置为 ０．９，权重衰减率为

５×１０－４。 第三节展示了本文方法在对比实验中的跟

踪效果以及对实验结果的分析。

３　 实验结果与分析

实验基于以下平台实现：ＣＰＵ 为 Ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ

（ＴＭ） ｉ５⁃４５９０ ＠ ３． ３０Ｇ Ｈｚ， １６ＧＢ ＲＡＭ， ＧＰＵ 为

Ｎｖｉｄｉａ ＧＴＸ１０８０Ｔｉ，程序基于 ＭＡＴＬＡＢ 平台实现，使
用了 ＭａｔＣｏｎｖＮｅｔ 深度学习工具库［１８］。
３．１　 实验数据集

本文训练数据来源于 ＴｒａｃｋｉｎｇＮｅｔ 跟踪数据

集［１９］，该数据集包含了 １２ 个视频子集，从每个子集

中选取 ５０ 段视频序列，按照 ４ ∶ １ 的比例划分为训

练集和测试集。
从目标跟踪数据集 ＯＴＢ１００［２０］ 选取了 １５ 段具

有代表性 的 视 频 序 列 （ Ｂａｓｋｅｔｂａｌｌ， Ｂｏｌｔ， ＣｌｉｆＢａｒ，
ＦａｃｅＯｃｃ１，Ｈｕｍａｎ３，Ｈｕｍａｎ９， Ｉｒｏｎｍａｎ，Ｊｕｍｐ，Ｍａｔｒｉｘ，
ＭｏｔｏｒＲｏｌｌｉｎｇ，ＭｏｕｔａｉｎＢｉｋｅ，Ｓｋａｔｉｎｇ２⁃２，Ｓｋｉｉｎｇ，Ｔｉｇｅｒ１，
Ｗｏｍａｎ）构建对比实验数据集；该数据集包含了多

个类别的跟踪目标，并且涵盖了跟踪任务中目标的

多种运动模式和不同的跟踪场景，例如：光线变化、
遮挡、运动模糊、快速运动等，图 ４ 展示了数据集中

部分视频片段。

图 ４　 视频数据集示例

３．２　 对比实验结果与分析

将本文提出的跟踪算法与当前目标跟踪领域内

的一些代表性方法进行比较（ＣＰＦ［４］，ＫＣＦ［８］，ＳＲＤ⁃
ＣＦ［２１］，ＤｅｅｐＳＲＤＣＦ［１１］ 以及 ＣＦＮｅｔ［２２］ ）。 其中 ＣＰＦ
属于基于粒子滤波的目标跟踪算法，采样粒子数目

为 １００；ＫＣＦ，ＳＲＤＣＦ ＤｅｅｐＳＲＤＣＦ ３ 种方法均为基于

相关滤波器的跟踪算法；ＣＰＦ，ＫＣＦ 和 ＳＲＤＣＦ 使用

了传统的目标特征，而 ＤｅｅｐＳＲＤＣＦ，ＣＦＮｅｔ 和本文方

法利用了目标的卷积特征；其中 ＣＦＮｅｔ 网络使用非

对称孪生网络（ｓｉａｍｅｓｅ ｎｅｔｗｏｒｋ）整合相关滤波器和

卷积特征。
本文展示并分析了以上 ６ 种算法在测试集中 ２

段视频上的跟踪表现；选取的视频涵盖了目前目标

领域中多个难点，例如：目标物体的快速运动、由快

速运动导致的图像模糊、目标的旋转、运动过程中对

目标的部分遮挡。 对跟踪算法的表现评价指标主要

·４１３１·
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分为 ２ 种：精准率和成功跟踪率，前者通过预测的目

标框和真实目标框的中心误差进行评估，误差越小

精准度越高；后者是基于预测目标框和真实目标框

重叠率，通过下式定义

ｏｓ ＝
ｌｔ ∩ ｌｇ
ｌｔ ∪ ｌｇ

（１５）

式中， ｌｔ 和 ｌｇ 分别表示算法得到的目标框和真实的

目标框，ｏｓ 为目标框重叠率，该比例大于 ０．５ 时视为

算法实现了成功跟踪，实现成功跟踪的帧数越多表

明算法的成功跟踪率越高。
１） 跟踪结果展示和分析

ＭｏｔｏｒＲｏｌｌｉｎｇ 视频涉及到目标物体的多种运动

模式，例如：目标的快速运动、旋转、尺度变化、环境

光线变化以及快速运动造成的画面模糊，对于跟踪

算法要求较高。 图 ５ 给出了 ６ 种方法在该段视频上

部分帧的跟踪结果；从跟踪结果上观察可以发现：在
第 １０ 帧 中， ３ 种 基 于 相 关 滤 波 器 的 算 法

（ＤｅｅｐＳＲＤＣＦ，ＳＲＤＣＦ，ＫＣＦ）和基于粒子滤波器算法

（ＣＰＦ）开始出现目标框漂移的现象，这是由于使用

传统特征算法对目标快速旋转缺乏鲁棒性导致；在
随后一段时间中，目标一致处于快速旋转状态并伴

随着位置的不断变化。 在第 ３８ 帧时，上述 ４ 种算法

均出现了严重的失跟现象，这是由于丢失目标后，算
法没有及时对目标重识别，导致目标逐渐远离算法

的搜索窗口，最终失去了目标；由于 ＣＦＮｅｔ 使用了高

层的卷积特征暂时没有出现目标丢失，但也开始发

生漂移情况。 第 １２０ 帧时，目标经过几段旋转之后，
ＣＦＮｅｔ 算法出现严重目标漂移，将后方同样为三角

形的建筑识别为目标，直至视频最后丢失目标；ＣＰＦ
算法由于背景中强烈的灯光干扰出现失跟现象；而
本文提出的方法在该段视频上一直保持对目标的稳

定跟踪，通过利用目标的深度卷积特征和目标动态

特征，克服了视频片段中目标旋转时的形态变化和

背景光线变化导致的跟踪难点。
选取的另一段视频 Ｉｒｏｎｍａｎ 是跟踪任务中最具

有挑战性的视频片段之一，其中包含了光线剧烈变

化、由目标快速运动造成的模糊、旋转等复杂的跟踪

属性；图 ６ 展示了参与对比实验的算法在该段视频

上部分关键片段的跟踪结果，从中可以看出：被跟踪

物体为图中人物头部，目标尺寸较小并且处于不断

地运动和旋转之中，同时周围光线持续变化并伴随

类内物体的干扰；在第 １７ 帧中，基于相关滤波器的

ＳＲＤＣＦ 算法由于目标左侧强烈的光线变化，开始出

图 ５　 ＭｏｔｏｒＲｏｌｌｉｎｇ 视频跟踪结果

图 ６　 Ｉｒｏｎｍａｎ 视频跟踪结果

现目标漂移情况，ＣＰＦ 算法由于目标姿态剧烈变化

也出现了相同的情况；在第 ５０ 帧时，目标物体经历

了多次旋转，ＳＲＤＣＦ 和 ＫＣＦ 已经完全丢失了目标并

陷入局部区域，直到视频结束；仅利用第一层卷积特

征的 ＤｅｅｐＳＲＤＣＦ 算法和基于粒子滤波器的 ＣＰＦ 算

法，分别错认目标的手臂和左侧人物为目标，说明上

述方法对快速旋转和光线剧烈变化缺乏鲁棒性；第
１０４ 帧时，由于人物低头动作目标被部分遮挡，
ＣＦＮｅｔ 算法出现漂移情况；而本文方法在上述片段

中始终保持对目标物体的跟踪状态，体现出本文方

法对上述视频中出现的各类干扰因素的鲁棒性。
２） 综合性能分析

为了分析以上方法在上述每段视频上的整体表
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现，逐帧绘制了 ６ 种算法的跟踪性能曲线，图 ７ 对其

进行了展示。 从图中可以看出，相比于其他 ５ 种方

法，本文方法的性能曲线振幅最小，并且在中心误差

曲线上始终保持最低误差，在大部分视频帧上获得

了最高目标框重叠率；在图 ７ａ）中，ＣＦＮｅｔ 在保持了

一段时间低误差表现后，目标物体出现旋转下落，导
致 ＣＦＮｅｔ 定位误差上升，最终失去目标，图 ７ｂ）目标

框重叠率曲线在相应的部分也展现了相同的情况；
在 Ｉｒｏｎｍａｎ 视频的中心误差曲线（见图 ７ｃ））中，虽
然 ＤｅｅｐＳＲＤＣＦ 方法在 １１０ 帧附近一度取得较小的

误差值，但这一优势并未得到保持，之后随着误差值

持续增加，最终和另外 ２ 种基于相关滤波器的方法

ＳＲＤＣＦ、ＫＣＦ 同样丢失了目标；基于粒子滤波器的

ＣＰＦ 算法表现略优于上述 ３ 种方法，但未能适应目

标的复杂运动状态，对背景中相似物体干扰和光线

剧烈变化缺乏鲁棒性。 而 ＣＦＮｅｔ 和本文方法保持了

较低的误差值，在部分帧上，本文方法的表现优于

ＣＦＮｅｔ；同样的情况在重叠率曲线（见图 ７ｄ））上得到

了印证。

图 ７　 跟踪性能曲线

表 １　 ＭｏｔｏｒＲｏｌｌｉｎｇ 跟踪性能统计

方法
平均中心

误差 ／像素

平均

重叠率

成功

跟踪率

本文方法 　 ７．０３４ ０ ０．６６９ ４ ０．８５０ ２
ＣＦＮｅｔ ５５．５５６ １ ０．４０４ ２ ０．４６３ ４

ＤｅｅｐＳＲＤＣＦ ２００．８４６ ２ ０．０９５ ６ ０．０７３ ２
ＳＲＤＣＦ ２４７．０５４ ３ ０．０９３ １ ０．０７３ ２
ＫＣＦ ２３０．０２９ ３ ０．０９４ ０ ０．０７９ ３
ＣＰＦ １４９．６５９ ３ ０．１２１ ７ ０．０８５ ３

表 １ 和表 ２ 对性能曲线中每种方法的综合表现

进行统计，其中成功跟踪率表示算法实现成功跟踪

的帧数占视频总帧数的比例。 从表中可以看出，本
文方法相比于其他方法得到了最优的平均中心误差

和平均目标框重叠率，实现了最高的成功跟踪率；在
第一段视频的综合性能统计上，相比于表现第二的

ＣＦＮｅｔ 方法，本文方法的平均误差降低了 ８７％，平均

重叠率提高了 ６５％，成功跟踪率提高了 ８４％；在第
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二段视频上也取得了最优的跟踪性能，验证了本文

方法的有效性。
表 ２　 Ｉｒｏｎｍａｎ 跟踪性能统计

方法
平均中心

误差 ／像素

平均

重叠率

成功

跟踪率

本文方法 　 ９．８２６ ９ ０．６０３ ２ ０．７８９ １
ＣＦＮｅｔ １４．３１３ ９ ０．５６９ １ ０．６８０ ７

ＤｅｅｐＳＲＤＣＦ １１１．１５６ ８ ０．２０１ ３ ０．２５９ ２
ＳＲＤＣＦ ２７０．９４７ ６ ０．０３１ ４ ０．０３０ １
ＫＣＦ １９４．９３９ １ ０．１４１ ０ ０．１５０ ６
ＣＰＦ １４９．８０５ ４ ０．４９６ ７ ０．０４２ １

　 　 表 ３ 和表 ４ 分别为 ６ 种方法在测试集中全部视

频序列上的平均中心误差和平均重叠率，从两表中

看出，本文算法在测试集上实现了相对较优的跟踪

精度和目标框重叠率；在表 ４ 中最后一行展示了各

算法在测试集上的平均跟踪帧率，可以看出本文算

法跟踪速度有待提升，计算耗时主要集中在目标特

征提取和模型在线更新，下一步工作将对上述两阶

段的计算复杂度进行优化，提高算法的跟踪实时性。

表 ３　 测试集平均中心误差

视频序列 本文方法 ＣＦＮｅｔ ＤｅｅｐＳＲＤＣＦ ＳＲＤＣＦ ＫＣＦ ＣＰＦ
Ｂａｓｋｅｔｂａｌｌ ４．５２９ ４ １４．８５９ ８ １９．８１６ ７ １０．８０８ ７ 　 ７．８８８ ７ ５５．５８４ １

Ｂｏｌｔ ３．９７０ ０ ３８６．７３４ ６ 　 ６．３２４ １ ４０２．５０９ ７ 　 ６．３６４ ０ １４．３０８ １
ＣｌｉｆＢａｒ ３．５７３ ７ ３１．７６５ ０ １０．４０６ ６ １０．７１５ ８ ３６．７２０ ６ ３６．３５８ ２

ＦａｃｅＯｃｃ１ １０．９７８ ９ １７．７９５ ４ １２．９００ ２ １４．７６７ ３ １５．９８１ ５ ２８．８０９ ５
Ｈｕｍａｎ３ ３．０３９ ２ ２６４．６４４ １ 　 ３．４５７ ０ ２４０．５６５ ２ ２６０．１８７ ０ １５９．２６８ ３
Ｈｕｍａｎ９ ２．４０５ ０ 　 ４．６５１ ３ ４０．４７８ ８ １０．５１５ ８ １４．７６７ ５ ２２．７９３ １
Ｊｕｍｐ ３７．５７１ ６ ８７．７４５ ９ １６８．２１６ ８ １９５．５７９ ５ ８４．１１４ ４ ５５．５０３ ７
Ｍａｔｒｉｘ １８．８３９ ８ １１６．２０２ ６ １３８．５１１ ９ ５９．８３７ ４ ７６．４２２ ６ １０８．９６６ ９

ＭｏｕｔａｉｎＢｉｋｅ ６．５３９ ９ 　 ６．３５８ ５ 　 ９．７４９ ６ 　 ８．９８８ ６ 　 ７．６５８ ８ ２１１．０２３ １
Ｓｋａｔｉｎｇ２⁃２ １９．７０３ ９ ５８．１９４ ７ ５１．９４６ ０ ２９．００６ １ ４２．３４５ ８ ３４．９４４ ９

Ｓｋｉｉｎｇ ４．０９０ ６ ２７０．２３６ ０ ２６２．０７８ ２ ２６３．４２９ ４ ２６０．０４６ ４ ２５６．５１３ ６
Ｔｉｇｅｒ１ ８．１０９ ０ ２４．３２３ ４ 　 ８．３８０ ７ １０．６１３ ８ １５．７９６ １ ３７．２５６ ６
Ｗｏｍａｎ ２．８２０ ３ １３４．５１８ ６ 　 ３．６７６ ９ 　 ４．８１１ ９ １０．０６１ ６ １２４．５８３ ６

表 ４　 测试集平均重叠率和跟踪帧率

视频序列 本文方法 ＣＦＮｅｔ ＤｅｅｐＳＲＤＣＦ ＳＲＤＣＦ ＫＣＦ ＣＰＦ
Ｂａｓｋｅｔｂａｌｌ ０．７７６ ６ ０．５４２ １ ０．３９０ ８ ０．５３０ ２ 　 ０．６７６ ５ ０．４９６ ３

Ｂｏｌｔ ０．７７４ ３ ０．０１５ ８ ０．５７５ ６ ０．０１１ ０ 　 ０．６７８ ６ ０．４７６ ３
ＣｌｉｆＢａｒ ０．６９５ ９ ０．３６９ ８ ０．５８１ １ ０．５４９ ６ 　 ０．２５９ ８ ０．１９８ ７

ＦａｃｅＯｃｃ１ ０．７９１ ８ ０．７２０ ３ ０．７８９ ０ ０．７６６ ８ 　 ０．７５３ ９ ０．５２８ ５
Ｈｕｍａｎ３ ０．５４５ ８ ０．０１４ ３ ０．４５１ ６ ０．０２５ ５ 　 ０．００５ ２ ０．０３６ ２
Ｈｕｍａｎ９ ０．７７４ ７ ０．７３２ ６ ０．２０３ ６ ０．４７８ １ 　 ０．３９３ １ ０．２７９ ８
Ｊｕｍｐ ０．２８２ ８ ０．０８２ ２ ０．０３８ ６ ０．０２６ ６ 　 ０．０９７ ９ ０．１５８ ８
Ｍａｔｒｉｘ ０．５２１ ８ ０．２４６ ９ ０．２５２ ０ ０．２６７ ９ 　 ０．１１９ ０ ０．０６２ ４

ＭｏｕｔａｉｎＢｉｋｅ ０．７７５ ０ ０．７２６ ６ ０．６９２ １ ０．６９２ ７ 　 ０．７１１ ６ ０．１０７ ０
Ｓｋａｔｉｎｇ２⁃２ ０．６００ ８ ０．３４８ １ ０．３４５ ０ ０．５１７ ０ 　 ０．３７９ ８ ０．４０６ ６
Ｓｋｉｉｎｇ ０．５３９ ４ ０．０９０ ９ ０．０９４ ７ ０．０５０ ８ 　 ０．０５１ １ ０．０２９ ３
Ｔｉｇｅｒ１ ０．７５７ ５ ０．５１１ ０ ０．７５０ ２ ０．７１３ ３ 　 ０．６４５ ２ ０．３９０ ６
Ｗｏｍａｎ ０．７５５ ７ ０．１３３ ８ ０．７２０ ９ ０．６７４ ０ 　 ０．７０５ ２ ０．０６８ ４

平均帧率 ／ （ ｆ·ｓ－１） ２．００８ ０ ５０．５８０ ０ ０．３７６ ０ ５．６１２ ０ １７０．５６４ ０ ５５．４０１ ０

　 　 综上所述，本文方法可以充分利用目标的动态

特征，为之后目标具体位置的判断提供精确的预处

理区域；基于前一步提供的预处理目标框，卷积神经

网络能够对目标区域进行准确判定，同时通过在线

更新策略保持了算法的适应性和鲁棒性。 另一方

面，虽然 ＣＦＮｅｔ 和 ＤｅｅｐＳＲＤＣＦ 方法也利用了目标的
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卷积特征，但并没有使用动态特征提供预处理区域，
这也进一步说明两种特征的使用对跟踪效果提升的

有效性，表明本文利用动态特征和卷积特征的方法

能够对视频中目标的快速运动、旋转、部分遮挡及场

景中光线变化做出有效地处理，实现对目标的稳定

跟踪。

４　 结　 论

本文提出一种基于动态信息和卷积特征的单目

标跟踪算法，该算法结合两种深度学习网络，首先长

短期记忆网络提取目标的动态特征，获得当前时刻

预处理目标框；然后对预处理目标框内图像，运用卷

积神经网络提取目标深度卷积特征，对目标的位置

进行准确判定；跟踪过程中，采集实现成功跟踪时的

目标样本，通过短期和长期方式对网络参数进行更

新，提高算法对目标变化的适应性和环境中干扰因

素的鲁棒性。 通过对比实验表明，该方法在所选取

的视频上实现了稳定、准确的跟踪表现，对视频中出

现的目标的快速运动、运动模糊、旋转、光线变化和

目标被遮挡时具有较好的鲁棒性。 下一步工作将对

模型的计算复杂度进行优化，引入更加高效的特征

提取方法和更新策略，提高算法实时性，并应用于复

杂环境下运动目标的跟踪任务中。
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第 ６ 期 张博言，等：基于动态模式和卷积特征的单目标跟踪算法
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