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摘　 要：针对现实中由于训练集与测试集分布不同而导致分类准确率较低的问题，提出基于判别性样

本选择的无监督领域自适应方法（简称 ＤＳＳ 算法）。 为了减少源域和目标域的分布差异，将 ２ 个领域

样本投影到同一子空间中，并对源域中的样本进行加权，使样本更具有判别性；不同于以往基于样本

的概率密度估计方法，通过求解一个二次规划问题得到样本权重，避免了对样本分布进行估计，适用

于任何领域且不会受到高维密度估计所造成的维数困扰；最后通过最小化类内距离来实现同类聚集。
实验结果表明，该方法提高了数据集的分类准确率且具有较好的鲁棒性。
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　 　 在如今的大数据时代中，各行各业都在不断产

生大量的图片、音频、文本等各类数据。 随着数据类

型和数量的不断增多，相应的机器学习模型也应运

而生。 众所周知，完善的数据标注是机器学习模型

训练与更新的前提，并且机器学习假设训练集和测

试集满足独立同分布，一旦数据分布发生变化，大多

数的模型就需要被重新训练［１］。 但是在现实的应

用中，由于感受器不同、光照变化、视觉角度差异等

一些不可避免的因素，导致数据的分布出现差异，并
且人力标记和模型再训练会耗费大量时间，而迁移

学习却能够很好地解决此问题。
早在 １９９５ 年时，迁移学习的概念就已经被提

出，如终身学习、知识迁移、多任务学习、知识巩固

等。 目前，迁移学习作为机器学习的一个大分支，已
经广泛应用于图像分类［２⁃３］、目标识别［４⁃６］、自然语

言处理［７⁃８］、图像分割［９⁃１０］等领域。 迁移学习是利用

数据、任务或模型之间的相似性，将在源域学习或训

练得到的模型应用于目标域中。 当有海量的数据资

源时，机器学习很容易从大量数据中学习到一个鲁

棒性较强的模型。 但通常情况下，研究领域中易获

得的数据极为有限，仅靠有限的数据进行学习，所习

得的模型鲁棒性差且容易造成过拟合。 众所周知，
人类可以聪明地运用以前学到的知识，更快或更好

地解决新问题，迁移学习的研究就是基于这一事实

发展的。
领域自适应是迁移学习的研究内容之一，旨在

假设源域和目标域特征空间和类别空间相同而分布

不同的条件下，利用源域中丰富的标签数据学习一

个分类器来预测目标域的标签，主要问题是如何减

小源域数据和目标域数据的分布差异。 目前，领域

自适应的方法大致可以分为 ２ 种：基于样本的域自

适应［１１⁃１７］和基于特征的域自适应［１８⁃２２］。 基于样本

的域自适应方法是通过对源域中的部分样本重加权

来减少分布差异，即与目标域相关的源域样本被赋

予较大的权重，与目标域无关的源域样本被赋予较

小的权重；基于特征的域自适应方法是寻找一个共

享的特征表示空间来减少分布差异（边缘分布差

异［１７⁃１８］、条件分布差异［２３］ ），同时保留输入数据的

统计属性和几何结构。
在基于样本的领域自适应方面，Ｄａｉ 等［１１］ 提出

ＴｒＡｄａｂｏｏｓｔ 方法，将 Ａｄａｂｏｏｓｔ 的思想应用于迁移学

习中来对样本加权，但此方法在求解源域样本的权

重时所涉及参数较多。 Ｈｕａｎｇ 等［１２］ 提出核均值匹

配（ＫＭＭ）方法，通过对样本的概率分布进行估计，
把源域与目标域的分布比值作为样本的权重，使得

加权后的源域与目标域的概率分布尽可能接近，而
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概率分布估计所产生的小误差往往会导致权重过

大。 除了直接增大样本的权重外，Ｌｏｎｇ 等［１７］ 还提

出迁移联合匹配（ＴＪＭ）方法，利用 ｌ２，１范数稀疏化来

重加权源域样本，使得所提取的样本更具有判别性，
但此方法依赖于自适应矩阵，需要通过不断迭代来

选择有利于任务的源域样本。 考虑到以往方法的局

限性，本文采用二次规划函数直接求得样本的权重，
避免了因估计概率分布及优化参数过程等造成的误

差，简单易实现，并且不会受到高维密度估计所带来

的维数困难。
在基于特征的领域自适应方面，Ｐａｎ 等［１８］ 提出

迁移成分分析（ＴＣＡ）方法，利用最大均值差异［２４］

（ＭＭＤ）来减少领域间的边缘分布差异，是一种全局

方法，所以忽视了样本空间内在的局部结构和信息。
Ｌｏｎｇ 等［１９］提出联合分布自适应（ＪＤＡ）方法，同时减

少领域间的边缘分布差异和条件分布差异，更能保

留样本的原有属性。 Ｗａｎｇ 等［２０］考虑到边缘分布自

适应与条件分布自适应并不是同等重要，进而提出

动态分布自适应（ＤＤＡ），采用一个平衡因子来动态

调整 ２ 个分布的重要性。 大量的研究工作表明，同
时考虑跨域集的边缘分布差异和条件分布差异更有

利于实现任务的迁移。
本文提出基于判别性样本选择的无监督领域自

适应（ＤＳＳ）方法，结合基于特征和样本的领域自适

应方法，通过学习一个由源域和目标域的公共迁移

成分张成的子空间，将不同领域的样本投影到这个

子空间中，可以显著地减少数据分布的差异，并保留

样本的统计属性。 由于源域中的数据对于分类任务

的重要性不同，所以采用求解一个二次规划问题来

得到样本权重，进而实现对源域中有利于目标任务

的样本重加权。 最后采用最小化类内距离来实现同

类聚集，从而提高数据集的分类准确率。

１　 ＤＳＳ 算法

定义 １（迁移学习） 　 给定有标签的源域 Ｄｓ ＝
｛（ｘ１，ｙ１），…， （ｘｎｓ，ｙｎｓ）｝ 和所要完成的学习任务

Ｔｓ，无标签的目标域Ｄｔ ＝ ｛ｘ１，…，ｘｎｔ｝ 和所要完成的

学习任务 Ｔ ｔ，其中 Ｄｓ ≠ Ｄｔ 或 Ｔｓ ≠ Ｔ ｔ，通过使用 Ｄｓ

和 Ｔｓ 的知识学习一个预测函数 ｆ（·） 来完成目标域

Ｄｔ 的任务 Ｔ ｔ。
定义 ２（领域自适应）　 给定有标签的源域Ｄｓ ＝

｛（ｘ１，ｙ１），…， （ｘｎｓ，ｙｎｓ）｝ 和所要完成的学习任务

Ｔｓ，无标签的目标域Ｄｔ ＝ ｛ｘ１，…，ｘｎｔ｝ 和所要完成的

学习任务Ｔ ｔ，其中Ｄｓ ≠Ｄｔ 或Ｔｓ ≠Ｔ ｔ，假定源域和目

标域的特征空间和类别空间相同，但是数据分布不

同，通过使用 Ｄｓ 和 Ｔｓ 的知识学习一个预测函数

ｆ（·） 来完成目标域 Ｄｔ 的任务 Ｔ ｔ。
１．１　 减少分布差异

给定 ２ 个样本集 Ｄｓ ＝ ｛ｘｉ，ｙｉ｝ ｎｓ
ｉ ＝ １，Ｄｔ ＝ ｛ｘ ｊ｝ ｎｔ

ｊ ＝ １ ，
较好地衡量这 ２ 个样本集之间的差异是迁移学习的

核心内容。 现有的度量准则包括欧氏距离、闵可夫

斯基距离、马氏距离、ＫＬ 散度等，但这些方法的缺点

是有参数或是需要密度估计，所以 Ｓｍｏｌａ 等［２５］ 提出

基于再生核希尔伯特空间（ｒｅｐｒｏｄｕｃｉｎｇ ｋｅｒｎｅｌ ｈｉｌｂｅｒｔ
ｓｐａｃｅｓ，ＲＫＨＳ）的一种距离度量方法———最大均值

差异（ｍａｘｉｍｕｍ ｍｅａｎ ｄｉｓｃｒｅｐａｎｃｙ，ＭＭＤ），则 ２ 个样

本集的 ＭＭＤ 距离定义为

Ｄ（Ｄｓ，Ｄｔ） ＝ １
ｎｓ
∑
ｎｓ

ｉ ＝ １
φ（ｘｉ） － １

ｎｔ
∑
ｎｔ

ｊ ＝ １
φ（ｘ ｊ）

Ｈ
（１）

式中： ‖·‖Ｈ 是 ＲＫＨＳ 范数；φ 是基于核的特征

映射。
目前基于特征的自适应方法大都考虑了自适应

领域间的边缘分布和条件分布。 由于假设源域与目

标域的分布不同，所以通过在 ＲＫＨＳ 空间中学习 ２
个域的共同迁移成分，将不同领域的样本投影到迁

移成分所张成的空间中，就能显著地减少数据分布

的差异，同时还能保留数据的原有属性。 换句话说，
寻求一个映射 φ，使得 Ｐ（φ（ｘｓ）） ≈ Ｐ（φ（ｘｔ）） 且

Ｐ（ｙｓ ｜ φ（ｘｓ）） ≈ Ｐ（ｙｔ ｜ φ（ｘｔ））。 本文采用ＭＭＤ的

无参数度量方法来计算 ＲＫＨＳ 空间中源域与目标域

的分布距离，如（２） 式所示

Ｄ（Ｄｓ，Ｄｔ） ≈ Ｄ（Ｐ（φ（ｘｓ）），Ｐ（φ（ｘｔ））） ＋
　 Ｄ（Ｐ（ｙｓ ｜ φ（ｘｓ）），Ｐ（ｙｔ ｜ φ（ｘｔ））） （２）

　 　 令 Ｘ ＝ ｛ｘｓ，ｘｔ｝ ∈ Ｒｄ×（ｎｓ＋ｎｔ），考虑到实际的非线

性问题，采用一个非线性映射 φ 将源域和目标域映

射到同一特征子空间 Φ 中。 引入核函数 κ（ｘｉ，ｘ ｊ）
＝ ＜ φ（ｘｉ），φ（ｘ ｊ） ＞ ＝ φ（ｘｉ） Ｔφ（ｘ ｊ），对应的核矩阵

为 Ｋ 且 Ｋｉｊ ＝ κ（ｘｉ，ｘ ｊ） ∈ Ｒ（ｎｓ＋ｎｔ） ×（ｎｓ＋ｎｔ）。
在空间 Φ 中，其边缘分布差异为

１
ｎｓ
∑
ｎｓ

ｉ ＝ １
φ（ｘｉ） － １

ｎｔ
∑
ｎｓ＋ｎｔ

ｊ ＝ ｎｓ＋１
φ（ｘ ｊ）

２

Ｈ
（３）

　 　 由于目标域的标签未知，所以条件概率分布中

的 Ｐ（ｙｔ ｜ φ（ｘｔ）） 无法直接得到。 一些研究者采用

样本选择［２６］、核密度估计［２７］、协同训练［１４］ 等方法，
但是这些方法需要目标域含有一些带标签的数据或

·９２８·
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是多个源域，并不能解决本文的无监督领域自适应

问题。 根据贝叶斯公式，Ｐ（ｙｓ ｜ φ（ｘｓ）） 和 Ｐ（ｙｔ ｜
φ（ｘｔ）） 可以用 Ｐ（φ（ｘｓ） ｜ ｙｓ ＝ ｃ） 和 Ｐ（φ（ｘｔ） ｜ ｙｔ ＝
ｃ） 来表示，从而能够产生目标域的伪标签。 由于一

些伪标签可能是错误的，故采用迭代的方法不断改

善分类精度，从而减少条件分布差异。
在空间 Φ 中，其条件分布差异为

∑
Ｃ

ｃ ＝ １

１
ｎ（ｃ）
ｓ

∑
ｘｉ∈Ｄ（ｃ）ｓ

φ（ｘｉ） － １
ｎ（ｃ）
ｔ

∑
ｘｊ∈Ｄ（ｃ）ｔ

φ（ｘ ｊ）
２

Ｈ
（４）

式中： Ｃ 是类别个数，Ｄ（ｃ）
ｓ ＝ ｛ｘｉ：ｘｉ ∈ Ｄｓ ∧ ｙ（ｘｉ） ＝

ｃ｝ 是源域中属于类 ｃ 的样本；ｙ（ｘｉ） 是 ｘｉ 所属的标

签；ｎ（ｃ）
ｓ 是源域中属于类 ｃ 的样本个数。 对应的，

Ｄ（ｃ）
ｔ ＝ ｛ｘ ｊ：ｘ ｊ ∈Ｄｔ ∧ ｙ^（ｘ ｊ） ＝ ｃ｝ 是目标域中属于类 ｃ

的样本，ｙ^（ｘ ｊ） 是预测 ｘ ｊ 的伪标签，ｎ（ｃ）
ｔ 是目标域中

属于类 ｃ 的样本个数。
综合（２） ～ （４） 式，可得到源域与目标域的分

布差异

∑
Ｃ

ｃ ＝ ０

１
ｎ（ｃ）
ｓ

∑
ｘｉ∈Ｄ（ｃ）ｓ

φ（ｘｉ） － １
ｎ（ｃ）
ｔ

∑
ｘｊ∈Ｄ（ｃ）ｔ

φ（ｘ ｊ）
２

Ｈ
（５）

式中，当 ｃ ＝ ０ 表示边缘分布差异。
１．２　 判别性样本选择

为了使源域与目标域的样本更好地匹配，本文

在高维的再生核希尔伯特空间中通过样本重加权使

得源域与目标域的分布更相近，即对源域中与目标

域相关的样本赋予较大的权重，使得源域中的数据

更具有判别性。 在迁移学习中，假设源域与目标域

有不同的分布，即 Ｐ（ｘｓ） ≠ Ｐ（ｘｔ），并且实际的数据

集中包含大量的样本，所以直接去估计 Ｐ（ｘｓ） 和

Ｐ（ｘｔ） 是不可行的。 前人采用两邻域的分布比值

Ｐ（ｘｔ）
Ｐ（ｘｓ）

作为样本的权重，但需要进行估计选择概率

或偏差密度，或者假设不同类别的概率是已知的，这
些方法在估计 Ｐ（ｘｓ） 时造成的小误差都会造成相应

的源域数据权重过大。 本文提出了另一种对源域样

本加权的方法，即通过求解一个二次规划问题得到

样本权重，避免了估计领域的分布和概率密度，可以

适用于任何领域并且不会受到高维密度估计所带来

的维数困难。
引理 １［２８］ 　 设 β（ｘｉ） ∈ ［０，Ｂ］（ ｉ ＝ １，２，…，ｎｓ）

是关于变量 ｘｉ ∈ Ｓ 的函数，假设集合 Ｓ 中的变量 ｘｉ

满足独立同分布，则 β（ｘｉ） 的均值和方差存在且有

界，β（ｘｉ） 的平均值分布趋于正态分布， 即均值

１
ｎｓ
∑

ｉ
β（ｘｉ） 的 分 布 趋 近 于 一 个 均 值 为

∫β（ｘｉ）ｄＰｓ（ｘｉ） 且标准差上界为
Ｂ
ｎｓ

的正态分布。

结合本文目的，约束∫β（ｘｉ）ｄＰｓ（ｘｉ） ＝ １，则有

１
ｎｓ
∑
ｎｓ

ｉ ＝ １
β（ｘｉ） － ∫β（ｘｉ）ｄＰｓ（ｘｉ） ＝

１
ｎｓ
∑
ｎｓ

ｉ ＝ １
β（ｘｉ） － １ ＜ Ｂ

ｎｓ

　 　 令权重因子 β（ｘｉ） ∈［０，Ｂ］（Ｂ≥１），则在Φ空

间中，源域与目标域的分布差异为

１
ｎｓ
∑
ｎｓ

ｉ ＝ １
β（ｘｉ）φ（ｘｉ） － １

ｎｔ
∑
ｎｔ

ｊ ＝ １
φ（ｘ ｊ）

２

Ｈ
＝

１
ｎ２
ｓ

βＴＫβ － ２
ｎ２
ｓ

ｋＴβ ＋ ｃｏｎｓｔ （６）

式中： ｘｉ ∈ Ｄｓ；ｘ ｊ ∈ Ｄｔ；ｋｉ ＝
ｎｓ

ｎｔ
∑
ｎｔ

ｊ ＝ １
κ（ｘｉ，ｘ ｊ）；Ｋｉｊ ＝

κ（ｘｉ，ｘ ｊ）∈Ｒ（ｎｓ＋ｎｔ） ×（ｎｓ＋ｎｔ）；κ（ｘｉ，ｘ ｊ） ＝ 〈φ（ｘｉ），φ（ｘ ｊ）〉

＝ φ（ｘｉ） Ｔφ（ｘ ｊ）。 β（ｘｉ） 满足
１
ｎｓ
∑
ｎｓ

ｉ ＝ １
β（ｘｉ） － １ ＜ ε

且 β（ｘｉ） ∈ ［０，Ｂ］。 当 β（ｘｉ） ＝ １ 时可得到不加权

的解。
所以（６） 式的二次规划函数可表示为

ｍｉｎ
β

１
２
βＴＫβ － ｋＴβ

ｓ．ｔ． β（ｘｉ） ∈ ［０，Ｂ］

１
ｎｓ
∑
ｎｓ

ｉ ＝ １
β（ｘｉ） － １ ＜ ε （７）

　 　 通过求解此二次规划问题，可以得到一个 β 的

优化解。
除了最小化领域间的分布差异外，还要尽可能

地保留有利于目标域分类的数据属性。 故在 Φ 空

间中对样本实施 ＰＣＡ，找到一个投影变换 Ａ，把样本

点投影到新的低维的空间 Γ 中，则最大化投影后样

本点的方差为

ｍａｘ
Ａ

ｔｒ（ＡＴＫＨＫＴＡ） （８）

式 中： Ｈ ＝ Ｉ － １
ｎｓ ＋ ｎｔ

ｈＴ 是 中 心 矩 阵，Ｉ ∈

Ｒ（ｎｓ＋ｎｔ） ×（ｎｓ＋ｎｔ） 是单位矩阵，ｈ ∈ Ｒ（ｎｓ＋ｎｔ） ×１ 表示元素全

为 １ 的列向量。
在空间 Γ 中，加权后源域与目标域的分布差异

为

·０３８·



第 ４ 期 吴琳琳，等：基于判别性样本选择的无监督领域自适应方法

∑
Ｃ

ｃ ＝ ０

１
ｎ（ｃ）
ｓ

∑
ｘｉ∈Ｄ（ｃ）ｓ

ＡＴβ（ｘｉ）φ（ｘｉ） － １
ｎ（ｃ）
ｔ

∑
ｘｊ∈Ｄ（ｃ）ｔ

ＡＴφ（ｘ ｊ）
２

Ｈ

＝

∑
Ｃ

ｃ ＝ ０
ｔｒ（ＡＴＫＭｃＫＴＡ） （９）

式中

（Ｍ０） ｉｊ ＝

β（ｘｉ）β（ｘ ｊ）
ｎ２
ｓ

， ｘｉ，ｘ ｊ ∈ Ｄｓ

１
ｎ２
ｔ

， ｘｉ，ｘ ｊ ∈ Ｄｔ

－
β（ｘｉ）
ｎｓｎｔ

， ｘｉ ∈ Ｄｓ，ｘ ｊ ∈ Ｄｔ

－
β（ｘ ｊ）
ｎｓｎｔ

，ｘｉ ∈ Ｄｔ，ｘ ｊ ∈ Ｄｓ

ì

î

í

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ïï

，

（Ｍｃ） ｉｊ ＝

β（ｘｉ）β（ｘ ｊ）
ｎ（ｃ）
ｓ

２ ，ｘｉ，ｘ ｊ ∈ Ｄ（ｃ）
ｓ

１
ｎ（ｃ）
ｔ

２，ｘｉ，ｘ ｊ ∈ Ｄ（ｃ）
ｔ

－
β（ｘｉ）
ｎ（ｃ）
ｓ ｎ（ｃ）

ｔ

，ｘｉ ∈ Ｄ（ｃ）
ｓ ，ｘ ｊ ∈ Ｄ（ｃ）

ｔ

－
β（ｘ ｊ）
ｎ（ｃ）
ｓ ｎ（ｃ）

ｔ

，ｘｉ ∈ Ｄ（ｃ）
ｔ ，ｘ ｊ ∈ Ｄ（ｃ）

ｓ

ì

î

í

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ïï

　 　 　 （ｃ ＝ １，…，Ｃ）
１．３　 最小化类内间距

领域自适应问题的目的是最小化分布差异，分
类问题则需要最小化类内距离，将两者统一结合起

来，可使源域中同类样本尽可能靠近，异类样本尽可

能远离，从而有助于样本分类，得到性能优良的学习

算法［２９］。
ｍｉｎ

Ａ
ｔｒ（ＡＴＳＡ） （１０）

式中： Ｓ ＝∑
Ｃ

ｃ ＝ １
∑

ｘｉ∈Ｄ（ｃ）ｓ

（ｘｉ － μ ｃ） Ｔ（ｘｉ － μ ｃ） 是类内散度

矩阵，μ ｃ 是源域中属于类 ｃ 的样本均值。
１．４　 优化目标函数

本文算法是通过最小化重加权源域与目标域间

的分布差异（即公式（９））以及最小化类内间距（即
公式（１０））来得到具有判别性的样本，并尽可能保

留样本的数据属性（即公式（８）），进而提高目标域

的分类精度。 综合（８）至（１０）式，有

ｍａｘ
Ａ

ｔｒ（ＡＴＫＨＫＴＡ）

ｍｉｎ
Ａ
∑
Ｃ

ｃ ＝ ０
ｔｒ（ＡＴＫＭｃＫＴＡ）

ｍｉｎ
Ａ

ｔｒ（ＡＴＳＡ）

ì

î

í

ï
ïï

ï
ïï

此外，为了避免过拟合，加入正则化项，继而得到本

算法的目标函数［１７⁃２０］

ｍｉｎ
Ａ

∑
Ｃ

ｃ ＝ ０
ｔｒ（ＡＴＫＭｃＫＴＡ） ＋ ｔｒ（ＡＴＳＡ） ＋ μ‖Ａ‖２

Ｆ

ｔｒ（ＡＴＫＨＫＴＡ）
（１１）

式中， μ 是正则化参数。 注意到（１１） 式中的分子和

分母都是关于 Ａ的二次项，因此（１１） 式的解与 Ａ的

长度无关， 只与其方向有关。 不失一般性， 令

ＡＴＫＨＫＴＡ ＝ Ｉ，即让数据变换前后的方差保持不变，
维持各自的数据特征［１８］。 所以，最后的目标函数

为

ｍｉｎ
Ａ
∑
Ｃ

ｃ ＝ ０
ｔｒ（ＡＴＫＭｃＫＴＡ） ＋ ｔｒ（ＡＴＳＡ） ＋ μ‖Ａ‖２

Ｆ

ｓ．ｔ． ＡＴＫＨＫＴＡ ＝ Ｉ （１２）
　 　 根据约束优化理论，定义 Λ ＝ ｄｉａｇ（λ １，…，λ ｄ）
为拉格朗日乘子，（１２） 式所对应的拉格朗日函数为

Ｌ ＝ ｔｒ ＡＴ ∑
Ｃ

ｃ ＝ １
ＫＭｃＫＴ ＋ Ｓ( ) Ａ( ) ＋ μ‖Ａ‖２

Ｆ ＋

　 ｔｒ（（Ｉ － ＡＴＫＨＫＴＡ）Λ） （１３）

　 　 通过令
∂Ｌ
∂Ａ

＝ ０ 得到广义的特征值分解

∑
Ｃ

ｃ ＝ １
ＫＭｃＫＴ ＋ Ｓ ＋ μＩ( ) Ａ ＝ ＫＨＫＴＡΛ （１４）

　 　 求解等式（１４）得到的 ｄ 个最小的特征值对应

的特征向量组成的矩阵即为自适应矩阵 Ａ，且 Ｚ ＝
ＡＴＫ。
１．５　 ＤＳＳ 算法

输入 源域 Ｄｓ ＝ ｛（ｘｉ，ｙｉ）｝ ｎｓ
ｉ ＝ １， 目标域 Ｄｔ ＝

｛ｘ ｊ｝ ｎｔ
ｊ ＝ １，正则化参数 μ，子空间维度 ｄ
输出 分类准确率

开始

ａ） 计算核矩阵 Ｋ 和 Ｈ ＝ Ｉ － １
ｎｓ ＋ ｎｔ

ｈＴ；

ｂ） 求解（７） 式的二次规划函数，得到优化的权

重 β；计算（９） 式中Ｍｃ（ｃ ＝ ０，１，…，Ｃ） 和（１０） 式中

Ｓ ＝ ∑
Ｃ

ｃ ＝ １
∑

ｘｉ∈Ｄ（ｃ）ｓ

（ｘｉ － μ ｃ） Ｔ（ｘｉ － μ ｃ）；

·１３８·
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ｃ） 求 解 （１４） 式 ∑
Ｃ

ｃ ＝ １
ＫＭｃＫＴ ＋ Ｓ ＋ μＩ( ) Ａ ＝

ＫＨＫＴＡΛ，选择 ｄ 个最小的特征值对应的特征向量

组成的矩阵作为自适应矩阵 Ａ，将 ＡＴＫ 赋值给 Ｚ；
ｄ） 根据｛（ＡＴｋｉ，ｙｉ）｝ ｎｓ

ｉ ＝ １ 训练一个分类器 ｆ 来更

新目标域的伪标签 ｙ^，矩阵 Ｓ 和 Ｍｃ（ｃ ＝ ０，１，…，Ｃ）；
ｅ） 返回目标域的标签｛ｙ ｊ｝ ｎｔ

ｊ ＝ １；
ｆ） 使用 ｋ 近邻算法进行分类， 输出分类准

确率。
结束

２　 实验结果分析

２．１　 数据集

本文使用 ３ 个数据集：Ｏｆｆｉｃｅ１０ 数据集，Ｏｆｆｉｃｅ＋
Ｃａｌｔｅｃｈ 数据集，ＩｍａｇｅＣＬＥＦ 数据集。 表 １ 对这 ３ 个

数据集进行了描述。 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集的领域：
ａ（Ａｍａｚｏｎ，从网上商户下载的图片），ｗ（Ｗｅｂｃａｍ，由
网络相机拍摄低分辨率图像），ｄ（ＤＳＬＲ，数码单反

相机拍摄高分辨率图像），ｃ（Ｃａｌｔｅｃｈ⁃２５６）；Ｏｆｆｉｃｅ１０
数据集是 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集的部分，只包含 ａ，
ｗ，ｄ 领域；ＩｍａｇｅＣＬＥＦ 数据集源自 ＩｍａｇｅＣＬＥＦ ２０１４
领域适应挑战赛， 它的 ３ 个领域： ｉ （ ＩｍａｇｅＮｅｔ
ＩＬＳＶＲＣ ２０１２），ｐ （ Ｐａｓｃａｌ ＶＯＣ ２０１２），ｃ （ Ｃａｌｔｅｃｈ⁃
２５６）。 图 １ 和图 ２ 分别展示了 ３ 个数据集的部分图

像。 在实验中 Ｏｆｆｉｃｅ１０ 数据集和 ＩｍａｇｅＣＬＥＦ 数据集

采用图像的 ＳＵＲＦ 特征（８００ 维）。 ＳＵＲＦ 特征被证

明对噪声、位移、几何和光度变换具有很强的鲁棒

性。 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集采用图像的 Ｄｅｃａｆ⁃６ 深度

特征（在 ＩｍａｇｅＮｅｔ 上训练的卷积神经网络第 ６ 个全

连接层提取的 ４ ０９６ 维特征）。

表 １　 实验数据集

数据集
样本

个数

特征

维度

类别

个数
域

Ｏｆｆｉｃｅ１０ １ ４１０ ８００（ＳＵＲＦ） １０ ａ，ｗ，ｄ

Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ ２ ５３３ ４ ０９６（Ｄｅｃａｆ⁃６） １０ ａ，ｗ，ｄ，ｃ

ＩｍａｇｅＣＬＥＦ １ ８００ ２ ０４８（ＳＵＲＦ） １２ ｃ，ｉ，ｐ

图 １　 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集

图 ２　 ＩｍａｇｅＣＬＥＦ 数据集

２．２　 评价标准

本算法选用在目标域上的分类准确率作为算法

的评价标准，即准确率为

ｅ ＝
｛ｘ：ｘ ∈ Ｄｔ ∧ ｙ^（ｘ） ＝ ｙ（ｘ）｝

｛ｘ：ｘ ∈ Ｄｔ｝
２．３　 实验结果分析

实验 １　 方法比较

将本文算法与 ６ 种领域自适应方法（ＴＣＡ［１８］，
ＪＤＡ［１９］，ＴＪＭ［１７］，ＢＤＡ［２０］，ＤＩＣＤ－ Ｓ［３０］，ＤＴＪＭ［３１］ ） 进

行比较，设置参数：子空间维度 ｄ＝ ３０，正则化系数 μ
＝ １，迭代次数 Ｔ ＝ １０，权重上限 Ｂ ＝ １０，选用线性核

函数和 ２⁃近邻分类器对 ３ 个数据集采用 ７ 种迁移方

法进行比较，比较结果如表 ２ 至 ４ 所示。

表 ２　 Ｏｆｆｉｃｅ１０ 数据集分类准确率 ％

源域－目标域 ＴＣＡ ＪＤＡ ＴＪＭ ＢＤＡ ＤＩＣＤ－Ｓ ＤＴＪＭ ＤＳＳ
ａ⁃ｗ ４２．０３ ４１．０２ ４３．７３ ４０．６８ ４８．１４ ４３．０５ ４６．１０
ａ⁃ｄ ３７．５８ ４０．７６ ４２．６８ ３９．４９ ４０．１３ ４１．４０ ４７．１３
ｗ⁃ａ ３５．１８ ４０．５０ ３６．４３ ４０．２９ ３８．９４ ３４．７６ ４１．６５
ｗ⁃ｄ ８３．４４ ８３．４４ ８７．２６ ８４．７１ ８８．５４ ８４．０８ ８８．５４
ｄ⁃ａ ３３．４０ ３５．９１ ３４．１３ ３５．８０ ３６．９５ ３３．１９ ３７．８９
ｄ⁃ｗ ８３．０５ ８３．７３ ８０．３４ ８４．０７ ８６．４４ ８１．６９ ８６．１０

平均值 ５２．４５ ５４．２３ ５４．０９ ５４．１７ ５６．５２ ５３．０５ ５７．９０
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表 ３　 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集分类准确率 ％

源域－目标域 ＴＣＡ ＪＤＡ ＴＪＭ ＢＤＡ ＤＩＣＤ－Ｓ ＤＴＪＭ ＤＳＳ
ａ⁃ｗ ７４．５８ ７７．２９ ７５．５９ ７６．９５ ７２．８８ ７５．２５ ７７．６３
ａ⁃ｄ ８０．８９ ８５．９９ ８２．８０ ８５．９９ ８４．０８ ８３．４４ ８７．２６
ａ⁃ｃ ７９．３４ ８１．９２ ８２．３７ ８１．６６ ８２．９０ ８２．６４ ８３．３５
ｗ⁃ａ ８２．７８ ８９．８７ ８５．４９ ８９．９８ ７５．２６ ８６．３３ ９１．３４
ｗ⁃ｄ １００．００ ９９．３６ １００．００ ９９．３６ ９９．３６ ９９．３６ ９９．３６
ｗ⁃ｃ ７６．０５ ８２．２８ ７７．２０ ８２．０１ ８２．３７ ７８．０１ ８２．８１
ｄ⁃ａ ８８．２０ ９２．４８ ８７．８９ ９２．５９ ８５．８０ ８７．７９ ９２．０７
ｄ⁃ｗ ９８．３１ ９８．６４ ９８．３１ ９８．６４ ９８．６４ ９８．３１ ９８．６４
ｄ⁃ｃ ８０．８５ ８４．４２ ８０．０５ ８４．４２ ８３．０８ ８０．０５ ８４．５１
ｃ⁃ａ ９０．８１ ８９．０４ ９０．８１ ８９．８７ ９１．８６ ９０．７１ ９０．５０
ｃ⁃ｗ ７９．６６ ８２．３７ ８２．７１ ８２．９１ ７７．２９ ８１．６９ ８１．３６
ｃ⁃ｄ ７８．９８ ８０．２５ ８６．６２ ８０．２５ ８６．６２ ８６．６２ ８２．１７

平均值 ８４．２０ ８６．９９ ８５．８２ ８７．０４ ８５．００ ８５．８５ ８７．５８

表 ４　 ＩｍａｇｅＣＬＥＦ 数据集分类准确率 ％

源域－目标域 ＴＣＡ ＪＤＡ ＴＪＭ ＢＤＡ ＤＩＣＤ－Ｓ ＤＴＪＭ ＤＳＳ
ｃ⁃ｉ ８４．３３ ９０．３３ ８３．６７ ８９．５０ ８５．００ ８７．６７ ９０．３３
ｃ⁃ｐ ７１．６７ ７４．００ ７１．８３ ７３．８３ ７２．１７ ７４．１７ ７４．５０
ｉ⁃ｃ ９１．３３ ９２．１７ ９０．５０ ９２．１７ ９１．８３ ９２．３３ ９２．５０
ｉ⁃ｐ ７４．３３ ７５．８３ ７３．８３ ７５．６７ ７６．１７ ７５．３３ ７６．１７
ｐ⁃ｃ ８２．５０ ８０．５０ ８２．６７ ８０．５０ ８４．１７ ８３．８３ ８３．３３
ｐ⁃ｉ ７９．６７ ７８．１７ ７８．８３ ７８．８３ ８０．５０ ７９．３３ ７８．６１

平均值 ８０．６４ ８１．８３ ８０．２２ ８１．７５ ８１．６４ ８２．１１ ８２．６１

　 　 ＴＣＡ，ＪＤＡ，ＢＤＡ 均属于基于特征的域适应方

法，并未对源域中的样本进行加权。 从表中看出，
ＴＣＡ 的分类效果不如 ＪＤＡ 和 ＢＤＡ，原因是 ＴＣＡ 仅

减少了源域与目标域间的边缘分布差异，而 ＪＤＡ 和

ＢＤＡ 同时减少了边缘分布差异和条件分布差异，能
处理更多复杂的数据集。 所以同时减少领域间的边

缘分布差异和条件分布差异，更有利于对齐源域与

目标域，保留数据的本质属性。
ＤＩＣＤ－Ｓ 和 ＤＳＳ 均减少了域的分布差异，并最

小化类内距离，但 ＤＳＳ 算法对源域中的样本加权，
在样本选择上展现出更好的判别性，能够有效地将

固有的源域知识（特别是判别信息）迁移到目标域

中，进而提升分类性能。
表 ３ 采用数据集的 Ｄｅｃａｆ⁃６ 特征进行分类，显然

分类结果优于表 ２ 所采用的 ＳＵＲＦ 特征，说明深度

判别特征在某种程度上更能够保留样本的原有性质

和有效信息，减少领域分布差异，提高分类的准确

性。 从表 ２ 至 ４ 的实验结果看出，使用 ＤＳＳ 算法在

３ 个数据集（共 ２４ 个跨域集）上的平均分类准确率

较其他 ６ 种算法均有所提升，表明在跨域分类任务

上 ＤＳＳ 能较好地保留样本的统计属性，进而自适应

分类任务，是一个相对有效且鲁棒的算法。
实验 ２　 核函数比较

本实验讨论对不同跨域数据集选用不同核函数

的分类精确度比较，分别选用线性核函数、径向基核

函数和多项式核函数在 ３ 个数据集上使用本文算法

进行分析，结果如表 ５ 至 ７ 所示，线性核函数对 Ｏｆ⁃
ｆｉｃｅ１０ 数据集和 ＩｍａｇｅＣＬＥＦ 数据集的分类表现更

好；而径向基核函数对 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集的分类

表现更好。 所以可针对不同的数据集选择较优的核

函数。
表 ５　 Ｏｆｆｉｃｅ１０ 数据集在不同核函数下的分类准确率　 ％
源域－目标域 线性核函数 径向基核函数 多项式核函数

ａ⁃ｗ ４６．１０ ３９．６６ ４２．３７
ａ⁃ｄ ４７．１３ ４２．６８ ３２．２１
ｗ⁃ａ ４１．６５ ３８．７３ ３６．８５
ｗ⁃ｄ ８８．５４ ８９．１７ ９０．４５
ｄ⁃ａ ３７．８９ ３６．６４ ３２．８８
ｄ⁃ｗ ８６．１０ ８７．８０ ８７．４６

平均值 ５７．９０ ５５．７８ ５３．５４
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表 ６　 Ｏｆｆｉｃｅ＋Ｃａｌｔｅｃｈ 数据集在不同核函数下的

分类准确率 ％

源域－目标域 线性核函数 径向基核函数 多项式核函数

ｃ⁃ｉ ９０．３３ ９０．００ ８３．１７
ｃ⁃ｐ ７４．５０ ７５．５０ ７１．８３
ｉ⁃ｃ ９２．５０ ９２．３３ ９１．００
ｉ⁃ｐ ７６．１７ ７６．３３ ７５．００
ｐ⁃ｃ ８３．３３ ８５．００ ８３．１７
ｐ⁃ｉ ７８．６１ ８０．００ ８０．１７

平均值 ８２．６１ ８３．１９ ８０．７２

表 ７　 ＩｍａｇｅＣＬＥＦ 数据集在不同核函数下的

分类准确率 ％

源域－目标域 线性核函数 径向基核函数 多项式核函数

ａ⁃ｗ ７７．６３ ７８．３１ ７０．５１
ａ⁃ｄ ８７．２６ ８０．８９ ８０．２５
ａ⁃ｃ ８３．３５ ８０．０５ ７５．７８
ｗ⁃ａ ９１．３４ ９０．６１ ７８．８１
ｗ⁃ｄ ９９．３６ １００．００ １００．００
ｗ⁃ｃ ８２．８１ ８２．１０ ７４．４４
ｄ⁃ａ ９２．０７ ９２．２８ ８８．８３
ｄ⁃ｗ ９８．６４ ９８．３１ ９７．９７
ｄ⁃ｃ ８４．５１ ８１．７５ ７８．８１
ｃ⁃ａ ９０．５０ ９０．５０ ８９．８７
ｃ⁃ｗ ８１．３６ ８３．０５ ７３．９０
ｃ⁃ｄ ８２．１７ ８５．９９ ８１．５３

平均值 ８７．５８ ８６．９９ ８２．５６

实验 ３　 参数设置

本文在 Ｏｆｆｉｃｅ１０ 数据集上讨论 ４ 个参数设置情

况，分别取 ｋ 近邻分类器 ｋ ∈ ｛１，２，１０，２０，３０，…，
１５０｝，正则化系数 μ∈｛０．００１，０．０１，０．１，１，１０，１００｝，
权重上限 Ｂ ∈ ｛１，２，…，１１｝，子空间维度 ｄ ∈ ｛２０，
３０，…，１００｝。 由于源域和目标域的样本有不同的

分布并且目标域没有带标签的样本，所以不能通过

使用交叉验证法来自动调整目标分类器的最优参

数，因此本文采用控制变量法寻找出参数空间中的

最优结果：当取值为 μ ＝ １，ｄ ＝ ３０，Ｂ ＝ １０，ｋ ＝ ２ 时分

类效果最好。 图３分别展示了给定３个参数值，变换

剩余一个参数值的平均准确率变化趋势。
实验 ４　 收敛性与有效性分析

图 ４ 为使用 ７ 种算法在迭代次数取值为｛１，２，
…，２０｝的分类精度趋势。 除 ＴＣＡ 外，其余 ６ 种算法

通过迭代来改善分类准确率，所以在迭代初期这 ６
种算法的准确率都会有明显的梯度上升，当迭代次

数在 ８ 之后算法都趋于稳定，从而验证了本文算法

具有鲁棒性。

图 ３　 参数设置

图 ４　 算法收敛性分析

跨域分类任务的一个评判准则为类间低相似度

和类内高相似度，所以为了更直观地说明本文算法

的有效性，本实验对 Ｏｆｆｉｃｅ１０ 数据集源域 ａ 和目标

域 ｄ 进行相似度分析。 构造原样本空间和 ＴＣＡ，
ＤＩＣＤ－Ｓ，ＤＳＳ 嵌入子空间中样本的相似矩阵，为了

更好地观察，选择前 ３ 类样本，包含源域 ａ 样本 ２６８
个，目标域 ｄ 样本 ４５ 个（如图 ５ 所示，黑色代表相似

度低）。 在相似矩阵中，左上角子矩阵（［０，２６７］ ×
［０， ２６７］） 和右下角子矩阵 （［ ２６８， ３１２］ × ［ ２６８，
３１２］）分别表示源域和目标域的域内相似度，其中

对角块子矩阵（［０，９１］ ×［０，９１］，［９２，１７３］ ×［９２，
１７３］，［１７４，２６７］ ×［１７４，２６７］，［２６８，２７９］ ×［２６８，
２７９］，［２８０，３００］ ×［２８０，３００］，［３０１，３１２］ ×［３０１，
３１２］）表示源域或目标域中的类内相似度，其余子

矩阵为相同域的类间相似度；而右上角（［２６８，３１２］
×［０，２６７］）和左下角（［０，２６７］×［２６８，３１２］）表示域

间相似度。
与 ＴＣＡ 相比，ＤＩＣＤ－ Ｓ 和 ＤＳＳ 均减少了领域的

条件分布差异，所以表现出较好的类内相似性和类

间可分性。 为了更有利于目标域的分类，ＤＳＳ 对源

域中的样本进行加权，故从图 ５ｄ）中看出使用 ＤＳＳ
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图 ５　 相似度分析

算法得到的源域类内相似度更高，样本更具有判别

性，从而说明本文算法的有效性。
除了分析跨域集的相似度外，本文对 Ｏｆｆｉｃｅ１０

数据集中 ａ⁃ｗ 与 ａ⁃ｄ ２ 个跨域集的 ＭＭＤ 距离进行

度量，将 ＤＳＳ 算法与 ＢＤＡ、ＤＩＣＤ－ Ｓ、ＤＴＪＭ 比较，结
果如图 ６ 所示。

从图 ６ 可看出，随着迭代次数的增加，本文算法

的 ＭＭＤ 距离小于其他 ３ 种方法，即表明使用 ＤＳＳ
算法更能减少领域间的分布差异，从而验证了本文

算法的有效性。

图 ６　 跨域集的 ＭＭＤ 距离

３　 结　 论

本文提出基于判别性样本选择的无监督领域自

适应（ＤＳＳ）方法，旨在通过三方面来实现跨域自适

应：（１）将源域与目标域映射到同一子空间，减少两

域的边缘分布差异和条件分布差异；（２）对源域中

的某些样本重加权，使得选择的样本更具有判别性；
（３）减少源域的类内间距，从而使同类样本更聚集，
异类样本更分散。 最后通过对比实验可看出，ＤＳＳ
是一种有效且鲁棒的领域自适应方法。

本文算法虽然较前人结果上有了一定的改进，
但是仍有不足之处。 如本文算法中分类器仅选用 ｋ
近邻法，后续将尝试采用不同的分类方法来提高分

类精度。 随着目前深度学习的发展，各种深度学习

模型不断被提出，所以后续还会考虑扩展到深度迁

移学习方面的研究。
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［１１］ ＤＡＩ Ｗ， ＹＡＮＧ Ｑ， ＸＵＥ Ｇ Ｒ， ｅｔ ａｌ． Ｂｏｏｓｔｉｎｇ ｆｏｒ Ｔｒａｎｓｆｅｒ Ｌｅａｒｎｉｎｇ［Ｃ］∥Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍａｃｈｉｎｅ Ｌｅａｒｎｉｎｇ， ２００７
［１２］ ＨＵＡＮＧ Ｊ， ＳＭＯＬＡ Ａ Ｊ， ＧＲＥＴＴＯＮ Ａ， ｅｔ ａｌ． Ｃｏｒｒｅｃｔｉｎｇ Ｓａｍｐｌｅ Ｓｅｌｅｃｔｉｏｎ Ｂｉａｓ ｂｙ Ｕｎｌａｂｅｌｅｄ Ｄａｔａ ［ Ｃ］ ∥ Ｉｎｔｅｒｎａｔｉｏｎａｌ

Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ， ２００６
［１３］ ＴＡＮ Ｂ， ＳＯＮＧ Ｙ， ＺＨＯＮＧ Ｅ， ｅｔ ａｌ． Ｔｒａｎｓｉｔｉｖｅ Ｔｒａｎｓｆｅｒ Ｌｅａｒｎｉｎｇ［Ｃ］∥Ｔｈｅ ２１ｔｈ ＡＣＭ ＳＩＧＫＤＤ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ， ２０１５
［１４］ ＣＨＥＮ Ｍ， ＷＥＩＮＢＥＲＧＥＲ Ｋ Ｑ， ＢＬＩＴＺＥＲ Ｊ Ｃ． Ｃｏ⁃Ｔｒａｉｎｉｎｇ ｆｏｒ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ［Ｊ］． Ａｄｖａｎｃｅｓ ｉｎ Ｄａｔａ Ａｎａｌｙｓｉｓ ＆ Ｃｌａｓｓｉｆｉｃａ⁃

ｔｉｏｎ， ２０１１， ８（４）： １⁃２３
［１５］ ＪＩＡＮＧ Ｊ， ＺＨＡＩ Ｃ． Ｉｎｓｔａｎｃｅ Ｗｅｉｇｈｔｉｎｇ ｆｏｒ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ ｉｎ ＮＬＰ［Ｃ］∥Ｔｈｅ ４５ｔｈ Ａｎｎｕａｌ Ｍｅｅｔｉｎｇ ｏｆ ｔｈｅ Ａｓｓｏｃｉａｔｉｏｎ ｏｆ Ｃｏｍ⁃

ｐｕｔａｔｉｏｎａｌ Ｌｉｎｇｕｉｓｔｉｃｓ， ２００７
［１６］ ＪＩＡＮＧ Ｊ． Ａ Ｌｉｔｅｒａｔｕｒｅ Ｓｕｒｖｅｙ ｏｎ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ ｏｆ Ｓｔａｔｉｓｔｉｃａｌ Ｃｌａｓｓｉｆｉｅｒｓ［Ｊ］． Ｂｒｉｔｉｓｈ Ｊｏｕｒｎａｌ ｏｆ Ｐｓｙｃｈｉａｔｒｙ， ２００８， １３１（７）：

８３⁃８９
［１７］ ＬＯＮＧ Ｍ， ＷＡＮＧ Ｊ， ＤＩＮＧ Ｇ， ｅｔ ａｌ． Ｔｒａｎｓｆｅｒ Ｊｏｉｎｔ Ｍａｔｃｈｉｎｇ ｆｏｒ Ｕｎｓｕｐｅｒｖｉｓｅｄ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ［Ｃ］∥２０１４ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ

ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０１４
［１８］ ＰＡＮ Ｓ Ｊ， ＴＳＡＮＧ Ｉ Ｗ， ＫＷＯＫ Ｊ Ｔ， ｅｔ ａｌ． Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ ｖｉａ Ｔｒａｎｓｆｅｒ Ｃｏｍｐｏｎｅｎｔ Ａｎａｌｙｓｉｓ［Ｊ］． ＩＥＥＥ Ｔｒａｎｓ ｏｎ Ｎｅｕｒａｌ Ｎｅｔ⁃

ｗｏｒｋｓ， ２０１１， ２２（２）： １９９⁃２１０
［１９］ ＬＯＮＧ Ｍ， ＷＡＮＧ Ｊ， ＤＩＮＧ Ｇ， ｅｔ ａｌ． Ｔｒａｎｓｆｅｒ Ｆｅａｔｕｒｅ Ｌｅａｒｎｉｎｇ ｗｉｔｈ Ｊｏｉｎｔ Ｄｉｓｔｒｉｂｕｔｉｏｎ Ａｄａｐｔａｔｉｏｎ［Ｃ］∥ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎ⁃

ｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ， ２０１３
［２０］ ＷＡＮＧ Ｊ， ＣＨＥＮ Ｙ， ＦＥＮＧ Ｗ， ｅｔ ａｌ． Ｔｒａｎｓｆｅｒ Ｌｅａｒｎｉｎｇ ｗｉｔｈ Ｄｙｎａｍｉｃ Ｄｉｓｔｒｉｂｕｔｉｏｎ Ａｄａｐｔａｔｉｏｎ［ Ｊ］． ＡＣＭ Ｔｒａｎｓ ｏｎ Ｉｎｔｅｌｌｉｇｅｎｔ

Ｓｙｓｔｅｍｓ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， ２０１９， １（１）： １⁃２５
［２１］ ＧＲＡＵＭＡＮ Ｋ． Ｇｅｏｄｅｓｉｃ Ｆｌｏｗ Ｋｅｒｎｅｌ ｆｏｒ Ｕｎｓｕｐｅｒｖｉｓｅｄ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ［Ｃ］∥２０１２ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ

Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０１２
［２２］ ＪＨＵＯ Ｉ Ｈ， ＬＩＵ Ｄ， ＬＥＥ Ｄ Ｔ， ｅｔ ａｌ． Ｒｏｂｕｓｔ Ｖｉｓｕａｌ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ ｗｉｔｈ Ｌｏｗ⁃Ｒａｎｋ Ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ［Ｃ］∥Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ

ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０１３
［２３］ ＷＡＮＧ Ｊ， ＣＨＥＮ Ｙ， ＨＵ Ｌ， ｅｔ ａｌ． Ｓｔｒａｔｉｆｉｅｄ Ｔｒａｎｓｆｅｒ Ｌｅａｒｎｉｎｇ ｆｏｒ Ｃｒｏｓｓ⁃Ｄｏｍａｉｎ Ａｃｔｉｖｉｔｙ Ｒｅｃｏｇｎｉｔｉｏｎ［Ｃ］∥ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ

Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｐｅｒｖａｓｉｖｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｍｕｎｉｃａｔｉｏｎｓ， ２０１８
［２４］ ＧＲＥＴＴＯＮ Ａ， ＢＯＲＧＷＡＲＤＴ Ｋ Ｍ， ＲＡＳＣＨ Ｍ， ｅｔ ａｌ． Ａ Ｋｅｒｎｅｌ Ｍｅｔｈｏｄ ｆｏｒ ｔｈｅ Ｔｗｏ Ｓａｍｐｌｅ Ｐｒｏｂｌｅｍ［Ｃ］∥Ｎｅｕｒａｌ Ｉｎｆｏｒｍａｔｉｏｎ

Ｐｒｏｃｅｓｓｉｎｇ Ｓｙｓｔｅｍｓ， ２００８
［２５］ ＳＭＯＬＡ Ａ， ＧＲＥＴＴＯＮ Ａ， ＳＯＮＧ Ｌ， ｅｔ ａｌ． ａ Ｈｉｌｂｅｒｔ Ｓｐａｃｅ Ｅｍｂｅｄｄｉｎｇ ｆｏｒ Ｄｉｓｔｒｉｂｕｔｉｏｎｓ［Ｃ］∥Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｌｇｏ⁃

ｒｉｔｈｍｉｃ Ｌｅａｒｎｉｎｇ Ｔｈｅｏｒｙ， ２００７
［２６］ ＺＨＯＮＧ Ｅ， ＺＨＡＮＧ Ｋ， ＲＥＮ Ｊ， ｅｔ ａｌ． Ｃｒｏｓｓ Ｄｏｍａｉｎ Ｄｉｓｔｒｉｂｕｔｉｏｎ Ａｄａｐｔａｔｉｏｎ ｖｉａ Ｋｅｒｎｅｌ Ｍａｐｐｉｎｇ［Ｃ］∥ＡＣＭ ＳＩＧＫＤＤ Ｉｎｔｅｒｎａ⁃

ｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ＆ Ｄａｔａ Ｍｉｎｉｎｇ， ２００９
［２７］ ＱＵＡＮＺ Ｂ， ＨＵＡＮ Ｊ， ＭＩＳＨＲＡ Ｍ． Ｋｎｏｗｌｅｄｇｅ Ｔｒａｎｓｆｅｒ ｗｉｔｈ Ｌｏｗ⁃Ｑｕａｌｉｔｙ Ｄａｔａ： Ａ Ｆｅａｔｕｒｅ Ｅｘｔｒａｃｔｉｏｎ Ｉｓｓｕｅ［Ｊ］． ＩＥＥＥ Ｔｒａｎｓ ｏｎ

Ｋｎｏｗｌｅｄｇｅ ａｎｄ Ｄａｔａ Ｅｎｇｉｎｅｅｒｉｎｇ， ２０１２， ２４（１０）： １７８９⁃１８０２
［２８］ ＧＥＯＲＧＥ Ｃ， ＲＯＧＥＲ Ｌ Ｂ． Ｓｔａｔｉｓｔｉｃａｌ Ｉｎｆｅｒｅｎｃｅ［Ｍ］． ２ｎｄ ｅｄｉｔｉｏｎ． Ｂｅｉｊｉｎｇ： Ｃｈｉｎａ Ｍａｃｈｉｎｅ Ｐｒｅｓｓ， ２００２
［２９］ 刘建伟， 孙正康， 罗雄麟． 域自适应学习研究进展［Ｊ］． 自动化学报， ２０１４， ４０（８）： １５７６⁃１６００

ＬＩＵ Ｊｉａｎｗｅｉ， ＳＵＮ Ｚｈｅｎｇｋａｎｇ， ＬＵＯ Ｘｉｏｎｇｌｉｎ． Ｒｅｖｉｅｗ ａｎｄ Ｒｅｓｅａｒｃｈ Ｄｅｖｅｌｏｐｍｅｎｔ ｏｎ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ Ｌｅａｒｎｉｎｇ［Ｊ］． Ａｃｔａ
Ａｕｔｏｍａｔｉｃａ Ｓｉｎｉｃａ， ２０１４， ４０（８）：１５７６⁃１６００ （ｉｎ Ｃｈｉｎｅｓｅ）

［３０］ ＳＨＵＡＮＧ Ｌ， ＳＨＩＪＩ Ｓ， ＧＡＯ Ｈ， ｅｔ ａｌ． Ｄｏｍａｉｎ Ｉｎｖａｒｉａｎｔ ａｎｄ Ｃｌａｓｓ Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ Ｆｅａｔｕｒｅ Ｌｅａｒｎｉｎｇ ｆｏｒ Ｖｉｓｕａｌ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ
［Ｊ］． ＩＥＥＥ Ｔｒａｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇ， ２０１８， ２７（９）： ４２６０⁃４２７３

［３１］ ＰＥＮＧ Ｊ， ＳＵＮ Ｗ， ＭＡ Ｌ， ｅｔ ａｌ． Ｄｉｓｃｒｉｍｉｎａｔｉｖｅ Ｔｒａｎｓｆｅｒ Ｊｏｉｎｔ Ｍａｔｃｈｉｎｇ ｆｏｒ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ ｉｎ Ｈｙｐｅｒｓｐｅｃｔｒａｌ Ｉｍａｇｅ Ｃｌａｓｓｉｆｉｃａ⁃
ｔｉｏｎ［Ｊ］． ＩＥＥＥ Ｇｅｏｓｃｉｅｎｃｅ ａｎｄ Ｒｅｍｏｔｅ Ｓｅｎｓｉｎｇ Ｌｅｔｔｅｒｓ， ２０１９， １６（６）： ９７２⁃９７６

·６３８·



第 ４ 期 吴琳琳，等：基于判别性样本选择的无监督领域自适应方法

Ｕｎｓｕｐｅｒｖｉｓｅｄ Ｄｏｍａｉｎ Ａｄａｐｔａｔｉｏｎ Ｍｅｔｈｏｄ Ｂａｓｅｄ ｏｎ
Ｄｉｓｃｒｉｍｉｎａｎｔ Ｓａｍｐｌｅ Ｓｅｌｅｃｔｉｏｎ

ＷＵ Ｌｉｎｌｉｎ， ＰＥＮＧ Ｇｕｏｈｕａ， ＹＡＮ Ｗｅｉｄｏｎｇ
（Ｓｃｈｏｏｌ ｏｆ Ｍａｔｈｅｍａｔｉｃｓ ａｎｄ Ｓｔａｔｉｓｔｉｃｓ， Ｎｏｒｔｈｗｅｓｔｅｒｎ Ｐｏｌｙｔｅｃｈｎｉｃａｌ Ｕｎｉｖｅｒｓｉｔｙ， Ｘｉ′ａｎ ７１００７２， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｉｎ ｏｒｄｅｒ ｔｏ ｓｏｌｖｅ ｔｈｅ ｐｒｏｂｌｅｍ ｔｈａｔ ｌｏｗ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｃａｕｓｅｄ ｂｙ ｔｈｅ ｄｉｆｆｅｒｅｎｔ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｒａｉｎ⁃
ｉｎｇ ｓｅｔ ａｎｄ ｔｅｓｔ ｓｅｔ， ａｎ ｕｎｓｕｐｅｒｖｉｓｅｄ ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｄｉｓｃｒｉｍｉｎａｎｔ ｓａｍｐｌｅ ｓｅｌｅｃｔｉｏｎ （ＤＳＳ） ｉｓ
ｐｒｏｐｏｓｅｄ． ＤＳＳ ｐｒｏｊｅｃｔｓ ｔｈｅ ｓａｍｐｌｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄｏｍａｉｎｓ ｏｎｔｏ ａ ｓａｍｅ ｓｕｂｓｐａｃｅ ｔｏ ｒｅｄｕｃｅ ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｄｉｓｃｒｅｐａｎｃｙ
ｂｅｔｗｅｅｎ ｔｈｅ ｓｏｕｒｃｅ ｄｏｍａｉｎ ａｎｄ ｔｈｅ ｔａｒｇｅｔ ｄｏｍａｉｎ， ａｎｄ ｗｅｉｇｈｔｓ ｔｈｅ ｓｏｕｒｃｅ ｄｏｍａｉｎ ｉｎｓｔａｎｃｅｓ ｔｏ ｍａｋｅ ｔｈｅ ｓａｍｐｌｅｓ
ｍｏｒｅ ｄｉｓｃｒｉｍｉｎａｎｔ． Ｄｉｆｆｅｒｅｎｔ ｆｒｏｍ ｔｈｅ ｐｒｅｖｉｏｕｓ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｔｈｅ ｐｒｏｂａｂｉｌｉｔｙ ｄｅｎｓｉｔｙ ｅｓｔｉｍａｔｉｏｎ ｏｆ ｓａｍｐｌｅｓ， ＤＳＳ
ｔｒｉｅｓ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｓａｍｐｌｅ ｗｅｉｇｈｔｓ ｂｙ ｓｏｌｖｉｎｇ ａ ｑｕａｄｒａｔｉｃ ｐｒｏｇｒａｍｍｉｎｇ ｐｒｏｂｌｅｍ， ｗｈｉｃｈ ａｖｏｉｄｓ ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｅｓｔｉ⁃
ｍａｔｉｏｎ ｏｆ ｓａｍｐｌｅｓ ａｎｄ ｃａｎ ｂｅ ａｐｐｌｉｅｄ ｔｏ ａｎｙ ｆｉｅｌｄｓ ｗｉｔｈｏｕｔ ｓｕｆｆｅｒｉｎｇ ｆｒｏｍ ｔｈｅ ｄｉｍｅｎｓｉｏｎａｌ ｔｒｏｕｂｌｅ ｃａｕｓｅｄ ｂｙ ｈｉｇｈ⁃ｄｉ⁃
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