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摘　 要：水下目标识别是水下无人探测的一项核心技术，为提高水下自动目标识别准确率，提出基于

卷积神经网络的目标声呐图像识别方法，针对声呐图像特点，设计了融合图像显著区域分割和金字塔

池化的水下目标识别模型。 基于流形排序显著性检测方法分割和裁剪图像，减小输入数据维度并减

少图像背景对目标特征提取过程的干扰；通过堆叠卷积层和池化层，从原始声呐图像中自动学习目标

的高层语义信息，避免人工提取图像特征对有效信息的破坏；提出采用空间金字塔池化方法提取特征

图中的多尺度信息，弥补声呐图像细节信息少的缺陷，同时解决输入图像尺寸不一致的问题。 结果表

明，设计的卷积神经网络模型在实测声呐图像数据集上能够比常规卷积神经网络更准确、更快速地识

别水下目标。
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　 　 进入 ２１ 世纪，世界各强国纷纷借助无人水下航

行器（ｕｎｍａｎｎｅｄ ｕｎｄｅｒｗａｔｅｒ ｖｅｈｉｃｌｅ，ＵＵＶ）开展大规

模的海洋研究［１］。 声呐图像以其能够直观反映水

下场景信息的优势，成为 ＵＵＶ 实现自动目标识别

（ａｕｔｏｍａｔｉｃ ｔａｒｇｅｔ ｒｅｃｏｇｎｉｔｉｏｎ，ＡＴＲ）的重要途径。 但

同时，声呐图像分辨率低、有效特征难于提取，导致

水下目标识别准确率较低。
水下目标识别在过去几十年的研究中，以人工

设计并提取特征是主流方法［２⁃３］。 人工设计特征需

要具备专业领域知识，并在特征提取过程中不可避

免地丢失一部分关键信息，造成传统的基于人工特

征的声呐图像识别方法鲁棒性和泛化能力不足。
深度学习可以针对不同应用从训练数据中自主

学习到新的有效特征表示，并且将传统方法的特征

提取及分类步骤合并为一个端到端（ｅｎｄ ｔｏ ｅｎｄ）的
分类模型。 在 ２０１３ 年 Ｋａｍａｌ 等［４］ 利用深度置信网

络（ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋ，ＤＢＮ）模型对水下多类别目

标的回波数据进行分类。 ２０１７ 年，Ｆｅｒｇｕｓｏｎ 等［５］ 利

用深层神经网络对浅水环境水面船只辐射噪声进行

识别。 Ｗｉｌｌｉａｍｓ［６］使用基本的卷积神经网络（ｃｏｎｖｏ⁃
ｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ，ＣＮＮ）对侧扫声呐图像进行

分类实验，取得较高目标识别率。 宋达［７］ 利用主动

声呐探测的回波信号，使用时间序列样本和对应的

时频图像作为数据集，对蛙人、空目标、氧气瓶等目

标进行分类。 李琛等［８］ 采用子通道特征级联的方

法，在低信噪比条件下，使用多通道级联特征的深度

神经网络识别方法准确率显著高于基于支持向量机

（ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅ，ＳＶＭ）的识别方法。 综合国

内外研究现状来看，基于深度学习方法对声呐图像

的识别研究还很少见。
本文在常规卷积神经网络模型的基础上，提出

融合图像显著区域分割和金字塔池化的水下自动目

标识别模型。 在提高水下目标识别率的同时，加快

目标图像预测速度。

１　 卷积神经网络理论

卷积神经网络（ＣＮＮ）是深度学习领域中的一

类重要方法，主要应用于图像和视频分析的各种任

务上。 近年来，卷积神经网络广泛地应用到图像分

类、物体检测、自然语言处理、姿态估计和场景标记
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等诸多领域。
１．１　 卷积神经网络基本结构

卷积网络通常由卷积层（ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌａｙｅｒ）、
汇聚层（ ｐｏｏｌｉｎｇ ｌａｙｅｒ）和全连接层（ ｆｕｌｌｙ ｃｏｎｎｅｃｔｅｄ
ｌａｙｅｒ）交错堆叠而成，如图 １ 所示。 其中，卷积层利

用一定大小的卷积核对输入数据进行卷积操作，学
习输入数据的特征；汇聚层对卷积结果进行下采样

操作，实现小邻域的特征整合；全连接层对经过一系

列卷积和汇聚操作后的特征进行组合和分类，最终

完成图像识别任务。

图 １　 典型的卷积神经网络结构

对于采用卷积－池化－全连接结构的卷积神经

网络，用于训练和测试网络的所有图像大小必须一

致。 如果特征维数不统一，则会导致大部分图像的

特征维数与设定好的全连接层输入数据维数不匹

配，ＣＮＮ 无法正常执行运算而出现错误。
１．２　 卷积神经网络特征学习的原理

大量工作表明，通过 ＣＮＮ 学习到的特征表达相

比于传统的人工设计特征具有更强的判别性能，且
具有非常优秀的泛化性能。 近几年，一些研究工作

借助特征可视化手段，希望理解卷积神经网络的特

征学习过程。 其中，Ｚｅｉｌｅｒ 等［９］ 构建了一个 ８ 层的

卷积神经网络，在经过 ＩｍａｇｅＮｅｔ 数据集训练后，利
用 Ｄｅｃｏｎｖｎｅｔ［１０］ 对卷积网络中各个层的特征图进行

反卷积并可视化处理，再将可视化的结果与图像对

应的像素块进行对比，结果如图 ２ 所示。

图 ２　 卷积神经网络学习特征的可视化

从图 ２ 中可以发现，卷积神经网络的浅层部分

（如第 ２ 层）提取了图像中的颜色和边缘等低层次

特征，第 ３ 层出现较为复杂的纹理特征，而卷积神经

网络的深层部分（第 ４ 层和第 ５ 层）则提取到图像

中物体较为完整的轮廓和形状特征。 在经过多层处

理后，初始的“低层”特征逐渐转化为“高层”特征表

示，利用简单的分类器即可完成复杂的分类任务。
总体来说，ＣＮＮ 经过训练后学习到的信息是具有辨

别性的关键特征，而图像的背景信息几乎被忽略了。

２　 声呐图像识别卷积神经网络建模

尽管已经存在很多针对光学图像识别的 ＣＮＮ
模型，但是 Ｗｏｌｐｅｒｔ 和 Ｍａｃｅｒｄａｙ 提出的“没有免费午

餐定理”指出，不存在一种通用的学习算法适合于

任何领域的任务和问题。 所以针对声呐图像识别问

题，需要结合实际建立合理的卷积神经网络模型。
图 ３ 是本文针对声呐图像特点及数据集大小，设计

和提出的卷积神经网络模型结构的示意图。 图中标

示了在模型结构设计中考虑的 ３ 个部分，从声呐图

像识别的整个流程出发，分别在数据输入模块、特征

提取模块以及特征分类输出模块，为提高声呐图像

识别准确率做了改进工作。 下面将分别对这 ３ 个部

分的改进做详细阐述，给出每部分的设计思想以及

实现细节。

图 ３　 针对声呐图像识别的模型结构设计框图

２．１　 数据输入模块改进

在 １．２ 节中提到，ＣＮＮ 学习的主要是图像上具

有辨别性的关键特征信息，而图像背景信息几乎被

忽略了。 如果直接将原始声呐图像作为 ＣＮＮ 网络

的输入，不但会因为图像尺寸较大引起后续繁重的

运算量，增加网络训练和图像预测时间，还可能因为

图像背景信息的干扰影响网络对目标的正确分类。
相对而言，人类视觉系统经过长期进化发展出

一个重要特性，就是将有限的视觉处理资源优先分

·６８２·
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配到整个环境中大脑最感兴趣的目标或区域上［１１］。
本文借鉴人类视觉的这种特性，提出在网络输入层

对原始输入图像作显著性分割，通过使 ＣＮＮ 关注声

呐图像中影响分类决策的重点区域，提高目标识别

准确率和效率。
对于每幅声呐图像，依据区域显著性原则，将图

像裁剪为尺寸任意的目标区域图像，再输入网络特

征提取模块。 以 １ 幅快艇的声呐图像为例，本文采

用基 于 流 行 排 序 （ ｇｒａｐｈ⁃ｂａｓｅｄ ｍａｎｉｆｏｌｄ ｒａｎｋｉｎｇ，
ＧＭＲ） 的显著性检测方法［１２］ 对声呐图像 进行目标

区域检测，检测结果如图 ４ 所示。 图 ４ａ）是原始声

呐图像，图 ４ｂ）是对应的显著性图，灰度值越大在图

中表现得越明亮。 可以看到，水下目标所在区域被

准确的凸显出来。

图 ４　 声呐图像目标区域检测

在完成图像显著性检测后，采用 Ｏｔｓｕ 阈值分割

方法，将显著性图转换为二值图像。 图 ５ａ） 是图

４ｂ）所示显著性图二值化处理后的结果，并使用最

小外接矩形将二值图像分为目标区域和非目标区

域，矩形框内为目标区域。 参照二值图像分割结果，
将原始声呐图像 Ｉ 中的目标区域裁剪出来，丢弃背

景区域图像，裁剪结果如图 ５ｂ）所示。 可以看到，裁
剪后的图像相对原始图像尺寸小了很多。

图 ５　 声呐图像区域分割和裁剪

２．２　 特征提取模块设计准则

卷积神经网络具有非常灵活的结构，而网络的

设计又缺少足够的理论支持，一般都是针对特定数

据集对网络结构不断进行测试和优化，以期获得良

好的性能。 通过分析最近几年卷积神经网络的改进

方法，本文总结了卷积模块设计的几条准则：
１） 在保证网络性能的前提下要尽可能地减少

模型的参数量。 考虑到本文实验用的声呐图像数据

集中图像数量远远少于光学图像数据集，所以采用

较少的网络层数，同时减少滤波器的数量，以降低网

络的复杂度；
２） 避免使用较大的卷积核。 较大的卷积核会

引起模型参数量的增加，还会损失图像中的细节信

息。 声呐图像中的细节信息原本较少，所以在卷积

层倾向于使用较小的卷积核去做目标特征提取；
３） 池化层会不断减小数据的空间大小，间接减

少了参数数量，在一定程度上控制了过拟合。 但由

于池化层过快地减小了数据维数，同时会损失原始

数据特征，所以在应用中需要减少池化层的使用。
２．３　 特征分类模块改进

常规的卷积神经网络在特征提取模块后会直接

连接数个全连接层，然后输出分类结果。 而本文设

计的声呐图像识别模型，在特征提取模块和全连接

层之间，加入一个金字塔池化层 （ ｓｐａｔｉａｌ ｐｙｒａｍｉｄ
ｐｏｏｌｉｎｇ，ＳＰＰ），如图 ３ 所示。 在特征分类模块加入

金字塔池化层有 ２ 点考虑：①解决输入图像尺寸大

小不一的问题；②对于声呐图像有效信息少、目标尺

寸差异大等特点，利用 ＳＰＰ 层提取多尺度特征，并
通过融合多尺度特征提高分类效果。

对于 ＣＮＮ 输入图像尺寸必须统一的问题，空间

金字塔池化［１３］ 给出了更有效的解决办法。 ＳＰＰ 方

法的原理如图 ６ 所示，从下往上是网络的输入到输

出方向。 以深度为 ２５６ 的特征映射组为例说明 ＳＰＰ
层的处理过程，特征映射组的高度和宽度任意。 进

入 ＳＰＰ 层，最左边蓝色窗格将特征映射组的每一通

道分成 １６ 块，这样就将特征映射组分成 １６×２５６ 份；
中间的绿色窗格和右边紫色窗格同理，分别将特征

映射分成 ４×２５６ 份和 １×２５６ 份。 划分之后，对每一

份分别做池化操作，特征映射组就被变换成 ２５６×２１
维的矩阵，在输入全连接层前将被拉伸为长度 ５ ３７６
的特征向量。 这样就保证不论初始输入数据的维数

如何，通过 ＳＰＰ 层，数据在进入全连接层前都被统

一到相同的维数，也就解决了显著性分割和裁剪导

致输入特征提取模块的声呐图像大小不统一的

问题。

·７８２·
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图 ６　 空间金字塔池化方法原理

此外，不同于普通的池化层，空间金字塔池化层

使用多种采样尺度。 ＳＰＰ 的划分可以根据应用的需

要而自由设定，例如图 ６ 中是 ３ 级金字塔，采样窗口

的尺寸分别为 ４×４，２×２ 和 １×１。 通过对特征图进

行多种窗口尺寸和步长的下采样，得到一系列尺度

不一的新的特征图，将这些特征图的每个单元拼接

起来融合成一个新的向量，既包含高层语义信息又

包含空间信息。 因此将该特征向量送入全连接层，
可以提高目标识别准确率。
２．４　 设计的声呐图像识别模型结构

综合 ２．１ 至 ２．３ 节的设计思想，最终设计的声呐

图像识别卷积神经网络模型采用 ６ 层结构（不含输

入层），包括 ３ 个卷积层，１ 个金字塔池化层，１ 个全

连接层以及 １ 个输出层。 每层滤波器数量随着网络

层数加深逐渐增加，池化层采用均值池化，金字塔层

采用最大下采样。
网络参数初始化采用 Ｈｅ 方法［１４］，连接权重按

照 Ｎ（０， ２ ／ ｎ（ ｌ－１） ）的高斯分布进行初始化，利用交

叉熵代价函数计算网络实际输出与样本标签之间的

差异，通过反向传播算法自后向前传递误差，再利用

Ａｄａｍ 优化算法［１５］迭代更新网络参数值。 当网络训

练结束，将网络中的参数保存下来并用于声呐图像

目标识别测试。

３　 实验与分析

３．１　 实验数据

由于声呐图像采集实验成本高昂，水下目标识

别领域至今没有一个公开和统一的声呐图像数据

集。 为了进行本文的图像处理和识别研究工作。 首

先搜集到一定数量的 Ｅｃｈｏｓｃｏｐｅ 声呐在数次海试中

对水下不同目标的成像结果，然后对这些声呐图像

进行筛选并分门别类，最终得到 ９ 类真实目标的声

呐图像。 这些水下目标包括工程基石、潜水员、水下

机器人、快艇残骸、沉船、飞机残骸和坦克残骸等，每
类数据选择一幅图像展示，如图 ７ 所示。

图 ７　 声呐图像数据集

９ 类水下目标共有 ２ ９１５ 张声呐图像。 每一个

水下目标样本，都将以图像形式输入深度学习模型。
通过人工标注方式，对 ９ 类目标图像分别标记为 ０～
８。 在分类实验中，将数据集分为不存在交集的 ３ 个

部分：训练集 （ ｔｒａｉｎｉｎｇ ｄａｔａｓｅｔ）、验证集 （ ｖａｌｉｄａｔｉｏｎ
ｄａｔａｓｅｔ）和测试集（ｔｅｓｔ ｄａｔａｓｅｔ）。
３．２　 声呐图像识别结果

采用 ２．４ 节中给出的声呐图像识别模型，在经

过显著性分割和裁剪的声呐图像上进行特征学习和

分类。 网络训练时，统计每一次迭代网络在训练集

和验证集上的损失，以及在验证集的识别率，在训练

完毕后绘制网络训练过程曲线。 图 ８ 是网络在训练

集上的表现，从图中可以看出，训练集损失随着网络

训练迭代次数增加整体上迅速下降，经过 １ ０００ 次

迭代后趋于 ０，只在个别数据上损失较大，说明模型

已经收敛，对训练集数据拟合得很好。

·８８２·
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图 ８　 网络模型在训练集上的损失随迭代次数变化

图 ９ 是网络在验证集上的训练曲线，从图 ９ａ）
可以看出，在 ２ ０００ 次迭代后，损失函数值整体趋于

稳定，仅在部分数据上损失较大；随着迭代次数增

加，网络在验证集上的识别准确率在前 ２ ０００ 次迭

代中迅速增高，之后趋于稳定，整体在 ０．８ ～ １．０ 之

间，说明模型的泛化能力较好，并没有出现过拟合的

现象。 综合模型在训练集和验证集上的表现，可以

认为模型训练成功。

图 ９　 设计的 ＣＮＮ 网络模型在验证集上的训练曲线

网络模型训练完成后，在测试集上对 ９ 类水下

目标声呐图像进行分类实验。 依据显著性裁剪的图

像输入网络后，会通过 Ｓｏｆｔｍａｘ 分类器输出一组关

于目标类别的分类概率，选择置信度最大的类别作

为测试图像预测类别。 通过将模型在测试集上的全

部预测结果与图像真实类别的标签进行比较，计算

目标图像总体识别准确率达到 ８９．５２％。 此外，统计

了实验中 ＣＮＮ 对 １ ５６５ 幅声呐图像预测总时间，计
算出网络处理 １ 幅图像的平均时间为 ３４．３ ｍｓ，说明

识别模型具有良好的实时性。
３．３　 网络改进的有效性验证

设计的声呐图像识别网络模型不同于常规的卷

积神经网络，输入数据经过显著性分割处理，且在全

连接层前加入金字塔池化层。 为了验证这种结构改

进的有效性，将其同另外 ３ 种网络结构进行对比实

验：网络 Ａ 是通常的卷积神经网络，输入图像不做

分割处理，且没有加入金字塔池化层。 网络 Ｂ 仅对

输入图像做显著性裁剪处理，没有金字塔池化层，为
了避免网络运行出错，对裁剪后的图像强制缩放到

同样尺寸。 网络 Ｃ 不对输入图像做显著性分割，但
是在全连接层前加入金字塔池化层，主要用来考察

金字塔池化层的作用效果；网络 Ｄ 即在第 ２ 节设计

的网络模型结构，对输入图像做显著性分割，且在全

连接层前加入金字塔池化层。
在同一个声呐图像数据集上，对每种网络结构

重复进行 ５ 次实验，取 ５ 次测试集上识别准确率的

平均值作为最终的识别结果，列在表 １ 中。
表 １　 不同网络模块配置下的声呐图像识别结果

网络结构类型 准确率 ／ ％
单图预测

时间 ／ ｍｓ
Ａ（不做图像分割和金字塔池化） ７８．０８ ５９．４
Ｂ（图像分割但不做金字塔池化） ８１．５０ ５８．９
Ｃ（图像不分割但做金字塔池化） ８４．９１ ４８．３

Ｄ（图像分割且金字塔池化） ８９．５２ ３４．３

由表 １ 实验结果可见，本文设计的结合显著性

分割和金字塔池化的网络模型对声呐图像数据集的

识别准确率最高，比通常的卷积神经网络结构 Ａ 的

识别率高出 １１．４４％。 对比网络 Ｂ 和网络 Ａ，图像显

著性分割使识别准确率提高 ３．４２％；对比网络 Ｃ 和

网络 Ａ，金字塔池化显著提高了识别率，原因有两

点：①３ 层的金字塔池化可以从卷积特征图中抽取

到更多层次的特征，对特征做了进一步整合，加强了

目标特征并具有更强鲁棒性；②金字塔池化的使用

减少了全连接层参数，减轻了过拟合。
此外，统计并计算了不同结构设置下网络对单

幅图像的测试时间，同样列在表 １ 中。 从单幅图像

·９８２·
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的预测时间上来看，网络 Ａ 和网络 Ｂ 的时间相近，
因为它们的网络结构和输入的图像尺寸是一样的；
而网络 Ｃ 因为使用了金字塔池化，减少了全连接层

的计算量，所以预测时间有所减少；而本文设计的网

络模型在单幅图像的预测时间上是最短的，约为网

络 Ａ 预测时间的一半，这得益于更小的图像输入尺

寸以及金字塔池化层的运用。 可见本文提出的深度

学习方法能够从大量图像样本中自动提取充分的目

标特征，且识别率高，预测速度快。

４　 结　 论

本文针对声呐图像特点，提出基于卷积神经网

络目标声呐图像识别方法，设计了融合图像显著区

域分割和金字塔池化的水下目标识别模型。 利用显

著性检测方法和金字塔池化层改进网络模型结构，
结合交叉熵损失函数适用于多分类问题的优点以及

Ａｄａｍ 优化算法自适应调整学习率、加速网络收敛

的优势，充分发挥卷积神经网自主学习图像特征的

能力，有效提高水下目标识别准确率。 在实测声呐

图像数据集上的实验表明，所提方法在 ９ 类目标识

别任务上能达到 ８９．５２％的正确识别率，高于未做改

进的 ＣＮＮ 网络，且单幅图像预测时间为 ３４．３ ｍｓ，仅
为常规 ＣＮＮ 网络预测时间为一半。 实验结果表明，
本文设计的卷积神经网络模型在提高水下目标识别

率的同时，加快了目标图像预测速度。
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