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一种基于 ＭＳＤＣＮＮ⁃ＬＳＴＭ 的设备 ＲＵＬ 预测方法

刘畅， 陈雯柏

（北京信息科技大学 自动化学院， 北京　 １００１９２）

摘　 要：针对设备剩余使用寿命（ＲＵＬ）预测过程中数据维度高，时间序列相关性信息难以充分考虑的

实际应用需求，提出一种多尺度深度卷积神经网络和长短时记忆网络融合（ｍｕｌｔｉ⁃ｓｃａｌｅ ｄｅｅｐ ｃｏｎｖｏｌｕ⁃
ｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ， ＭＳＤＣＮＮ⁃ＬＳＴＭ）的设备剩余寿命预测方法。 对传感

器数据进行标准化和滑动时间窗口处理得到输入样本；采用基于多尺度深度卷积神经网络

（ＭＳＤＣＮＮ）提取空间详细特征，采用长短时记忆网络（ＬＳＴＭ）提取时间相关性特征以进行有效的预

测。 基于商用模块化航空推进系统仿真数据集的实验表明，相较于其他最新方法，文中提出的方法取

得了较好的预测结果，尤其是对于故障模式和运行条件复杂的设备寿命预测需求，该方法效果明显。
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　 　 预测与健康管理系统（ｐｒｏｇｎｏｓｉｓ ａｎｄ ｈｅａｌｔｈ ｍａｎ⁃
ａｇｅｍｅｎｔ，ＰＨＭ））旨在通过模型和算法监测、预测和

管理系统的健康状态。 如今设备朝着大型化、复杂

化方向发展，故障问题不可避免。 作为 ＰＨＭ 的核

心研究问题之一，剩余寿命预测 （ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ
ｌｉｆｅ，ＲＵＬ）可以为设备建立最佳维护策略提供决策

支持［１］。
对于复杂的系统，例如涡轮发动机，由于其结构

复杂，故障模式多种多样以及操作条件的不确定性，
难以建立物理失效模型［２］。 基于数据驱动的方法

无需先验知识和复杂的物理建模过程［３］，逐渐成为

ＲＵＬ 预测的主流方法。 通过分析设备的传感器监

测数据，从而挖掘设备性能下降的内在规律。
机器学习具有强大的函数映射能力和数据处理

能力，在基于数据驱动的 ＲＵＬ 预测中得到了广泛应

用， 如 支 持 向 量 回 归 （ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｅｇｒｅｓｓｉｏｎ，
ＳＶＲ） ［４］， 深 度 置 信 网 络 （ ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋ，
ＤＢＮ） ［５］ 和深度可分离卷积网络 （ ｄｅｅｐ ｓｅｐａｒａｂｌｅ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋ，ＤＳＣＮ） ［６］ 的预测方法。 然而

这些方法没有很强的特征提取能力。 Ｂａｂｕ 等［７］ 首

次尝试使用卷积神经网络（ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔ⁃
ｗｏｒｋ，ＣＮＮ）预测发动机的 ＲＵＬ，提高了自动提取多

维特征的能力。 然后，Ｌｉ 等［８］ 通过使用深度 ＣＮＮ
（ＤＣＮＮ）结构以及时间窗口数据处理来提高预测精

度。 为了使 ＣＮＮ 模型学习更详细的特征，Ｌｉ 等［９］

提出了具有不同卷积核大小的 ＤＣＮＮ（ＭＳ⁃ＤＣＮＮ）。
但是，这些方法忽略了传感器状态监测数据的时间

相关性。
对于时间序列的学习，ＬＳＴＭ 网络使用门控机

制和递归单元结构，具有很强的信息存储能力，同时

也避免了递归神经网络的梯度消失问题。 Ｚｈｅｎｇ
等［１０］通过 ＬＳＴＭ 模型来预测航空发动机的 ＲＵＬ。 由

于时间序列中的随机性和非平稳性，仅 ＬＳＴＭ 网络

无法获得更好的结果。 所以 Ｋｏｎｇ 等［１１］ 提出 ＣＮＮ
和长短时记忆网络（ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ，ＬＳＴＭ））
融合的算法，来学习空间时间特征。 Ｘｉａ 等［１２］ 提出

了一种基于卷积双向长短时记忆且具有多个时间窗

口的整体框架（ＭＴＷ ＣＮＮ⁃ＢＬＳＴＭ ｅｎｓｅｍｂｌｅ）。 但是
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对于高维空间数据的潜在特征和有效信息提取能力

不足，ＲＵＬ 预测受到模型精度的影响。
因此，本文提出了一种基于多尺度深度卷积神

经网络和长短时记忆网络融合 （ ｍｕｌｔｉ⁃ｓｃａｌｅ ｄｅｅｐ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ
ｍｅｍｏｒｙ，ＭＳＤＣＮＮ⁃ＬＳＴＭ）的剩余寿命预测方法来提

高预测精度。 首先通过最小－最大标准化和滑动时

间窗口处理原始传感器监测数据；然后 ＭＳＤＣＮＮ 模

型对处理后的数据进行不同尺度特征学习，ＬＳＴＭ
增强了设备退化期间时间序列的记忆能力，并实现

ＲＵＬ 预测；最后在商用模块化航空推进系统仿真

（ ｃｏｍｍｅｒｃｉａｌ ｍｏｄｕｌａｒ ａｅｒｏ⁃ｐｒｏｐｕｌｓｉｏｎ ｓｙｓｔｅｍ ｓｉｍｕｌａ⁃
ｔｉｏｎ，Ｃ⁃ＭＡＰＳＳ） 数据集上证明了所提出方法的有

效性。

１　 ＭＳＤＣＮＮ 模型

ＣＮＮ 有局部感知和参数共享的特点，在特征提

取方面有很大的优势。 用于监测设备运行状态的多

个传感器采集到的数据包含大量信息，因此使用

ＭＳＤＣＮＮ 来提取更多详细特征。 ＭＳＤＣＮＮ 由多层

ＭＳＣＮＮ 组成。 一维 ＭＳＣＮＮ 结构图如图 １ 所示。

图 １　 一维 ＭＳＣＮＮ 结构图

在本研究中，输入数据是二维向量，用长和宽

表示：长为特征数量，宽为每个特征的时间序列。 二

维数据经过时间窗口处理后，得到的每个样本尺寸

表示为 （Ｎｗ，ｍ），其中Ｎｗ 表示窗口大小，ｍ表示特征

数量。 一维多尺度卷积层包括与输入样本卷积的多

尺度卷积核和生成的特征映射图。 一维卷积核是二

维向量，长为设置的不同尺度卷积核 Ｆ１，Ｆ２，Ｆ３，宽
与输入数据的宽度相同（ｍ）， 卷积核的个数均为

Ｆｎ。 Ｆ１，Ｆ２，Ｆ３ 同时对输入数据沿时间序列方向进

行卷积操作，步长为 １。 为了使多尺度卷积后的输

出保持相同的维度，使用了零填充的方法。 在卷积

操作后均使用激活函数来增加模型的非线性。 每个

尺度的卷积操作表示为

ｘｕ，ｖ ＝ ϕ（ｗＴ
ｕ，ｖＸｉ：ｉ ＋Ｎｗ－１

＋ ｂｕ，ｖ），

ｕ ＝ １，２，３；０ ＜ ｖ ≤ Ｆｎ，ｖ ∈ Ｚ （１）
式中： ϕ 表示非线性激活函数；ｗｕ，ｖ 和 ｂｕ，ｖ 分别表示

第 ｕ 个尺度中第 ｖ 个的卷积核的权重和偏置项。
每个尺度的卷积核得到的特征图可以表示为

ｘｕ ＝ ｛ϕ（ｗＴ
ｕ，１Ｘｉ：ｉ ＋Ｎｗ－１

＋ ｂｕ，１），ϕ（ｗＴ
ｕ，２Ｘｉ：ｉ ＋Ｎｗ－１

＋ ｂｕ，２），

　 …，ϕ（ｗＴ
ｕ，Ｆｎ

Ｘｉ：ｉ ＋Ｎｗ－１
＋ ｂｕ，Ｆｎ

）｝，ｕ ＝ １，２，３

（２）
　 　 最后每个尺度得到的特征图拼接在一起作为下

一层的输入。 因此，每个样本经 ＭＳＣＮＮ 模型处理，
得到的输出尺寸为 （Ｎｗ，Ｆｎ × ３）。 ＭＳＣＮＮ模型的多

尺度结构，可以对空间不同尺度特征提取，以便获取

更详细的特征。

２　 ＬＳＴＭ 模型

ＬＳＴＭ 模型适用于处理时间序列信息，广泛用

于机器学习，语音识别和自然语言处理等领域［１３］。
ＬＳＴＭ 模型可以更好地学习时间序列长短期之间的

关系，它由输入层、隐藏层和输出层组成，有 ３ 个门

控单元和记忆单元，如图 ２ 所示。

图 ２　 ＬＳＴＭ 结构图

图 ２ 中， 􀭹Ｃ ｔ 表示当前临时记忆单元；ｈｔ 表示状

态输出单元；ｉｔ 为输入门，ｏｔ 为输出门，ｆｔ 为遗忘门，ｘｔ

表示 ｔ 时刻的时间序列，那么每个控制阈值的状态

可以用下面的公式表示

当前的临时记忆单元
􀭹Ｃ ｔ ＝ ｔａｎｈ（ｗｘｃｘｔ ＋ ｗｈｃｈｔ －１ ＋ ｂｃ） （３）

　 　 记忆单元：此刻保留着重要长期记忆的细胞

状态

Ｃ ｔ ＝ ｆｔＣ ｔ －１ ＋ ｉｔ􀭹Ｃ ｔ （４）
　 　 输入门：有选择地将新信息记录到单元中

ｉｔ ＝ σ（ｗｘｉｘｔ ＋ ｗｈｉｈｔ －１ ＋ ｗｃｉｃｔ －１ ＋ ｂｉ） （５）

·８０４·
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　 　 遗忘门：选择性地遗忘单元状态中的信息

ｆｔ ＝ σ（ｗｘｆｘｔ ＋ ｗｈｆｈｔ －１ ＋ ｗｃｆｃｔ －１ ＋ ｂｆ） （６）
　 　 输出门

ｏｔ ＝ σ（ｗｘｏｘｔ ＋ ｗｈｏｈｔ －１ ＋ ｗｃｏｃｔ －１ ＋ ｂｏ） （７）
　 　 输出

ｈｔ ＝ ｏｔ·ｔａｎｈ（ｃｔ） （８）
式中： σ表示 ｓｉｇｍｏｉｄ激活函数；ｗｘｃ，ｗｈｃ，ｗｘｉ，ｗｈｉ，ｗｃｉ，
ｗｘｆ，ｗｈｆ，ｗｃｆ，ｗｘｏ，ｗｈｏ，ｗｃｏ 表示权重；ｂｃ，ｂｉ，ｂｆ，ｂｏ 表示

偏置项。 ＬＳＴＭ 中包含很多神经元，神经元彼此交

换信息以实现时间连接以提取数据的时间依赖性特

征，并在每一层后面添加激活函数。 此外，每个神经

元的输出不仅在下一刻循环进入自身，还与其他神

经元共享。 使用 Ａｄａｍ 优化算法更新模型的权重。
最后，在 ＬＳＴＭ 模型后添加一个神经元，代表 ＲＵＬ
的输出值。

３　 基于 ＭＳＤＣＮＮ⁃ＬＳＴＭ 的剩余寿命
预测方法

３．１　 数据处理

多个传感器监测到的数据维度高，具有不同量

纲，所以首先使用最小－最大标准化方法将数据统

一到［－１，１］的范围内。 假设传感器监测到的数据

为 Ｘ ＝ ［Ｘ１，Ｘ２，…，Ｘ ｉ，…，Ｘｎ］ ∈ Ｒｍ×ｎ，其中 ｍ 为传

感器的数量，ｎ 为时间序列的长度。 设备运行到第 ｉ
个周期时对应 ｍ 维传感器测量值可以表示为 Ｘｉ ＝
［ｘｉ，１，ｘｉ，２，…，ｘｉ，ｊ，…，ｘｉ，ｍ］ ∈ Ｒｍ×１。 每个测量值 ｘｉ，ｊ

经过最小 － 最大标准化处理［１４］，可以表示为

􀭴ｘｉ，ｊ ＝
２（ｘｉ，ｊ － ｘ ｊ

ｍｉｎ）
（ｘ ｊ

ｍａｘ － ｘ ｊ
ｍｉｎ）

－ １ （９）

式中： 􀭴ｘｉ，ｊ 表示标准化处理后的数据；ｘ ｊ
ｍｉｎ 和 ｘ ｊ

ｍａｘ 分别

表示第 ｊ 个传感器监测到数据的最小值和最大值。
标准化后的数据经过时间窗口处理。 由于监测

数据是多变量时间序列，包含更多的信息。 所以通

过时间窗口的大小来确定输入模型序列的尺寸，处
理过程如图 ３ 所示。 大小为 Ｎｗ 的窗口沿着时间序

列滑动，每滑动一个单元将会反馈滑块内的数据，这
些数据作为预测模型的输入。

在数据处理过程中，时间窗口得到的数据之间

的连接可以表示为［８］

Ｘ ｉ：ｉ ＋Ｎｗ－１
＝ ｘｉ ⊕ ｘｉ ＋１ ⊕ … ⊕ ｘｉ ＋Ｎｗ－１ （１０）

式中： Ｘ ｉ：ｉ ＋Ｎｗ－１ 表示从第 ｉ 个时间周期开始的长度为

图 ３　 滑动时间窗口

Ｎｗ 的序列； ⊕ 表示窗口内每行数据的连接，形成一

个长序列。 因此，预测模型的输入尺寸是Ｎｗ × ｍ，为
了得到更多的数据，滑动窗口的步长设为 １。
３．２　 ＭＳＤＣＮＮ⁃ＬＳＴＭ 融合模型

经过时间窗口处理得到的多维传感器数据作为

ＭＳＤＣＮＮ⁃ＬＳＴＭ 融合模型的输入，融合模型流程如

图 ４ 所示。 ＭＳＤＣＮＮ 和 ＬＳＴＭ 同时对输入数据进行

处理，其中 ＭＳＤＣＮＮ 由 ３ 层 ＭＳＣＮＮ 组成。 每一层

ＭＳＣＮＮ 通过设置不同大小的卷积核可实现多尺度

特征提取，然后整合到一起作为下一层的输入。
Ｆｌａｔｔｅｎ 将 ＭＳＤＣＮＮ⁃ＬＳＴＭ 模型处理后的多维数据一

维化，最后设置 Ｄｅｎｓｅ 层为一个单元，代表输出的

ＲＵＬ 值。

图 ４　 ＭＳＤＣＮＮ⁃ＬＳＴＭ 流程图

３．３　 减少过拟合

减少过拟合主要体现在两部分：在融合模型中

添加 Ｌ２ 正则化项和在验证集中使用 ｅａｒｌｙ ｓｔｏｐｐｉｎｇ
方法。 由于模型参数多，样本数量少，在训练集上训

练好的模型其泛化能力较差。 Ｌ２ 正则化是基于 Ｌ２

·９０４·
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范数，可以有效解决过拟合问题。 在每一个多尺度

卷积层和 ＬＳＴＭ 层加入 Ｌ２ 正则化，公式表示为［９］

Ｃ ＝ Ｃ０ ＋ λ
２ｎ∑ｗ

ｗ２ （１１）

式中： Ｃｏ 表示 ＲＭＳＥ 损失函数；λ 为正则项系数；ｗ
为权重；ｎ 为权重参数的数量。

同时，取训练集后 ５％的数据作为验证集，ｅａｒｌｙ
ｓｔｏｐｐｉｎｇ 用于在验证集上验证模型的性能。 实验设

置当验证误差在连续 １０ 个 Ｅｐｏｃｈ 没有下降趋势时，
训练过程将通过 ｅａｒｌｙ ｓｔｏｐｐｉｎｇ 提前终止。

４　 实验结果及分析

４．１　 实验数据集及设置

本文实验在配置为 Ｉｎｔｅｌ（Ｒ） Ｘｅｏｎ（Ｒ） ＣＰＵ Ｅ５⁃
２６２０ ｖ４ ＠ ２．１０ ＧＨｚ．ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＴＩＴＡＮ ＸＰ 的

服务器上进行。 使用 Ｃ⁃ＭＡＰＳＳ 数据集来验证所提

出的方法。 Ｃ⁃ＭＡＰＳＳ 数据集根据操作条件和故障

模式分为 ＦＤ００１，ＦＤ００２，ＦＤ００３ 和 ＦＤ００４ ４ 个子集，
如表 １ 所示。 每个子集分为训练集和测试集，其中

ＦＤ００２ 和 ＦＤ００４ 有 ６ 个操作条件，ＦＤ００３ 和 ＦＤ００４
有 ２ 个故障模式。 并采用分段线性函数表示真实

ＲＵＬ 值，最大剩余寿命值设为 １２５。
表 １　 Ｃ⁃ＭＡＰＳＳ 数据集

子数据集
训练集

引擎单元

测试集

引擎单元
操作条件 故障模式

ＦＤ００１ １００ １００ １ １
ＦＤ００２ ２６０ ２５９ ６ １
ＦＤ００３ １００ １００ １ ２
ＦＤ００４ ２４９ ２４８ ６ ２

为验证本文方法的有效性，使用 ＰＨＭ 领域普

遍使用的 Ｓｃｏｒｅ 函数和均方根误差函数 ＲＭＳＥ 作为

评价指标。 Ｓｃｏｒｅ 函数为［１４］： ∑
Ｎ

ｉ ＝ １
ｅ －

ｄｉ
１３ － １( ) ，ｄｉ ＜ ０；

∑
Ｎ

ｉ ＝ １
ｅ

ｄｉ
１０ － １( ) ，ｄｉ ≥０。 ＲＭＳＥ为

１
Ｎ∑

Ｎ

ｉ ＝ １
ｄ２
ｉ 。 ｄｉ 表示

ＲＵＬ 预测值与真实值的差，ｉ ＝ １，２，…，Ｎ；当 ｄｉ 小于

零时，预测值小于真实值，为超前预测；反之为滞后

预测。
ＲＭＳＥ 为对称函数，对于超前和滞后效果是一

样的。 然而 Ｓｃｏｒｅ 函数是非对称函数，它对滞后预

测更为敏感，因为滞后预测通常会带来更严重的后

果，所以给予比超前预测更强的惩罚。 因此，使用这

２ 个指标可以全面衡量算法的性能。 Ｓｃｏｒｅ 和 ＲＭＳＥ
的值越低，模型的预测能力越好。
４．２　 预测模型结果

观察到 ＦＤ００１ 子集内有 ７ 个传感器数值无变

化。 为了节省计算资源，剔除无意义的数据，得到

１４ 个传感器为 ２，３，４，７，８，９，１１，１２，１３，１４，１５，１７，
２０，２１。

多尺度卷积核的大小对实验精度有重要影响，
本文使用了 ３ 种尺度的卷积核，经过大量实验，当中

间卷积核为大小为 １２ 时可以取得较好结果。 为了

验证卷积核大小对实验结果的影响，以 １２ 为中心，
公差为 ｄ，ｄ＝ ０，１，２，３，４，５，６，７，在 ＦＤ００１ 数据集上

进行对比实验。 如图 ５ 所示，横轴为卷积核之间的

公差，纵轴为 ２ 种评价指标 ＲＭＳＥ 和 Ｓｃｏｒｅ，可以看

出，当 ｄ＝ ５ 时，ＲＭＳＥ 和 Ｓｃｏｒｅ 均取得了最小值，因
此本实验选择的多尺度卷积核大小分别为 ７，１２
和 １７。

图 ５　 卷积核大小对预测结果的影响

为了证明提出的 ＭＳＤＣＮＮ⁃ＬＳＴＭ 融合模型的有

效性，以 ＦＤ００１ 数据集为例进行分析。 模型具体的

参数设置见表 ２。
表 ２　 ＭＳＤＣＮＮ⁃ＬＳＴＭ 模型参数

参数 值

ｍ １４
ＦＤ００１ 到 ＦＤ００４ 的 Ｎｗ ３０ ／ ２０ ／ ３０ ／ １５

Ｆ１ ／ Ｆ２ ／ Ｆ３ ７ ／ １２ ／ １７
Ｆｎ ３５

ＬＳＴＭ 神经元数目 ６４
ＭＳＤＣＮＮ 的激活函数 ｔａｎｈ
ＬＳＴＭ 的激活函数 ｒｅｌｕ

ＬＳＴＭ 层数 １

参数 值

Ｌ２ 正则化 ０．０１
λ １

边缘填充 ｓａｍｅ
优化器 Ａｄａｍ
学习率 ０．００１
批次 ５１２

无进度轮次 １０
ＭＳＣＮＮ 层数 ３

图 ６ 展示了 ＦＤ００１ 数据集上随机选出 ４ 个引擎

·０１４·



第 ２ 期 刘畅，等：一种基于 ＭＳＤＣＮＮ⁃ＬＳＴＭ 的设备 ＲＵＬ 预测方法

单元的预测结果。 由图可以看出 ＭＳＤＣＮＮ 模型其

多尺度结构能够有效提取发动机退化的详细特征，
即使刚开始运转时难以预测，预测值也更接近于设

置值 １２５。 随着运行周期的增加，ＬＳＴＭ 可以有效获

取时间序列前后之间的关系。 结合二者优势，融合

模型同时在时间和空间上学习特征，从图中可以看

出其预测趋势稳定，能够较好地拟合真实退化曲线，
有效地提高了 ＲＵＬ 预测精度。 所以提出的模型有

较强的空间详细特征提取能力并增强了时间序列的

记忆能力。

图 ６　 ＦＤ００１ 中 ４ 台发动机的 ＲＵＬ 预测结果

为了比较模型在全部测试集上的预测效果，图
７ 给出了 ＦＤ００１ 测试集上所有引擎单元根据 ＲＵＬ
值从小到大排序后的预测结果。 由图可以看出，发
动机刚开始运转时，ＲＵＬ 值较大，预测误差也相对

较大。 在发动机经过长时间运行或将要发生故障

时，退化信息较为明显，预测性能显著增强。 提出的

融合模型体现出较好的预测效果。

图 ７　 ＦＤ００１ 中 １００ 台发动机预测结果

图 ８　 预测误差分布直方图

图 ８ 显示了 ４ 个数据集的测试引擎误差分布直

方图。 横坐标表示预测 ＲＵＬ 与实际 ＲＵＬ 之间的差

值，纵坐标表示与误差区域相对应的发动机的数量。
ＦＤ００１ 和 ＦＤ００３ 的预测误差分布主要在［ －２０，３０］
之间，ＦＤ００２ 和 ＦＤ００４ 预测误差分布主要在［ －４０，
４０］之间。 根据表 １，数据集 ＦＤ００２ 和 ＦＤ００４ 包含

了 ６ 个操作条件的数据，因此带来更大的预测挑战。
由公式（１２）可知 Ｓｃｏｒｅ 对于滞后预测给予了更强的

惩罚，误差大于零部分值越大，得到的 Ｓｃｏｒｅ 分数就

越高，从图可以看出本文提出的模型对于误差大于

零的部分提升效果明显，因此能显著降低 Ｓｃｏｒｅ 值。
４．３　 模型对比分析

为了证明提出的 ＭＳＤＣＮＮ⁃ＬＳＴＭ 融合模型的可

行性，同近几年的方法进行比较。 与深度置信网络

（ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋ， ＤＢＮ） ［５］、 ＣＮＮ［７］、 ＬＳＴＭ［１０］、
ＤＣＮＮ［８］、ＣＮＮ⁃ＬＳＴＭ［１１］ 和 ＭＳ⁃ＤＣＮＮ［９］ 方法对比结

果如表 ３ 所示。
由表 ３ 可以看出，尽管 ＭＳ⁃ＤＣＮＮ 模型在子集

ＦＤ００１ 和 ＦＤ００３ 的 ＲＭＳＥ 上取得了更高的预测精

度，但是所提出的 ＭＳＤＣＮＮ⁃ＬＳＴＭ 模型结果与其相

差很小，并且在复杂多操作条件子集 ＦＤ００２ 和

ＦＤ００４ 上预测精度显著提升。 结果表明，所提出的

融合模型对于故障模式和运行条件复杂的数据敏

感，并可以有效提高 ＲＵＬ 预测精度。 这对于多维度

故障特征越来越复杂的设备 ＲＵＬ 预测具有重要意

义。 因此，所提出的方法在预测任务中非常有前景。

·１１４·
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表 ３　 Ｃ⁃ＭＡＰＳＳ 数据集上 ＭＳＤＣＮＮ⁃ＬＳＴＭ 与其他模型的对比结果

方法
ＦＤ００１

ＲＭＳＥ Ｓｃｏｒｅ

ＦＤ００２

ＲＭＳＥ Ｓｃｏｒｅ

ＦＤ００３

ＲＭＳＥ Ｓｃｏｒｅ

ＦＤ００４

ＲＭＳＥ Ｓｃｏｒｅ

ＤＢＮ［５］ １５．２１ ４１７．５９ ２７．１２ ９ ０３１．６４ １４．７１ ４４２．４３ ２９．８８ ７ ９５４．５１
ＣＮＮ［７］ １８．４５ １ ２９０ ３０．２９ １３ ６００ １９．８２ １ ６００ ２９．１６ ７ ８９０
ＬＳＴＭ［１０］ １６．１４ ３３８ ２４．４９ ４ ４５０ １６．１８ ８５２ ２８．１７ ５ ５５０
ＤＣＮＮ［８］ １２．６１ ２７３．７ ２２．３６ １０ ４１２ １２．６４ ２８４．１ ２３．３１ １２ ４６６

ＣＮＮ⁃ＬＳＴＭ［１１］ １６．１３ ３０３ ２０．４６ ３ ４４０ １７．１２ １４２０ ２３．２６ ４ ６３０
ＭＳ⁃ＤＣＮＮ［９］ １１．４４ １９６．２２ １９．３５ ３ ７４７ １１．６７ ２４１．８９ ２２．２２ ４ ８４４

ＭＳＤＣＮＮ⁃ＬＳＴＭ １３．１９ ２４７．６９ １８．４４ １ ５２０．０１ １２．７４ ２１０．９５ ２１．２８ ２ ６８４．６５

５　 结　 论

本文提出一种基于 ＭＳＤＣＮＮ⁃ＬＳＴＭ 的 ＲＵＬ 预

测方法，通过 ＭＳＤＣＮＮ 模型提取空间中不同尺度的

详细特征，并利用 ＬＳＴＭ 模型拟合复杂系统多传感

器数据的时序性和非线性关系，可以有效解决数据

维度高和时间序列长期依赖的问题。 在 Ｃ⁃ＭＡＰＳＳ
数据集上，与其他最新方法比较，验证了本文提出的

方法对于航空发动机剩余寿命预测的有效性，尤其

对于操作条件复杂的子集 ＦＤ００２ 和 ＦＤ００４ 提升效

果明显。
在未来，我们将提高模型在简单数据集下的工

作性能，使模型可以更广泛地应用于更多操作系统。
虽然模型的性能表现出很高的优势，但在实际应用

中数据丢包现象十分严重，非常有必要在小样本的

情况下进一步讨论模型的预测能力，以实现工程应

用的目标。
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［９］　 ＬＩ Ｈ， ＺＨＡＯ Ｗ， ＺＨＡＮＧ Ｙ， ｅｔ ａｌ． Ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ ｐｒｅｄｉｃｔｉｏｎ ｕｓｉｎｇ ｍｕｌｔｉ⁃ｓｃａｌｅ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ［ Ｊ］．
Ａｐｐｌｉｅｄ Ｓｏｆｔ Ｃｏｍｐｕｔｉｎｇ， ２０２０， ８９： １０６１１３

［１０］ ＺＨＥＮＧ Ｓ， ＲＩＳＴＯＶＳＫＩ Ｋ， ＦＡＲＡＨＡＴ Ａ Ｋ， ｅｔ ａｌ． Ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ ｎｅｔｗｏｒｋ ｆｏｒ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ ｅｓｔｉｍａｔｉｏｎ［Ｃ］∥
ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｐｒｏｇｎｏｓｔｉｃｓ ａｎｄ Ｈｅａｌｔｈ Ｍａｎａｇｅｍｅｎｔ， ２０１７： ８８⁃９５

［１１］ ＫＯＮＧ Ｚ， ＣＵＩ Ｙ， ＸＩＡ Ｚ， ｅｔ ａｌ． Ｃｏｎｖｏｌｕｔｉｏｎ ａｎｄ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ ｈｙｂｒｉｄ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ
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第 ２ 期 刘畅，等：一种基于 ＭＳＤＣＮＮ⁃ＬＳＴＭ 的设备 ＲＵＬ 预测方法

ｐｒｏｇｎｏｓｔｉｃｓ［Ｊ］． Ａｐｐｌｉｅｄ Ｓｃｉｅｎｃｅｓ， ２０１９， ９（１９）： ４１５６
［１２］ ＸＩＡ Ｔ， ＳＯＮＧ Ｙ， ＺＨＥＮＧ Ｙ， ｅｔ ａｌ． Ａｎ ｅｎｓｅｍｂｌｅ ｆｒａｍｅｗｏｒｋ ｂａｓｅｄ ｏｎ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｂｉ⁃ｄｉｒｅｃｔｉｏｎａｌ ＬＳＴＭ ｗｉｔｈ ｍｕｌｔｉｐｌｅ ｔｉｍｅ ｗｉｎ⁃

ｄｏｗｓ ｆｏｒ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ ｅｓｔｉｍａｔｉｏｎ［Ｊ］． Ｃｏｍｐｕｔｅｒｓ ｉｎ Ｉｎｄｕｓｔｒｙ， ２０２０， １１５： １０３１８２
［１３］ ＫＵＲＡＴＡ Ｇ， ＲＡＭＡＢＨＡＤＲＡＮ Ｂ， ＳＡＯＮ Ｇ， ｅｔ ａｌ． Ｌａｎｇｕａｇｅ ｍｏｄｅｌｉｎｇ ｗｉｔｈ ｈｉｇｈｗａｙ ＬＳＴＭ［Ｃ］∥２０１７ ＩＥＥＥ Ａｕｔｏｍａｔｉｃ Ｓｐｅｅｃｈ

Ｒｅｃｏｇｎｉｔｉｏｎ ａｎｄ Ｕｎｄｅｒｓｔａｎｄｉｎｇ Ｗｏｒｋｓｈｏｐ， ２０１７： ２４４⁃２５１
［１４］ ＳＡＲＡＮＹＡ Ｃ， ＭＡＮＩＫＡＮＤＡＮ Ｇ． Ａ ｓｔｕｄｙ ｏｎ ｎｏｒｍａｌｉｚａｔｉｏｎ ｔｅｃｈｎｉｑｕｅｓ ｆｏｒ ｐｒｉｖａｃｙ ｐｒｅｓｅｒｖｉｎｇ ｄａｔａ ｍｉｎｉｎｇ［Ｊ］． Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｕｒ⁃

ｎａｌ ｏｆ Ｅｎｇｉｎｅｅｒｉｎｇ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， ２０１３， ５（３）： ２７０１⁃２７０４

Ａ ＲＵＬ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ ｏｆ ｅｑｕｉｐｍｅｎｔｓ ｂａｓｅｄ ｏｎ ＭＳＤＣＮＮ⁃ＬＳＴＭ

ＬＩＵ Ｃｈａｎｇ， ＣＨＥＮ Ｗｅｎｂａｉ
（Ｓｃｈｏｏｌ ｏｆ Ａｕｔｏｍａｔｉｏｎ， Ｂｅｉｊｉｎｇ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｃｉｅｎｃｅ ＆ Ｔｅｃｈｎｏｌｏｇｙ Ｕｎｉｖｅｒｓｉｔｙ， Ｂｅｉｊｉｎｇ １００１９２， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｉｎ ｏｒｄｅｒ ｔｏ ｓｏｌｖｅ ｔｈｅ ｐｒｏｂｌｅｍｓ ｏｆ ｈｉｇｈ ｄａｔａ ｄｉｍｅｎｓｉｏｎ ａｎｄ ｉｎｓｕｆｆｉｃｉｅｎｔ ｃｏｎｓｉｄｅｒａｔｉｏｎ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｃｏｒｒｅｌａ⁃
ｔｉｏｎ ｉｎｆｏｒｍａｔｉｏｎ， ａ ｍｕｌｔｉ⁃ｓｃａｌｅ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｌｏｎｇ⁃ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ （ＭＳＤＣＮＮ⁃ＬＳＴＭ）
ｈｙｂｒｉｄ ｍｏｄｅｌ ｉｓ ｐｒｏｐｏｓｅｄ ｆｏｒ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ （ＲＵＬ） ｏｆ ｅｑｕｉｐｍｅｎｔｓ． Ｆｉｒｓｔ， ｔｈｅ ｓｅｎｓｏｒ ｄａｔａ ｉｓ ｐｒｏｃｅｓｓｅｄ ｔｈｒｏｕｇｈ
ｎｏｒｍａｌｉｚａｔｉｏｎ ａｎｄ ｓｌｉｄｉｎｇ ｔｉｍｅ ｗｉｎｄｏｗ ｔｏ ｏｂｔａｉｎ ｉｎｐｕｔ ｓａｍｐｌｅｓ； ｔｈｅｎ ｍｕｌｔｉ⁃ｓｃａｌｅ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
（ＭＳＤＣＮＮ） ｉｓ ｕｓｅｄ ｔｏ ｃａｐｔｕｒｅ ｄｅｔａｉｌｅｄ ｓｐａｔｉａｌ ｆｅａｔｕｒｅｓ， ａｔ ｔｈｅ ｓａｍｅ ｔｉｍｅ， ｔｉｍｅ⁃ｄｅｐｅｎｄｅｎｔ ｆｅａｔｕｒｅｓ ａｒｅ ｅｘｔｒａｃｔｅｄ ｆｏｒ
ｅｆｆｅｃｔｉｖｅ ｐｒｅｄｉｃｔｉｏｎ ｃｏｍｂｉｎｉｎｇ ｗｉｔｈ ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ （ＬＳＴＭ）． Ｅｘｐｅｒｉｍｅｎｔｓ ｏｎ ｓｉｍｕｌａｔｉｏｎ ｄａｔａｓｅｔ ｏｆ ｃｏｍｍｅｒ⁃
ｃｉａｌ ｍｏｄｕｌａｒ ａｅｒｏ⁃ｐｒｏｐｕｌｓｉｏｎ ｓｙｓｔｅｍ ｓｈｏｗ ｔｈａｔ， ｃｏｍｐａｒｅｄ ｗｉｔｈ ｏｔｈｅｒ ｓｔａｔｅ⁃ｏｆ⁃ｔｈｅ⁃ａｒｔ ｍｅｔｈｏｄｓ， ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ
ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｈａｓ ａｃｈｉｅｖｅｄ ｂｅｔｔｅｒ ＲＵＬ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ， ｅｓｐｅｃｉａｌｌｙ ｆｏｒ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｏｆ ｔｈｅ ｌｉｆｅ ｏｆ ｅｑｕｉｐ⁃
ｍｅｎｔ ｗｉｔｈ ｃｏｍｐｌｅｘ ｆａｉｌｕｒｅ ｍｏｄｅｓ ａｎｄ ｏｐｅｒａｔｉｎｇ ｃｏｎｄｉｔｉｏｎｓ． Ｔｈｅ ｅｆｆｅｃｔ ｉｓ ｏｂｖｉｏｕｓ． Ｉｔ ｃａｎ ｂｅ ｓｅｅｎ ｔｈａｔ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ
ｍｅｔｈｏｄ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｉｓ ｆｅａｓｉｂｌｅ ａｎｄ ｅｆｆｅｃｔｉｖｅ．

Ｋｅｙｗｏｒｄｓ： ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ； ｍｕｌｔｉ⁃ｓｃａｌｅ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ； ｌｏｎｇ ｓｈｏｒｔ⁃ｔｅｒｍ ｍｅｍｏｒｙ； ｓｌｉｄｉｎｇ
ｔｉｍｅ ｗｉｎｄｏｗ； ｈｙｂｒｉｄ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ； ｓｉｍｕｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ

引用格式：刘畅， 陈雯柏． 一种基于 ＭＳＤＣＮＮ⁃ＬＳＴＭ 的设备 ＲＵＬ 预测方法［Ｊ］ ． 西北工业大学学报，２０２１，３９（２）： ４０７⁃４１３
ＬＩＵ Ｃｈａｎｇ， ＣＨＥＮ Ｗｅｎｂａｉ． Ａ ＲＵＬ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ ｏｆ ｅｑｕｉｐｍｅｎｔｓ ｂａｓｅｄ ｏｎ ＭＳＤＣＮＮ⁃ＬＳＴＭ［Ｊ］ ． Ｊｏｕｒｎａｌ ｏｆ Ｎｏｒｔｈ⁃
ｗｅｓｔｅｒｎ Ｐｏｌｙｔｅｃｈｎｉｃａｌ Ｕｎｉｖｅｒｓｉｔｙ， ２０２１， ３９（２）： ４０７⁃４１３ （ ｉｎ Ｃｈｉｎｅｓｅ）
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