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基于残差注意力机制的图像去雾算法
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摘　 要：传统基于先验知识与基于学习的图像去雾算法依赖大气散射模型，容易出现颜色失真和去雾

不彻底的现象。 针对上述问题，提出一种端到端的基于残差注意力机制的图像去雾算法，该算法网络

包括编码、多尺度特征提取、特征融合和解码 ４个模块。 编码模块将输入的雾图编码为特征图像，便
于后续特征提取并减少内存占用；多尺度特征提取模块包括残差平滑空洞卷积模块、残差块和高效通

道注意力机制，能够扩大感受野并通过加权筛选提取的不同尺度特征以便融合；特征融合模块利用高

效通道注意力机制，动态调整不同尺度特征的通道权重，学习丰富的上下文信息并抑制冗余信息，增
强网络提取雾霾密度图像的能力从而使去雾更加彻底；解码模块对融合后的特征进行非线性映射得

到雾霾密度图像，进而恢复无雾图像。 通过在 ＳＯＴＳ 测试集和自然有雾图像上进行定量和定性的测

试，所提方法取得了较好的客观和主观评价结果，并有效改善了颜色失真和去雾不彻底的现象。
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　 　 在雾霾天气下，由于大气中存在浑浊的介质，导
致采集到的图像具有对比度低、整体颜色偏灰暗，物
体特征不明显、图像细节模糊等现象，这严重影响了

基于图像的智能信息处理系统的鲁棒性和有效

性［１］。 因此图像去雾成为诸如图像分类、检测、分
割等高级视觉任务的前提，如何提高图像去雾的效

果也成为计算机视觉领域的一个重要问题。
图像去雾方法包括基于图像增强的方法、基于

图像复原的方法和基于深度学习的方法。 基于图像

增强的方法，如直方图均衡化［２］、Ｒｅｔｉｎｅｘ 理论［３］等，
直接对低质量的图像做增强处理，可能会造成图像

信息损失和失真；基于图像复原的方法，如暗通道先

验（ｄａｒｋ ｃｈａｎｎｅｌ ｐｒｉｏｒ，ＤＣＰ） ［４］、颜色衰减先验（ｃｏｌｏｒ
ａｔｔｅｎｕａｔｉｏｎ ｐｒｉｏｒ，ＣＡＰ） ［５］等，利用先验知识和假设并

基于物理模型来对图像进行恢复，恢复效果自然，其
中最具代表性的是 Ｈｅ 等人提出的暗通道先验方

法，但该方法过高估计雾的浓度，导致去雾后图像整

体亮度偏暗，且天空区域常出现颜色失真现象。 尽

管上述算法取得了较大的进步，但它们仍依赖先验

知识，具有一定的局限性。
基于深度学习的方法可分为间接去雾方法和直

接去雾方法。 间接去雾方法首先需要估计大气光

值、透射率或者其他中间变量，然后根据大气散射模

型恢复无雾图像。 Ｃａｉ 等［６］首次使用卷积神经网络

（ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＣＮＮ）来估计雾图透

射率，提出了 ＤｅｈａｚｅＮｅｔ 网络。 Ｒｅｎ 等［７］提出了多

尺度的深层卷积神经网络（ｍｕｌｔｉ⁃ｓｃａｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＭＳＣＮＮ）来学习雾图到透射率之间

的映射关系，该网络分 ２ 个阶段来训练雾图粗糙和

细化的透射率，并使用跳跃连接进行相连。 Ｌｉ 等［８］

对大气散射模型进行变换，将透射率和大气光值统

一表示为参数 Ｋ，并借鉴了文献［６⁃７］的多尺度和跳

跃连接，提出了一种通过估计参数 Ｋ 来恢复无雾图

像的卷积神经网络 （ ａｌｌ⁃ｉｎ⁃ｏｎｅ ｄｅｈａｚｉｎｇ ｎｅｔｗｏｒｋ，
ＡＯＤ⁃Ｎｅｔ）。 上述间接去雾方法取得了不错的去雾

效果，但过于依赖大气散射模型，往往出现对透射率

过度估计，且大多数方法将大气光值设置为全局常

量，导致去雾后的图像容易出现颜色失真现象。 直
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接去雾方法不依赖大气散射模型，端到端地学习雾

图到无雾图像之间的映射关系。 Ｌｉ 等［９］提出基于

条件生成对抗（ｃｏｎｄｉｔｉｏｎａｌ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔ⁃
ｗｏｒｋｓ，ＣＧＡＮ）的可训练去雾网络，并引入 ＶＧＧ特征

和 Ｌ１正则化梯度先验构建损失函数。 Ｃｈｅｎ 等［１０］

提出门控上下文聚合去雾网络（ｇａｔｅｄ ｃｏｎｔｅｘｔ ａｇｇｒｅ⁃
ｇａｔｉｏｎ ｎｅｔｗｏｒｋ，ＧＣＡＮｅｔ），引入平滑空洞卷积并设计

了门控融合网络。 Ｑｕ 等［１１］ 提出了一个增强的

ｐｉｘ２ｐｉｘ 去 雾 网 络 （ ｅｎｈａｎｃｅｄ ｐｉｘ２ｐｉｘ ｄｅｈａｚｉｎｇ
ｎｅｔｗｏｒｋ，ＥＰＤＮ），直接学习有雾图像和无雾图像之

间的映射关系。 Ｓｈａｏ等［１２］提出一种域适应（ｄｏｍａｉｎ
ａｄａｐｔａｔｉｏｎ）去雾网络，采用双向变换网络，将图像从

一个域变换到另一个域，以弥补合成域和真实域之

间的差距，并使用变换前、后的图像来训练所提出的

去雾网络。 上述直接去雾方法在一定程度上提高了

所恢复无雾图像的质量，但依然存在部分区域去雾

不彻底或过度去雾的现象。 受注意力机制的启发，
Ｔｉａｎ等［１３］提出一种注意力引导的卷积神经网络用

于图像去噪，使用注意力模块来指导卷积神经网络

进行去噪训练，提高了效率并降低了模型的复杂性。
Ｃｈｅｎ等［１４］提出了一种基于特征注意力机制的超分

辨率重建网络，将特征提取模块与注意力机制相结

合，以便从低分辨率图像中提取有用的特征，重建的

图像取得了更好的视觉效果。 上述算法使用注意力

机制，通过快速浏览全局信息来选择对象区域，并赋

予关注对象区域较大的权重，以抑制其他无用信息，
能够有效提高网络的性能和效率。 因此，为了更加

关注雾图的有用信息，本文所设计的去雾网络引入

了注意力机制。
针对颜色失真和去雾不彻底的问题，本文提出

基于残差注意力机制的图像去雾算法，端到端地预

测雾霾密度图像，实现无雾图像的恢复。 为了在不

降低分辨率的情况下获取多尺度信息，提出了包含

残差平滑空洞卷积的多尺度特征提取模块；设计了

特征融合模块实现多尺度特征有效融合，提高了网

络的效率和性能。 实验结果表明本文算法无论在定

性还是定量上都具有一定的优势，并通过消融实验

验证了本文所提主要模块的有效性。 本文主要创新

点如下：
１） 提出基于残差注意力机制的图像去雾算法，

不依赖大气散射模型端到端地预测雾霾密度图像，
从而实现了无需计算透射率和大气光值即可恢复无

雾图像，避免了估计大气光值带来的颜色失真现象，

同时减少了计算成本。
２） 提出多尺度特征提取模块。 利用平滑空洞

卷积，通过设置不同空洞率来提取特征图的不同感

受野信息，从而提取多尺度特征，并在扩大感受野的

同时避免了网格伪影现象；利用高效通道注意力机

制（ｅｆｆｉｃｉｅｎｔ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ，ＥＣＡ），通过加权筛选

不同尺度的显著特征并替换原来特征向后传播，提
高了网络的效率和性能；利用跳跃连接在保证网络

加深的同时减少梯度消失。
３） 设计特征融合模块，堆叠压缩不同尺度特征

后利用高效通道注意力机制，动态地调整其通道权

重，学习丰富的上下文信息并抑制冗余信息，增强网

络提取雾霾密度图像的能力从而使去雾更加彻底。

１　 相关理论

１．１　 大气散射模型

大多数图像去雾方法都采用大气散射模型来表

示退化的图像，可以简化表示为：
Ｉ（ｘ） ＝ Ｊ（ｘ） ｔ（ｘ） ＋ Ａ（１ － ｔ（ｘ）） （１）

式中： ｘ表示图像中的像素；Ｉ（ｘ）表示输入的有雾图

像；Ｊ（ｘ） 表示恢复的无雾图像；ｔ（ｘ） 表示透射率；Ａ
表示大气光值。

基于先验的方法［４⁃５］ 和基于深度学习的方

法［６⁃７］，均通过估计（１） 式中的透射率 ｔ（ｘ） 和大气

光值 Ａ来恢复无雾图像。 但是对于大气光值 Ａ 的估

计一般采用经验方法，从而容易导致恢复的无雾图

像颜色失真，因此基于大气散射模型进行图像去雾

具有一定的局限性。
１．２　 雾霾密度图像预测模型

为解决大气光值 Ａ 估计不准确的问题，ＨＤＰ⁃
Ｎｅｔ［１５］根据雾图组成原理，将大气散射模型重新定

义为

Ｉ（ｘ） ＝ Ｊ（ｘ） ＋ Ｉｈ（ｘ） （２）
式中， Ｉｈ（ｘ） 表示雾霾密度图像。 并提出了雾霾密

度图像预测模型，该模型表示为

Ｉｈ（ｘ） ＝ Ｐ（ Ｉ（ｘ）） （３）
式中， Ｐ（·） 表雾霾密度图像预测网络。 则恢复的

无雾图像可以表示为

Ｊ（ｘ） ＝ Ｉ（ｘ） － Ｐ（ Ｉ（ｘ）） ＝ Ｉ（ｘ） － Ｉｈ（ｘ） （４）
　 　 通过 （ ４） 式可知，只需获得雾霾密度图像

Ｉｈ（ｘ），便可从输入的有雾图像 Ｉ（ｘ） 中恢复无雾图

像 Ｊ（ｘ），因此本文提出基于残差注意力机制的图像

·２０９·
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去雾算法端到端地预测雾霾密度图像 Ｉｈ（ｘ），实现无

雾图像恢复。

２　 基于残差注意力机制的图像去雾
算法

本文借鉴编码－解码结构［１６］设计了基于残差注

意力机制的图像去雾算法，该算法的网络模型包括

编码、多尺度特征提取、特征融合和解码 ４ 个模块。
通过该网络预测雾霾密度图像 Ｉｈ（ｘ），进而将输入

的雾图 Ｉ（ｘ）与其相减获得最终的无雾图像 Ｊ（ｘ），本
文提出的整体网络结构如图 １所示。

图 １　 基于残差注意力机制的图像去雾算法网络模型

２．１　 编码模块

编码模块将输入的雾图转化为特征图像，如图

１所示，由 ２ 个卷积块（Ｃｏｎｖ１、Ｃｏｎｖ２）和一个下采样

卷积块（Ｃｏｎｖ３） 组成，卷积核大小均为 ３×３；卷积层

的步长为 １，填充设置为 １，输入通道数为 ４。 下采

样卷积块的步长为 ２，输出通道数为 ６４。 编码模块

表示为

Ｆ０（ｘ） ＝ Ｃｏｎｖ３（Ｃｏｎｖ２（Ｃｏｎｖ１（ Ｉ（ｘ）））） （５）
式中， Ｆ０（ｘ） 表示编码的特征图像。
２．２　 多尺度特征提取模块

为了在不降低分辨率的情况下扩大感受野并提

取不同尺度的特征，本文设计了多尺度特征提取模

块。 如图 １所示，该模块利用 ３ 组不同空洞率的特

征提取模块（ＦＥＢ１ ～ＦＥＢ３），通过提取特征图不同的

感受野信息，从而获得不同尺度的特征图。 多尺度

特征提取模块表示为

Ｆ１（ｘ） ＝ ＦＥＢ１（Ｆ０（ｘ））
Ｆ２（ｘ） ＝ ＦＥＢ２（Ｆ１（ｘ））
Ｆ３（ｘ） ＝ ＦＥＢ３（Ｆ２（ｘ））

ì

î

í

ï
ï

ïï

（６）

式中， Ｆ１（ｘ），Ｆ２（ｘ），Ｆ３（ｘ） 分别表示提取的不同尺

度特征。 每个特征提取模块（ＦＥＢ ｉ，ｉ ＝ １，２，３） 均包

含 １个残差平滑空洞卷积模块（ＳＤＲＢ ｉ）、２个结构相

同的残差块（ＲＢ１ｉ，ＲＢ２ｉ） 和 １ 个高效通道注意力机

制（ＥＣＡｉ）。 特征提取模块 ＦＥＢ ｉ（ｘ） 表示为

ＦＥＢ ｉ（ｘ） ＝ ＥＣＡｉ（ＲＢ２ｉ（ＲＢ１ｉ（ＳＤＲＢ ｉ（Ｆ ｉ －１（ｘ））））） ＋

　 　 Ｆ ｉ －１（ｘ） （７）
式中， Ｆ ｉ －１（ｘ） 表示当前输入的特征。

残差平滑空洞卷积模块如图２所示，包含２个平

滑空洞卷积模块和跳跃连接。 首先利用一个卷积核

·３０９·
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大小为（２ｒ － １） × （２ｒ － １），步长为１，输出通道为６４
的分离共享卷积层［１７］ 增强输入单元之间的依赖关

系，避免产生网格伪影现象；然后利用一个卷积核大

小为 ３ × ３，步长为 １，输出通道为 ６４ 的空洞卷积层

扩大感受野；最后利用实例归一化层和 ＲｅＬＵ 激活

函数层加速模型收敛。 同时利用跳跃连接避免梯度

消失现象。 ＳＤＲＢ ｉ 的空洞率 ｒ 分别为 ２，３，４。 残差

平滑空洞卷积模块 ＳＤＲＢ ｉ（ｘ） 表示为

ＳＤＲＢ ｉ（ｘ） ＝ ＳＤＣ２ｉ（ＳＤＣ１ｉ（Ｆ ｉ －１（ｘ））） ＋ Ｆ ｉ －１（ｘ）

（８）
式中， ＳＤＣｎｉ（·），ｎ ＝ １，２表示平滑空洞卷积函数。

图 ２　 残差平滑空洞卷积模块 ＳＤＲＢ结构图

残差块如图 ３所示，采用跳跃连接的方式，提高

了网络的学习能力。 残差块包含 ２个卷积块和局部

跳跃连接，其中卷积块包含 １个卷积核大小为 ３×３，
步长为 １，输出通道为 ６４的卷积层，１个实例归一化

层和 ＲｅＬＵ激活函数层。 为了进一步提取当前尺度

的特征，残差平滑空洞卷积 （ＳＤＲＢ ｉ） 后接两个残差

块（ＲＢ１ｉ 和 ＲＢ２ｉ） 来保证提取当前尺度特征的完整

性。 残差块 ＲＢ ｉ（ｘ） 表示为

ＲＢ ｉ（ｘ） ＝ ＣＢ２ｉ（ＣＢ１ｉ（Ｆ ｉ －１（ｘ））） ＋ Ｆ ｉ －１（ｘ） （９）
式中， ＣＢｎｉ（·） 表示卷积函数。

图 ３　 残差块 ＲＢ结构图

高效通道注意力机制［１８］如图 ４ 所示。 首先进

行不降维的全局平均池化；其次自适应的确定一个

卷积核大小为 ｋ×ｋ 的卷积层，实现跨通道信息交互；
接着使用 Ｓｉｇｍｏｉｄ 函数得到特征图的权重值；最后

使用特征图权重值调整输入特征图，输出带权重的

特征图。 在每个特征提取模块 （ＦＥＢ ｉ） 中均使用高

效通道注意力机制，通过加权筛选出当前尺度的显

著特征代替原来的特征向后传播，提高了网络的效

率和性能。 高效通道注意力机制 ＥＣＡｉ（ｘ） 表示为

ＥＣＡｉ（ｘ） ＝ δ（Ｃｏｎｖｋｉ（ｇｉ（Ｆ ｉ －１（ｘ）））） ⊗ Ｆ ｉ －１（ｘ）
（１０）

式中： ｇｉ（·） 表示全局平均池化函数；Ｃｏｎｖｋｉ（·） 表

示卷积核大小为 ｋ × ｋ的卷积函数；δ表示 Ｓｉｇｍｏｉｄ函
数。

图 ４　 高效通道注意力机制 ＥＣＡ结构图

２．３　 特征融合模块

为了将多尺度特征进行有效融合。 如图 １ 所

示，特征融合模块首先将不同尺度的特征进行堆叠

（Ｃｏｎｃａｔ），然后通过一个卷积核大小为 ３×３ 的卷积

层将堆叠后的多尺度特征进行压缩，其输入通道数

为 １９２，输出通道数为 ６４。 堆叠并压缩后的特征

Ｆｃａｔ（ｘ） 表示为

Ｆｃａｔ（ｘ） ＝ Ｃｏｎｖｃａｔ（ｃａｔ（Ｆ１（ｘ），Ｆ２（ｘ），Ｆ３（ｘ）））
（１１）

式中： Ｃｏｎｖｃａｔ（·） 表示压缩的卷积函数；ｃａｔ（·） 表示

拼接函数。 不同尺度的特征堆叠压缩后再次使用高

效通道注意力机制（ＥＣＡ４），动态调整其通道权重，
学习丰富的上下文信息并抑制冗余信息，增强网络

提取雾霾密度图像的能力从而使去雾更加彻底。 特

征融合模块 Ｆｃ（ｘ） 表示为

Ｆｃ（ｘ） ＝ ＥＣＡ４（Ｆｃａｔ（ｘ）） （１２）
２．４　 解码模块

解码模块与编码模块对称，如图 １所示，解码模

块包含 １ 个反卷积块 （ ＤｅＣｏｎｖ） 和 ２ 个卷积块

（Ｃｏｎｖ４、Ｃｏｎｖ５），填充均设置为 １。 反卷积块的卷积

核大小为 ４×４，步长为 ２，输入通道数为 ６４；一个卷

积块的卷积核大小为 ３×３，步长为 １；另一个卷积块

的卷积核大小为 １×１输出通道为 ３。 解码模块将融

合后的特征进行非线性映射得到雾霾密度图像，解
码模块表示为

Ｉｈ（ｘ） ＝ Ｃｏｎｖ５（Ｃｏｎｖ４（ＤｅＣｏｎｖ（Ｆｃ（ｘ）））） （１３）
最终，恢复的无雾图像 Ｊ（ｘ） 表示为

Ｊ（ｘ） ＝ Ｉ（ｘ） － Ｉｈ（ｘ） （１４）
２．５　 损失函数

大多数基于学习的图像去雾方法使用均方差损

失（ＭＳＥ）进行训练，本文采用均方差损失函数来衡

·４０９·
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量网络预测的雾霾密度图像与真正雾霾密度图像之

间的差异。 均方差损失 Ｌｍｓｅ（ｘ） 表示为

ｈ（ｘ） ＝ Ｉ（ｘ） － Ｇ（ｘ）
Ｉｈ（ｘ） ＝ ＲＡ（ Ｉ（ｘ））

Ｌｍｓｅ（ｘ） ＝ ‖Ｉｈ（ｘ） － ｈ（ｘ）‖２

ì

î

í

ï
ï

ïï

（１５）

式中： ｈ（ｘ） 为真正雾霾密度图像；Ｇ（ｘ） 为清晰图

像；ＲＡ（·） 为本文提出的残差注意力机制网络。

３　 实验与结果分析

３．１　 实验设置与数据集

实验环境为 Ｗｉｎ１０操作系统，Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）
ｉ７⁃７７００ＣＰＵ＠ ３．６０ＧＨｚ 处理器，内存为 １６．０ ＧＢ，显
卡为 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ １０８０。 利用 ｐｙｔｏｒｃｈ框架

实现网络，使用 Ａｄａｍ对网络进行优化，训练的批量

大小为 １２，初始学习率为 ０．０１ 且每 ４０ 次迭代学习

率衰减为原来的 ０．１倍，迭代次数为 １００次。
数据集采用公开的图像去雾 ＲＥＳＩＤＥ［１９］ 数据

集，包括 ５个子集，其中 ２个训练集分别为室内训练

集（ ｉｎｄｏｏｒ ｔｒａｉｎｉｎｇ ｓｅｔ， ＩＴＳ）和室外训练集（ ｏｕｔｄｏｏｒ
ｔｒａｉｎｉｎｇ ｓｅｔ，ＯＴＳ）；３ 个测试集分别为综合客观测试

集（ｓｙｎｔｈｅｔｉｃ ｏｂｊｅｃｔｉｖｅ ｔｅｓｔｉｎｇ ｓｅｔ，ＳＯＴＳ）、混合主观测

试集（ｈｙｂｒｉｄ ｓｕｂｊｅｃｔｉｖｅ ｔｅｓｔｉｎｇ ｓｅｔ，ＨＳＴＳ）和真实有雾

图 像 测 试 集 （ ｒｅａｌ⁃ｗｏｒｌｄ ｔａｓｋ⁃ｄｒｉｖｅｎ ｔｅｓｔｉｎｇ ｓｅｔ，
ＲＴＴＳ）。 实验选取 ＩＴＳ 作为训练集，将本文算法与

近些年具有优势的算法进行对比，包括 ＤＣＰ ［４］、
ＣＡＰ ［５］、ＡＯＤ⁃Ｎｅｔ［８］、ＤｅｈａｚｅＮｅｔ［６］和 ＧＣＡＮｅｔ［１０］。
３．２　 在合成数据上实验

本实验对合成数据集进行测试，并与经典方法

进行定量和定性的比较。 选用峰值信噪比和结构相

似度［１９］来评估去雾结果的好坏，值越高代表去雾的

效果越好。
各方法的峰值信噪比和结构相似度如表 １

所示。
表 １　 在 ＳＯＴＳ 室内数据集上峰值信噪比和结构相似度

算法 峰值信噪比 结构相似度

ＤＣＰ １６．６２ ０．８１７ ９
ＣＡＰ １９．０５ ０．８４０ ０
ＡＯＤ⁃Ｎｅｔ １９．０６ ０．８５０ ４
ＤｅｈａｚｅＮｅｔ ２１．１４ ０．８４７ ２
ＧＣＡＮｅｔ ３０．２３ ０．９８０ ０
本文 ３４．５１ ０．９７５ ４

对于峰值信噪比，ＤＣＰ 方法、ＣＡＰ 方法和 ＡＯＤ⁃
Ｎｅｔ 方法都在 ２０． ００ 以下，ＤｅｈａｚｅＮｅｔ 方法比 ＡＯＤ⁃
Ｎｅｔ方法提高了 ２．０８，ＧＣＡＮｅｔ 方法的峰值信噪比达

到 ３０．２３，较前 ４种方法有很大提升，本文方法的峰

值信噪比较 ＧＣＡＮｅｔ方法提高了 ４．２８。 对于结构相

似度，前 ４种方法均未达到 ０．９００ ０，ＧＣＡＮｅｔ 方法的

结构相似度最高，本文方法的结构相似度较 ＧＣＡＮｅｔ
方法略低 ０．００４ ６，但相较于其他算法，仍有较高的

提升。
另外，在 ＳＯＴＳ 室内测试集中选择 ４ 张不同浓

度的雾图，进行主观质量的评价。 各方法的去雾效

果以及对应的峰值信噪比如图 ５ 所示。 ＤＣＰ 方法

恢复的图像出现了颜色失真的现象，整体颜色较深，
且不适合高亮度区域的恢复（见图 ５ｂ）中的透光区

域）。 ＣＡＰ 方法恢复的图像颜色偏深（见图 ５ｃ）中
的桌面区域），并且在浓雾的情况下，图像出现去雾

图 ５　 ＳＯＴＳ室内合成有雾图像的实验结果

·５０９·
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不彻底的现象 （见图 ５ｃ）中后 ３ 幅图远景处）。
ＡＯＤ⁃Ｎｅｔ方法恢复的图像出现颜色失真（见图 ５ｄ）
中的桌面区域颜色偏深）和去雾不彻底的现象（见
图 ５ｄ）中的浓雾区域）。 ＤｅｈａｚｅＮｅｔ方法恢复的图像

能保持原来的色彩，但是在去除浓雾时容易出现去

雾不 彻 底 的 现 象 （见 图 ５ｅ ） 中 的 浓 雾 区 域 ）。
ＧＣＡＮｅｔ 方法去雾效果不错，但在某些区域仍出现

颜色失真（见图 ５ｆ）中的窗帘和柜子区域）。 本文的

去雾方法，表现出了较好的去雾效果，未出现可见颜

色失真现象，对于浓雾图像去雾较为彻底，并且恢复

的图像细节和色彩更接近原始清晰图像。
３．３　 在真实数据上实验

为了进一步验证本文提出的基于残差注意力机

制的图像去雾算法的有效性，选取 ＲＥＳＩＤＥ 中的

ＲＴＴＳ真实有雾数据集和网络上常见的现实世界雾

天图像作为自然雾图测试集，将本文算法与对比算

法在上述自然雾图测试集上进行比较。 去雾结果如

图 ６所示。 对于前 ３ 幅薄雾图，ＤＣＰ 方法恢复的图

像颜色失真，如图 ６ｂ）中第二、三幅图中建筑物的颜

色偏深；另外，该方法恢复天空区域容易出现失真现

象，如图 ６ｂ）中第一幅图天空区域出现黄色，第二幅

图天空区域出现黑色。 ＣＡＰ 方法恢复的图像颜色

过深，如图 ６ｃ）中第二幅图近景处出现黑色；另外，
该方法恢复的图像出现了去雾不彻底现象，如图

６ｃ）中第一、三幅图的远景处。 ＡＯＤ⁃Ｎｅｔ方法虽然可

以去除部分雾，但恢复的图像缺少细节，如图 ６ｄ）中
第二幅图远处的建筑物细节模糊不清，第一、三幅图

均存在去雾不彻底现象；另外，该方法恢复的图像容

易出现颜色失真现象，如图 ６ｄ）中第二幅图近处的

建筑物区域颜色过深。 ＤｅｈａｚｅＮｅｔ 方法对于远景处

的雾去除效果不佳，如图 ６ｅ）中第二幅图远处的雾

仍有残余；第一、三幅图也出现了去雾不彻底的现

象。 ＧＣＡＮｅｔ方法虽然取得了较好的去雾效果，但
存在去雾不均匀的现象，如图 ６ｆ）中第一幅图天空

区域出现不均匀色块，第二幅图最远处的高楼区域

比较模糊。 本文算法得到的图像去雾效果优于上述

算法，既能较为彻底的去雾，又能恢复视觉效果较好

的清晰图像。 对于最后一幅浓雾图像，所有的方法

均未能彻底的去雾，但本文算法能够恢复出远处建

筑轮廓，对比其他算法在去除浓雾方面有一定进步，
但也出现了部分区域颜色失真现象。

图 ６　 真实场景有雾图像实验结果

３．４　 消融实验

为了验证本文所提多尺度特征提取和特征融合

模块的有效性，在 ＳＯＴＳ 室内测试集上进行如下消

融实验：①特征提取模块使用普通卷积层替换

ＳＤＲＢ中的空洞卷积层，仅提取相同尺度的特征，并

且特征融合模块不使用 ＥＣＡ模块；②特征提取模块

使用普通卷积层，特征融合模块使用 ＥＣＡ 模块；③
特征提取模块使用空洞卷积，特征融合模块不使用

ＥＣＡ模块。 上述实验的峰值信噪比和结构相似度

如表 ２所示。 从表 ２ 可以看出，仅使用特征融合模

·６０９·
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块（实验 ２）和仅使用多尺度特征提取模块（实验 ３）
比二者均不使用（实验 １）的峰值信噪比分别提升了

０．６２和 ０．９４；同时利用 ２个模块（本文算法）比实验

２和实验 ３的峰值信噪比分别提升了 １．６５ 和 １．３３；
并且本文算法的结构相似度较其他 ３组实验均有提

升。 因此本文提出的多尺度特征提取模块和包含

ＥＣＡ的特征融合模块具有实际的有效性。
表 ２　 在 ＳＯＴＳ 室内数据集上峰值信噪比和结构相似度比较

实验 空洞卷积 ＥＣＡ 峰值信噪比 结构相似度

实验 １ ３２．２４ ０．９６６ ３

实验 ２ √ ３２．８６ ０．９６９ １

实验 ３ √ ３３．１８ ０．９６６ ５

本文算法 √ √ ３４．５１ ０．９７５ ４

４　 结　 论

本文提出了基于残差注意力机制的图像去雾算

法，端到端地预测雾霾密度图像进行去雾。 网络设

计基于编码－解码结构，方便后续特征提取并且减

少内存占用；利用多尺度特征提取和特征融合模块

对不同尺度特征进行有效提取和融合，在其每个模

块末尾均使用了高效通道注意力机制，自适应地使

显著特征具有较大权重，抑制了冗余信息，增强了网

络恢复雾霾密度图像的性能从而令去雾更加彻底。
本文方法不依赖大气散射模型，有效地改善了颜色

失真和去雾不彻底的现象，提高了网络性能，针对合

成图像和现实场景中的雾图均表现出了良好的去雾

效果。
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Ｐｒｏｃｅｓｓｉｎｇ， ２０１５， ２４（１１）： ３５２２⁃３５３３

［６］　 ＣＡＩ Ｂ， ＸＵ Ｘ， ＪＩＡ Ｋ， ｅｔ ａｌ． Ｄｅｈａｚｅ ｎｅｔ： ａｎ ｅｎｄ⁃ｔｏ⁃ｅｎｄ ｓｙｓｔｅｍ ｆｏｒ ｓｉｎｇｌｅ ｉｍａｇｅ ｈａｚｅ ｒｅｍｏｖａｌ［ Ｊ］． ＩＥＥＥ Ｔｒａｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏ⁃
ｃｅｓｓｉｎｇ， ２０１６， ２５（１１）： ５１８７⁃５１９８

［７］　 ＲＥＮ Ｗ， ＬＩＵ Ｓ， ＺＨＡＮＧ Ｈ， ｅｔ ａｌ． Ｓｉｎｇｌｅ ｉｍａｇｅ ｄｅｈａｚｉｎｇ ｖｉａ ｍｕｌｔｉ⁃ｓｃａｌｅ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｃ］∥Ｅｕｒｏｐｅａｎ Ｃｏｎｆｅｒ⁃
ｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ， ２０１６： １５４⁃１６９

［８］　 ＬＩ Ｂ， ＰＥＮＧ Ｘ， ＷＡＮＧ Ｚ， ｅｔ ａｌ． ＡＯＤ⁃ｎｅｔ： ａｌｌ⁃ｉｎ⁃ｏｎｅ ｄｅｈａｚｉｎｇ ｎｅｔｗｏｒｋ［Ｃ］∥２０１７ ＩＥＥＥ Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ， ２０１７： ４７７０⁃４７７８

［９］　 ＬＩ Ｒ， ＰＡＮ Ｊ， ＬＩ Ｚ， ｅｔ ａｌ． Ｓｉｎｇｌｅ ｉｍａｇｅ ｄｅｈａｚｉｎｇ ｖｉａ ｃｏｎｄｉｔｉｏｎａｌ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０１８： ８２０２⁃８２１１

［１０］ ＣＨＥＮ Ｄ， ＨＥ Ｍ， ＦＡＮ Ｑ， ｅｔ ａｌ． Ｇａｔｅｄ ｃｏｎｔｅｘｔ ａｇｇｒｅｇａｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ ｉｍａｇｅ ｄｅｈａｚｉｎｇ ａｎｄ ｄｅｒａｉｎｉｎｇ［Ｃ］∥２０１９ ＩＥＥＥ Ｗｉｎｔｅｒ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ａｐｐｌｉｃａｔｉｏｎｓ ｏｆ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ， ２０１９： １３７５⁃１３８３

［１１］ ＱＵ Ｙ， ＣＨＥＮ Ｙ， ＨＵＡＮＧ Ｊ， ｅｔ ａｌ． Ｅｎｈａｎｃｅｄ ｐｉｘ２ｐｉｘ ｄｅｈａｚｉｎｇ ｎｅｔｗｏｒｋ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ
Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０１９： ８１６０⁃８１６８

［１２］ ＳＨＡＯ Ｙ， ＬＩ Ｌ， ＲＥＮ Ｗ， ｅｔ ａｌ． Ｄｏｍａｉｎ ａｄａｐｔａｔｉｏｎ ｆｏｒ ｉｍａｇｅ ｄｅｈａｚｉｎｇ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍ⁃
ｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０２０： ２８０８⁃２８１７

［１３］ ＴＩＡＮ Ｃ， ＸＵ Ｙ， ＬＩ Ｚ， ｅｔ ａｌ． Ａｔｔｅｎｔｉｏｎ⁃ｇｕｉｄｅｄ ＣＮＮ ｆｏｒ ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ［Ｊ］． Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ， ２０２０， １２４： １１７⁃１２９
［１４］ ＣＨＥＮ Ｙ， ＬＩＵ Ｌ， ＰＨＯＮＥＶＩＬＡＹ Ｖ， ｅｔ ａｌ． Ｉｍａｇｅ ｓｕｐｅｒ⁃ｒｅｓｏｌｕｔｉｏｎ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｂａｓｅｄ ｏｎ ｆｅａｔｕｒｅ ｍａｐ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ［Ｊ］．

·７０９·
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Ａｐｐｌｉｅｄ Ｉｎｔｅｌｌｉｇｅｎｃｅ， ２０２１， ５１（８）： １⁃１４
［１５］ ＬＩＡＯ Ｙ， ＳＵ Ｚ， ＬＩＡＮＧ Ｘ， ｅｔ ａｌ． ＨＤＰ⁃ｎｅｔ： ｈａｚｅ ｄｅｎｓｉｔｙ ｐｒｅｄｉｃｔｉｏｎ ｎｅｔｗｏｒｋ ｆｏｒ ｎｉｇｈｔｔｉｍｅ ｄｅｈａｚｉｎｇ［Ｃ］∥Ｐａｃｉｆｉｃ Ｒｉｍ Ｃｏｎｆｅｒｅｎｃｅ

ｏｎ Ｍｕｌｔｉｍｅｄｉａ， ２０１８： ４６９⁃４８０
［１６］ ＲＯＮＮＥＢＥＲＧＥＲ Ｏ， ＦＩＳＣＨＥＲ Ｐ， ＢＲＯＸ Ｔ． Ｕ⁃ｎｅｔ： ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓ ｆｏｒ ｂｉｏｍｅｄｉｃａｌ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ［Ｃ］∥Ｉｎｔｅｒｎａｔｉｏｎ⁃

ａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｍｅｄｉｃａｌ Ｉｍａｇｅ Ｃｏｍｐｕｔｉｎｇ ａｎｄ Ｃｏｍｐｕｔｅｒ⁃Ａｓｓｉｓｔｅｄ Ｉｎｔｅｒｖｅｎｔｉｏｎ， ２０１５： ２３４⁃２４１
［１７］ ＷＡＮＧ Ｚ， ＪＩ Ｓ． Ｓｍｏｏｔｈｅｄ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎｓ ｆｏｒ ｉｍｐｒｏｖｅｄ ｄｅｎｓｅ ｐｒｅｄｉｃｔｉｏｎ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓ ｏｆ ｔｈｅ ２４ｔｈ ＡＣＭ ＳＩＧＫＤＤ Ｉｎｔｅｒ⁃

ｎａｔｉｏｎａｌ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｋｎｏｗｌｅｄｇｅ Ｄｉｓｃｏｖｅｒｙ ＆ Ｄａｔａ Ｍｉｎｉｎｇ， ２０１８： ２４８６⁃２４９５
［１８］ ＷＡＮＧ Ｑ， ＷＵ Ｂ， ＺＨＵ Ｐ， ｅｔ ａｌ． ＥＣＡ⁃ｎｅｔ： Ｅｆｆｉｃｉｅｎｔ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｆｏｒ ｄｅｅｐ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ［Ｃ］∥Ｐｒｏｃｅｅｄｉｎｇｓ

ｏｆ ｔｈｅ ＩＥＥＥ ／ ＣＶＦ Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｃｏｍｐｕｔｅｒ Ｖｉｓｉｏｎ ａｎｄ Ｐａｔｔｅｒｎ Ｒｅｃｏｇｎｉｔｉｏｎ， ２０２０： １１５３４⁃１１５４２
［１９］ ＬＩ Ｂ， ＲＥＮ Ｗ， ＦＵ Ｄ， ｅｔ ａｌ． Ｂｅｎｃｈｍａｒｋｉｎｇ ｓｉｎｇｌｅ⁃ｉｍａｇｅ ｄｅｈａｚｉｎｇ ａｎｄ ｂｅｙｏｎｄ［Ｊ］． ＩＥＥＥ Ｔｒａｎｓ ｏｎ Ｉｍａｇｅ Ｐｒｏｃｅｓｓｉｎｇ， ２０１８， ２８

（１）： ４９２⁃５０５

Ａ ｎｅｗ ｅｎｄ⁃ｔｏ⁃ｅｎｄ ｉｍａｇｅ ｄｅｈａｚｉｎｇ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ
ｒｅｓｉｄｕａｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

ＹＡＮＧ Ｚｈｅｎｊｉａｎ， ＳＨＡＮＧ Ｊｉａｍｅｉ， ＺＨＡＮＧ Ｚｈｏｎｇｗｅｉ， ＺＨＡＮＧ Ｙａｎ， ＬＩＵ Ｓｈｕｄｏｎｇ
（Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｐｕｔｅｒ ａｎｄ Ｉｎｆｏｒｍａｔｉｏｎ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｔｉａｎｊｉｎ Ｃｈｅｎｇｊｉａｎ Ｕｎｉｖｅｒｓｉｔｙ， Ｔｉａｎｊｉｎ ３００３８４， Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ： Ｔｒａｄｉｔｉｏｎａｌ ｉｍａｇｅ ｄｅｈａｚｉｎｇ ａｌｇｏｒｉｔｈｍｓ ｂａｓｅｄ ｏｎ ｐｒｉｏｒ ｋｎｏｗｌｅｄｇｅ ａｎｄ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｒｅｌｙ ｏｎ ｔｈｅ ａｔｍｏｓ⁃
ｐｈｅｒｉｃ ｓｃａｔｔｅｒｉｎｇ ｍｏｄｅｌ ａｎｄ ａｒｅ ｅａｓｙ ｔｏ ｃａｕｓｅ ｃｏｌｏｒ ｄｉｓｔｏｒｔｉｏｎ ａｎｄ ｉｎｃｏｍｐｌｅｔｅ ｄｅｈａｚｉｎｇ． Ｔｏ ｓｏｌｖｅ ｔｈｅｓｅ ｐｒｏｂｌｅｍｓ， ａｎ
ｅｎｄ⁃ｔｏ⁃ｅｎｄ ｉｍａｇｅ ｄｅｈａｚｉｎｇ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｒｅｓｉｄｕａｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｉｓ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ． Ｔｈｅ ｎｅｔｗｏｒｋ
ｉｎｃｌｕｄｅｓ ｆｏｕｒ ｍｏｄｕｌｅｓ： ｅｎｃｏｄｅｒ， ｍｕｌｔｉ⁃ｓｃａｌｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ， ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ａｎｄ ｄｅｃｏｄｅｒ． Ｔｈｅ ｅｎｃｏｄｅｒ ｍｏｄｕｌｅ ｅｎ⁃
ｃｏｄｅｓ ｔｈｅ ｉｎｐｕｔ ｈａｚｅ ｉｍａｇｅ ｉｎｔｏ ｆｅａｔｕｒｅ ｍａｐ， ｗｈｉｃｈ ｉｓ ｃｏｎｖｅｎｉｅｎｔ ｆｏｒ ｓｕｂｓｅｑｕｅｎｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ａｎｄ ｒｅｄｕｃｅｓ
ｍｅｍｏｒｙ ｃｏｎｓｕｍｐｔｉｏｎ； ｔｈｅ ｍｕｌｔｉ⁃ｓｃａｌｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｍｏｄｕｌｅ ｉｎｃｌｕｄｅｓ ｒｅｓｉｄｕａｌ ｓｍｏｏｔｈｅｄ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ ｍｏｄ⁃
ｕｌｅ， ｒｅｓｉｄｕａｌ ｂｌｏｃｋ ａｎｄ ｅｆｆｉｃｉｅｎｔ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ， ｗｈｉｃｈ ｃａｎ ｅｘｐａｎｄ ｔｈｅ ｒｅｃｅｐｔｉｖｅ ｆｉｅｌｄ ａｎｄ ｅｘｔｒａｃｔ ｄｉｆｆｅｒｅｎｔ ｓｃａｌｅ
ｆｅａｔｕｒｅｓ ｂｙ ｆｉｌｔｅｒｉｎｇ ａｎｄ ｗｅｉｇｈｔｉｎｇ； ｔｈｅ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ ｗｉｔｈ ｅｆｆｉｃｉｅｎｔ ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ａｄｊｕｓｔｓ ｔｈｅ ｃｈａｎｎｅｌ
ｗｅｉｇｈｔ ｄｙｎａｍｉｃａｌｌｙ， ａｃｑｕｉｒｅｓ ｒｉｃｈ ｃｏｎｔｅｘｔ ｉｎｆｏｒｍａｔｉｏｎ ａｎｄ ｓｕｐｐｒｅｓｓｅｓ ｒｅｄｕｎｄａｎｔ ｉｎｆｏｒｍａｔｉｏｎ ｓｏ ａｓ ｔｏ ｅｎｈａｎｃｅ ｔｈｅ ａ⁃
ｂｉｌｉｔｙ ｔｏ ｅｘｔｒａｃｔ ｈａｚｅ ｄｅｎｓｉｔｙ ｉｍａｇｅ ｏｆ ｔｈｅ ｎｅｔｗｏｒｋ； ｆｉｎａｌｌｙ， ｔｈｅ ｅｎｃｏｄｅｒ ｍｏｄｕｌｅ ｍａｐｓ ｔｈｅ ｆｕｓｅｄ ｆｅａｔｕｒｅ ｎｏｎｌｉｎｅａｒｌｙ ｔｏ
ｏｂｔａｉｎ ｔｈｅ ｈａｚｅ ｄｅｎｓｉｔｙ ｉｍａｇｅ ａｎｄ ｔｈｅｎ ｒｅｓｔｏｒｅｓ ｔｈｅ ｈａｚｅ ｆｒｅｅ ｉｍａｇｅ． Ｔｈｅ ｑｕａｌｉｔａｔｉｖｅ ａｎｄ ｑｕａｎｔｉｔａｔｉｖｅ ｔｅｓｔｓ ｂａｓｅｄ ｏｎ
ＳＯＴＳ ｔｅｓｔ ｓｅｔ ａｎｄ ｎａｔｕｒａｌ ｈａｚｅ ｉｍａｇｅｓ ｓｈｏｗ ｇｏｏｄ ｏｂｊｅｃｔｉｖｅ ａｎｄ ｓｕｂｊｅｃｔｉｖｅ ｅｖａｌｕａｔｉｏｎ ｒｅｓｕｌｔｓ． Ｔｈｉｓ ａｌｇｏｒｉｔｈｍ
ｉｍｐｒｏｖｅｓ ｔｈｅ ｐｒｏｂｌｅｍｓ ｏｆ ｃｏｌｏｒ ｄｉｓｔｏｒｔｉｏｎ ａｎｄ ｉｎｃｏｍｐｌｅｔｅ ｄｅｈａｚｉｎｇ ｅｆｆｅｃｔｉｖｅｌｙ．

Ｋｅｙｗｏｒｄｓ： ｉｍａｇｅ ｄｅｈａｚｉｎｇ；ｄｅｅｐ ｌｅａｒｎｉｎｇ；ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ；ｒｅｓｉｄｕａｌ ｓｍｏｏｔｈｅｄ ｄｉｌａｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎ；
ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ

引用格式：杨振舰， 尚佳美， 张众维， 等． 基于残差注意力机制的图像去雾算法［Ｊ］ ． 西北工业大学学报，２０２１，３９（４）： ９０１⁃９０８
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