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摘　 要：目标分类是计算机视觉研究中的重要基本问题之一。 为提高目标分类的准确率，由对目标进

行人工分类的完整过程所得到的启发，提出了一种视觉注意力模型与 ＣＮＮ 相结合的目标分类新方

法。 该方法与传统目标分类方法相比，在分类过程上更接近于人工行为，有明显的生物学优势。 首

先，建立一个基于分类任务的眼动数据库，研究并记录人在进行目标分类时的视觉行为；然后，利用该

数据库训练出一个结合低层特征（如方向、颜色、强度等）及高层特征（如人、脸、汽车等）的视觉注意

力模型，以此，预测人工区分不同目标时所感兴趣的区域；最后设计 ＣＮＮ 网络，利用视觉注意力模型

所得到的感兴趣区域进行目标分类。 实验结果表明，所提出的视觉注意力模型可以更准确地预测人

在分类时的感兴趣区域，可显著提高目标分类的准确度，并且收敛速度更快。
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　 　 目标分类是计算机视觉领域中非常重要的研究

方向之一，是目标分割，目标跟踪与行为分析等诸多

复杂计算机视觉问题的基础，已广泛应用于交通、安
防、医疗等领域。 计算机自动目标分类技术在一定

程度上可以减少人工分类的劳动强度，改变人类的

生活方式，但目前计算机自动目标分类技术的应用

还受其分类精度的限制。 人类拥有强大的目标分类

能力，当人在区分不同目标时，先通过视觉通路筛选

出自己感兴趣的区域，然后由神经系统做出正确判

断，得出分类结果。 如果计算机能模拟人类的这种

能力，计算机自动目标分类技术将会与人类分类行

为更相近，分类结果更准确。
可计算视觉注意力模型，是利用计算机技术实

现的视觉认知模型，即利用视觉搜索中的多种信息，
由计算机实现人类视觉注意力显著对象预测的技

术。 近年来，该领域涌现出多种基于不同技术且效

果优良的视觉注意力模型。 例如，基于自底向上特

征整合的 Ｉｔｔｉ［１］ 模型， 基于神经响应去相关的

ＡＷＳ［２］模型，基于概率公式的 ＳＵＮ［３］ 模型，基于贝

叶斯 网 络 结 构 的 Ｔｏｒｒａｌｂａ［４］ 模 型， 基 于 图 论 的

ＧＢＶＳ［５］模型等。 此外，机器学习的方法也已应用于

构建视觉显著模型当中，Ｋｃｈöｌｋｏｐｆ 等人［６］ 及 Ｊｕｄｄ
等人［７］分别利用图像块和从每个像素点得到的特

征向量来得到显著区域。 但是，现有的大部分视觉

注意力模型大多根据观察者的“自由观察”，并未涉

及诸如目标分类之类的技术。
关于目标分类，传统的方法有基于外观的分类

方法［８⁃９］、基于特征的分类方法［１０⁃１１］，类似于 ＣＡＤ 的

物体模型［１２］、遗传算法等［１３］。 这些传统的方法在

一些领域表现优良，但并不适用于多类目标分类。
２０ 世纪 ６０ 年代，Ｈｕｂｅｌ 等人［１４］ 在研究猫脑皮层时

发现，用于局部敏感和方向选择的神经元，可以有效

降低反馈神经网络的复杂性，并受到这种独特网络

结构的启发，提出了卷积神经网络 （ ｃｏｎｖｏｌｕｔｉｏｎａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ，ＣＮＮ）。 如今，ＣＮＮ 已成为众多科学

领域的研究热点，特别是在模式分类领域，其分类能

力已由 Ｋｒｉｚｈｅｖｓｋｙ 等人［１５］ 在包含几百种类别共计

百万张图片的数据库 ＩｍａｇｅＮｅｔ 上得已检验。 虽然

ＣＮＮ 的机理类似于人类神经网络，但是传统的 ＣＮＮ
忽视了人类视觉系统在分类前对信息筛选的重要作
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用。 因此，如果能将 ＣＮＮ 与视觉注意力模型相结

合，将会更接近人类行为，其分类能力也会有所

提高。
人类的视觉分类行为是一个视觉通络与神经系

统相结合的过程。 本文试图通过对人类信息处理机

制及人类神经网络的仿真，将视觉注意力模型与

ＣＮＮ 相结合，提出一种具有生物学优势的目标分类

新方法。 其具体工作：① 建立一个眼动数据库

ＥＤＯＣ （ ｅｙｅ⁃ｔｒａｃｋｉｎｇ ｄａｔａｂａｓｅ ｆｏｒ ｏｂｊｅｃｔｓ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ），用于记录观察者在分类时的注视点

数据，分析并学习人类分类时的视觉行为；②基于

ＥＤＯＣ 数据库，引入真实眼动数据作为监督值，建立

基于有监督学习的视觉注意力模型，以实现人类视

觉信息处理机制的仿真；③建立更适合目标分类任

务的卷积神经网络，以实现人类神经网络处理过程

的仿真。
通过对人类视觉目标分类过程的仿真，结果与

传统分类方法相比，本文所提出的目标分类方法，在
分类过程上与人类分类行为更相近。 实验表明，本
文提出的视觉注意力模型可以更准确地预测人在分

类时感兴趣区域，并与本文建立的 ＣＮＮ 网络相结

合，可显著提高目标分类的准确度及收敛速度。

１　 算法描述

本文提出的目标分类方法，结合了对人类视觉

信息处理机制的仿真与对人类神经网络的仿真，其
算法流程如图 １ 所示。

图 １　 算法流程图

　 　 在对人类视觉信息处理机制的仿真过程中，本
文首先建立了一个眼动数据库 ＥＤＯＣ，记录观察者

在分类时的注视点数据。 然后在 ＥＤＯＣ 数据库里，
随机挑选训练图像集，对其进行显著视觉特征提取，
经过支持向量机（ＳＶＭ）训练，同时引入真实眼动数

据作为基准图像，建立了基于有监督学习的视觉注

意力模型，能预测出人在进行目标分类的视觉显

著图。

在人类神经网络仿真过程中，本文首先将视觉

注意力模型预测出的视觉显著图前 ６０％的显著区

域，作为人类分类的感兴趣区域；然后设计了适合目

标分类任务的卷积神经网络，以随机挑选感兴趣区

域图片得到训练集，利用卷积神经网络对其进行特

征提取，经过 ＳＶＭ 训练，得到最终目标分类结果。

·０６３·



第 ２ 期 李娜，等：一种基于学习及视觉感知启发的目标分类方法

２　 建立 ＥＤＯＣ 数据库

由于现有的大部分眼动数据库在建立时，观察

者是“自由观察”的，并没有在目标分类任务下，因
此，为研究一般人在做目标分类时的视觉行为，本文

建立了数据库 ＥＤＯＣ（如图 ２ 所示）。 该数据库包含

６ 类目标的彩色图像以及受试者观察这些目标的眼

动数据。 ６ 类目标分别是飞机、自行车、汽车、狗、人
和白猫，每类目标各包含 ５０ 张样本，共计 ３００ 张且

均带有类别标签。 图像尺寸由 ６００×７００ 至 ８００×５００
不等。

图 ２　 ＥＤＯＣ 数据库的示例

本文使用 Ｔｏｂｉｉ ＴＸ３００ 眼动仪记录眼动数据。
眼动数据采集对象共 １０ 人，年龄 １２ 岁至 ４０ 岁，男
女各 ５ 人。 实验中，每幅图展示 ５ ｓ，让受试者观察

的同时对他们发出区分这 ６ 类目标的指令。 为保证

实验记录数据的准确性，每隔 １０ 幅图后均会进行自

动校准。 根据实验记录的数据分析得出，受试者在

最初观察图像的 １ ｓ 里很可能只是在自由观察，并
未执行分类任务，所以本文舍弃了受试者前 １ ｓ 的

眼动数据，记录下来的眼动数据（见图 ３ｂ））用来训

练视觉显著模型。 而热图（见图 ３ｃ））可以反映出受

试者在分类时的感兴趣区域，分割出的感兴趣区域

用来做目标分类。 统计所有受试者的注视点数据并

经过高斯滤波 （参数标准差为 ２） 得到基准图像

（ｇｒｏｕｎｄ ｔｒｕｔｈ，ＧＴ） （见图 ３ｄ）），用作测试显著模型

的性能。

３　 基于学习的视觉注意力模型

视觉注意力是帮助人类从无标注场景进行视觉

感知的一个重要属性，人类可以迅速从外界输入的

大量视觉信息中判断出感兴趣信息，使之优先得到

图 ３　 眼动数据采集与处理

大脑神经的处理。 为模拟人类的视觉注意机制，可
通过计算的方法建立模型，即建立视觉注意力模型。
为获得图像特征与视觉注意力之间的变换关系，本
文首先对 ＥＤＯＣ 数据库里的图像提取特征，并将得

到的特征与注视点数据相映射，得到适用于分类任

务的视觉显著模型，利用该模型预测人在分类时的

显著图，进而得到与人类分类行为相近的感兴趣区

域，以作下一步分类。
３．１　 显著视觉特征提取

为提高视觉注意力模型的性能，本文将低层特

征与高层特征相结合，通过反复实验和结果比较，剔
除了场景图像中与任务不相关的特征后，选取了特

征集 Ｆ ＝ ｛ ｆ１，ｆ２，…，ｆ３５｝ ，其中包括 ３１ 个低层特征及

４ 个高级特征。
３．１．１　 低层特征

１） 用金字塔滤波器对三尺度的多分辨率亮度

图像进行四方向滤波，得到 １３ 个亮度特征（如图 ４
前 １３ 幅图所示）。

２） 用 ＩＴＴＩ［９］ 模型计算得到颜色、强度、方向 ３
个特征 （如图 ４ 第 １４～１６ 幅图所示）。

３） 利用加入了语境特征的 Ｔｏｒｒａｌｂａ［１１］ 模型，基
于图论的 ＧＢＶＳ 模型及采用了 Ｌａｂ 色彩空间和去相

关特征图的 ＡＷＳ 模型计算显著图，得到 ３ 个模型特

征（如图 ４ 第 １７～１９ 幅图所示）。
４） 计算红、绿、蓝三颜色通道值及概率值，分别

得到 ３ 个色度特征及 ３ 个色度概率特征（如图 ４ 第

２０～２５ 幅图所示）。
５） 用中值滤波器对六尺度的彩色图像进行滤

波，并计算三维色度直方图，得到 ５ 个色度直方图特

征（如图 ４ 第 ２６～３０ 幅图所示）。

·１６３·
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６） 参照摄影师在构图和平衡画面时会用到水

平线特征，故选取水平线作为最后一个低层特征

（如图 ４ 第 ３１ 幅图所示）。
３．１．２　 高层特征

在实验中，我们发现因存在先验知识的原因，人
类对人、人脸及车等各类体征会给予更多关注。 因

此，本文选取人脸检测器跟人，汽车检测器的检测结

果作为高级特征 （如图 ４ 第 ３２～３５ 幅图所示）。

图 ４　 特征图

３．２　 训练过程

在统计学习理论中发展起来的支持向量机

（ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｍａｃｈｉｎｅｓ，ＳＶＭ）方法是一种通用学

习方法，其在非线性分类、函数逼近、模式识别等应

用中有非常好的推广能力，可以有效地解决有限样

本条件下的高维数据模型构建问题，并具有泛化能

力强、收敛到全局最优、维数不敏感等优点。 因此，
本文利用 ＳＶＭ 理论，得到图像特征与视觉注意力之

间的变换关系，将提取的特征集 Ｆ 映射到视觉注意

力空间，训练得到每个特征与视觉注意力之间的关

系，并利用该映射关系生成视觉显著图，进而得出人

类在分类时的感兴趣区域。
训练过程中，取样本集 Ｓ ⊂ Ｔ，Ｔ 为基准图像的

训练集。 样本 ｓ ∈ Ｓ。 令

Ｌ（ ｓ） ＝
＋ １　 ｓ 为显著样本

－ １　 ｓ 为非显著样本{
　 　 设 Ｐ为基准图像的像素集，Ｐ ＝ ｛ｐ１，ｐ２，…，ｐＮ｝，
Ｎ 为基准图像中像素的个数。 Ｏ（ｐｉ） 表示像素的显

著度，ｉ ＝ １，２，…，Ｎ。 对像素集 Ｐ进行排序得到有序

集合 Ｐｏ ＝ ｛ｐｏ１，ｐｏ２，…，ｐｏＮ｝，其中 Ｏ（ｐｏ１） ≥ Ｏ（ｐｏ２）
≥ … ≥ Ｏ（ｐｏＮ）。 在利用 ＳＶＭ 模型进行训练时，我
们选择Ｓｐ ⊂Ｓ作为正样本，Ｓｎ ⊂Ｓ作为负样本，其中

Ｓｐ ＝ ｛ｐｏ１，ｐｏ２，…，ｐｏｍ｝，ｍ ＝ ０．０５Ｎ，Ｓｎ ＝ ｛ｐｏｌ，ｐｏｌ，…，
ｐｏＮ｝，Ｎ － ｌ ＝ ０．３Ｎ ，最终预测出显著图，训练过程的

流程图如图 １ 上半部分（人类视觉信息处理机制的

仿真过程）所示。

４　 ＣＮＮ 网络设计

人类的神经－中枢－大脑的工作过程，是一个不

断迭代、不断抽象的过程。 深度学习作为机器学习

研究中的一个新领域，其动机在于建立、模拟人脑进

行分析学习的神经网络，它模仿人脑的机制来处理

诸如图像之类的数据。 ＣＮＮ 是一种深度学习下的

多层次的机器学习模型，在 ＣＮＮ 中，图像的一小部

分（局部感受区域）作为多层结构的最低层的输入，
将不同的信息传递到不同的层，每层均通过抽象去

获得观测数据的最显著的特征并挖掘数据局部特

征，经过不断的迭代提取全局特征，最终进行分类。
ＣＮＮ 的最大特点就是局部连接和权值共享。

它的权值共享的网络结构使之更类似于生物神经网

络，并且局部连接和权值共享可以减少所要训练的

参数及计算复杂度。 ＣＮＮ 网络结构包括：卷积层，
池化层与全连接层，它们参数的设置正是整个 ＣＮＮ
网络结构设计的重点。 经过多次实验与调整，以及

对目标特征的分析，本文设计了更适用于目标分类

的 ＣＮＮ 网络结构，包含 ４ 个卷积层，４ 个池化层，卷
积层与池化层交替设置，如图 ５ 所示。 如此，多层的

卷积层结构通过对输入的图像进行逐层抽象，从而

获得更高层次的分布式特征表达，组合形成更抽象

的特征，本文设计的 ＣＮＮ 网络结构最后一层为全连

接层，用于对图片对象的特征描述。

·２６３·
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图 ５　 ＣＮＮ 网络结构

４．１　 卷积层

卷积可以提取出图像的局部特征，因此卷积层

的设置是 ＣＮＮ 网络结构设计的核心。 通过对目标

特征的分析，以及试验与调整，本文的 ＣＮＮ 网络结

构设计了 ４ 个卷积层（Ｃ１ ～ Ｃ４）（如图 ５ 所示）。 特

征的提取是通过以权值矩阵形式出现的卷积核

（ｋｅｒｎｅｌ）来完成的，本文建立的 ＣＮＮ 网络各卷积层

的卷积核大小分别为 ５，５，５，４ 像素。 针对各卷积层

功能的不同，卷积核的大小也不同，如第一个卷积层

的卷积核可以提取边缘、角等信息，通过实验与分

析，５ 个像素的大小与目标边缘特征较符合，因此第

一层卷积层的卷积核大小设为 ５。 卷积核提取的二

维特征集合为特征图。 每层的特征图作为下一层的

输入继续传播，本文 ＣＮＮ 网络结构各卷积层输出的

特征图数目分别为 ９，１８，３６，７２，卷积的步长均为 １
像素。 此外，卷积核与输入之间的局部连接可以减

少很多网络参数，降低计算负担。
４．２　 池化层

池化即为将尺寸比较大的图像的不同位置的特

征进行聚合，计算图像一个区域上的某个特定特征

的平均值（或最大值）来代表这个区域的特征。 池

化层的作用是使通过卷积层获得的特征具有空间不

变性。 因此为与卷积层层数一致，本文设计的 ＣＮＮ
网络结构也包含 ４ 个池化层（ Ｓ１ ～ Ｓ４） （如图 ５ 所

示），分别连接在各层卷积层之后。 为获取对平移、
缩放和旋转不变的显著特征，各层池化大小均为 ２
个像素，池化的步长均为 １ 像素。 本文采用常见的

最大池化方式，其不仅可以降低特征的维数，还可以

提高特征的鲁棒性。
４．３　 全连接层

本文 ＣＮＮ 网络结构的最后一层为全连接层，输
出一个兼顾了目标的局部特征与整体特征的 ６４８ 维

的特征向量，由于本文 ＣＮＮ 结构中的 ４ 个卷积层及

４ 个池化层已先将特征的维数尽可能降低至可接受

的大小，因此最后一层全连接层产生的计算负担在

可接受范围内。 最后利用 ｌｉｂｌｉｎｅａｒ ＳＶＭ 将得到的

６４８ 维特征向量，进行训练，得出分类结果。
至此，本文建立的 ＣＮＮ 网络结构，共计包含在

４ 个卷积层、４ 个池化层、１ 个全连接层。 在进行目

标分类时，目标的一小部分作为本文 ＣＮＮ 网络结构

的最低层输入，经过个卷积层特征提取，并经过各池

化层的最大池化，获得目标最显著的特征并挖掘出

目标的局部特征，经过迭代，提取全局特征并结合局

部特征进行分类，最终输出分类结果。

·３６３·
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５　 实验结果及分析

为验证算法的正确性及有效性，本文设计了 ３
组实验，第 １ 组实验验证了本文的视觉显著模型

（Ｏｕｒｓ）预测分类 ＲｏＩｓ 的能力，同时在相同条件下将

Ｏｕｒｓ 模型与其它视觉显著模型做了比较；第 ２ 组实

验在数据库 ＥＤＯＣ 上评估了本文分类方法分类的错

误率大小及错误率收敛速度，同时比较了本文分类

方法与常规 ＣＮＮ 的分类能力，本文分类方法是利用

分类 ＲｏＩｓ 进行分类，而常规 ＣＮＮ 是利用原图进行

分类；为充分验证本文算法，第 ３ 组实验增加了实验

数据量，建立了包含 ６ ０００ 张图的数据集，在该数据

集上比较了本文分类方法与常规 ＣＮＮ 分类时的错

误率。 实验环境是 ＩＢＭ ｘ３６５０ｍ５ 服务器，配置 ＣＰＵ
Ｅ５⁃２６０３ｖ２ （２．４ ＧＨｚ）， ３２ ＧＢ ＲＡＭ。
５．１　 视觉显著模型预测分类感兴趣区域实验

本实验利用 ＥＤＯＣ 数据库中的数据，对分类

ＲｏＩｓ 进行预测，实验采集的注视点数据作为基准。

实验时，将所有彩色图像统一到 ２００×２００ 的大小，
每类目标挑选 ３０ 幅彩色图像作为训练，２０ 幅作为

测试。 与 Ｏｕｒｓ 进 行 比 较 的 ８ 种 模 型 分 别 是：
ＡＩＭ［１６］，ＡＷＳ［２］， Ｊｕｄｄ［７］， ＩＴＴＩ［１］，ＧＢＶＳ［５］， ＳＵＮ［３］，
ＳＴＢ［１７］，Ｔｏｒｒａｌｂａ［４］，这 ９ 种模型得到的典型视觉显

著图对比如图 ６ 所示。 由于没有统一评价视觉注意

力模型的标准，本文选取了常用的评价函数有：
ＡＵＣ、敏感度与特异度。 ＡＵＣ 是一种用来度量视觉

注意力模型与基准图像的差异的一个标准，通常，
ＡＵＣ 的值介于 ０．５ 到 １．０ 之间， ＡＵＣ 越大代表了模

型的表现越好，与基准图像更相近。 敏感度，又称为

真阳性率，指将已知类别的目标准确分类的数目占

总分类结果的比例，敏感度越高，模型越灵敏。 特异

度，又称为真阴性率，指将非该类的目标准确剔除的

数目占总分类结果的比例，特异度越高，模型筛检目

标非该类的能力越强。 当 ３ 种评价函数数值越高，
说明该模型性能越好。 本实验在 ６０％的显著区域

计算敏感度与特异度。 ３ 种评价函数的实验结果如

表 １ 所示。

图 ６　 ９ 种模型得到的视觉显著图对比

·４６３·
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表 １　 ９ 种模型的评价函数结果比较

参数 Ｏｕｒｓ ＡＩＭ ＡＷＳ ＧＢＶＳ ＩＴＴＩ ＳＴＢ ＳＵＮ Ｔｏｒｒａｌｂａ Ｊｕｄｄ 平均值

ＡＵＣ ０．８４２ １ ０．７２３ ２ ０．７８１ １ ０．８２８ ４ ０．６０７ ８ ０．８１５ １ ０．７３６ ０ ０．７１５ ８ ０．８２８ ７ ０．７６４ ２

敏感度 ／ ％ ７３．２８９ ５ ５１．８２１ ２ ６１．１８７ ８ ７１．４７９ ４ ４０．８６０ ５ ６７．９１５ ３ ４９．８２５ ２ ５２．７６１ ９ ７１．９９０ ５ ６０．１２５ ７

特异度 ／ ％ ８２．２３５ ４ ７７．４１７ ４ ７９．１４８ ０ ７７．８５８ ８ ７７．８２１ ７ ７８．８６７ ４ ７６．０３１ ４ ７６．５４０ ２ ７７．６７４ ５ ７８．１７７ ２

　 　 图 ６ 为 ＥＤＯＣ 数据库里的部分样例在 ９ 种模型

下的视觉显著图对比，通过人的主观判断，可以看出

相较于其他 ８ 种模型，Ｏｕｒｓ 模型能更好的提取目标

的特征，如车轮、眼睛等局部特征，人脸，汽车等整体

特征。 如此，特征的更好提取，更有利于分类准确度

的提高。
从表 １ 中可以明显看出，在 ＡＵＣ 指标下，Ｏｕｒｓ

模型的结果为 ０．８４２ １，均高于其他 ８ 种模型，远高

于 ＩＴＴＩ 模型，最接近基准图像（１．０００ ０）。 Ｏｕｒｓ 模

型的敏感度为 ７３．２８９ ５，为 ９ 种模型的最大值，比平

均值大约高 １３％，说明 Ｏｕｒｓ 模型较其他模型更灵

敏。 而实验中特异度的最大值也为 Ｏｕｒｓ 模型。 结

果表明，Ｏｕｒｓ 模型在 ３ 种评价函数下，性能良好，与
基准图像更一致。 因此，Ｏｕｒｓ 模型明显提高了利用

视觉显著图预测人在分类时注视点的精度，更适用

于提取分类 ＲｏＩｓ。
５．２　 在 ＥＤＯＣ 数据库上的分类实验

本文从分类错误率的大小与收敛速度两方面，
来评价本文分类方法性能。 首先，将 Ｏｕｒｓ 模型预测

的显著图前 ６０％的区域，作为分类 ＲｏＩｓ，实例如图 ７
所示。

图 ７　 分类 ＲｏＩｓ 获取

然后将分类 ＲｏＩｓ 作为如图 ５ 所示 ＣＮＮ 网络的

输入进行分类。 并与将原图作为输入的常规 ＣＮＮ
分类分类方法结果作以比较。 实验时，将所有图像

均统一为 １００×１００ 的大小，每类目标挑选 ３０ 幅作为

训练，２０ 幅作为测试。 ２ 种分类方法各进行 ３ 次实

验，ＣＮＮ 网络的练次数分别为 ５００，１ ０００，１ ５００，以
得到的错误率作为评判标准，结果如表 ２ 所示。

表 ２　 ＥＤＯＣ 数据库上 ３ 种训练次数下输入原始图像

与分类 ＲｏＩｓ 进行 ＣＮＮ 分类的错误率比较

训练次数
错误率 ／ ％

原始图像 分类 Ｒｏｌｓ

５００ ７３．３ ６３．３

１ ０００ ５０．０ ３６．７

１ ５００ ３６．５ １８．２

从表 ２ 中可以看出，在 ３ 种训练次数下，本文的

方法分类错误率均低于常规 ＣＮＮ。 虽然在训练次

数为 ５００ 的时候，由于训练次数较少，２ 种方法的错

误率都高于 ５０％，但是本文方法的错误率比常规方

法的错误率小 １０％。 随着训练次数的增加，本文方

法的错误率从 ６３． ３％下降到 ３６． ７％，直到 １８． ２％。
而常规的 ＣＮＮ 在训练次数为 １ ０００ 时，错误率为

５０％，当训练次数增加到 １ ５００ 时，其错误率仍高于

３０％。 虽然随着训练次数的增加，２ 种方法的分类

错误率均会下降，但是很明显本文的分类方法分类

错误率的收敛速度快于常规 ＣＮＮ 方法。 在相同训

练次数下，错误率更低。 因此，本文的分类方法可以

优化分类结果。
５．３　 在 ６ ０００ 张图上的分类实验

５．１ 及 ５．２ 节的实验，虽从两方面验证了本文分

类方法的合理性，但是数据库 ＥＤＯＣ 包含的数据量

较少，而目前又没有现成的包含 ６ 类目标的大数据

库可以利用，所以，为充分验证本文分类方法，如图

８ 所示，本节建立了一个较大的包含了 ６ ０００ 张图的

数据集以进行实验。 该数据集中的图片均来自网

络，每类各有 １ ０００ 张。

·５６３·
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实验中，首先利用 Ｏｕｒｓ 模型预测这 ６ ０００ 张图

的显著图，并将显著图的前 ６０％显著的区域作为分

类 ＲｏＩｓ。 然后利用 ＣＮＮ 网络对分类 ＲｏＩｓ 进行分

类，并与将原图作为输入的常规的 ＣＮＮ 分类分类方

法结果作以比较。 同样地将所有图像均统一为 １００
×１００ 的大小，每类目标挑选 ６００ 幅作为训练，４００
幅作为测试， 分类错误率对比结果如表 ３ 所示。

图 ８　 ６ ０００ 张图的示例

表 ３　 ６ ０００ 张图上 ３ 种训练次数下输入原始图像与

分类 ＲｏＩｓ 进行 ＣＮＮ 分类的错误率比较

训练次数
错误率 ／ ％

原始图像 分类 Ｒｏｌｓ

５００ ６３．２ ４４．６

１ ０００ ５６．７ ３３．８

１ ５００ ４６．９ ２９．１

从表 ３ 中可看出，在包含了 ６ ０００ 张图的较大

数据库上的实验中，随着训练次数增加，２ 种方法的

错误率虽然均有下降，但是在相同训练次数下，本文

方法分类错误率明显低于常规 ＣＮＮ。 在训练次数

为 ５００ 的时，本文的方法的错误率（４４．６％）比常规

方。 法的错误率（６３．２％）低近 ２０％，甚至低于常规

方法在训练次数为 １ ０００ 次的分类错误率（５６．７％）
随着训练次数次数的增加，本文分类方法的错误率

从 ４４．６％下降到 ２９．１％，而常规方法的错误率从 ６３．
２％下降到 ４６．９％，本文分类方法分类错误率的收敛

速度很明显快于常规 ＣＮＮ 方法。 因此，本文的分类

方法在较大数据集上也有优良的分类表现。

６　 结　 论

受人类对不同目标进行分类识别行为的完整过

程的启发，本文提出了一种结合基于学习的视觉显

著模型与 ＣＮＮ 的目标分类新方法。 通过建立

ＥＤＯＣ 数据库，研究并记录人们在进行目标分类时

的视觉行为；然后，利用该数据库训练出针对分类任

务的有监督视觉注意力模型，预测人在区分不同目

标时的感兴趣区域；最后设计了适用于分类的 ＣＮＮ
网络，利用视觉注意力模型得到的感兴趣区域进行

目标分类。 本文的方法与常规的 ＣＮＮ 分类方法相

比，分类准确度有明显提高，且收敛速度更快，其生

物学优势也十分显著。 由于人类的视觉行为很复

杂，思考过程尤为如此。 对于不同目标，人类的思考

过程也有所不同，因此，我们暂时无法利用计算机完

整地仿真其过程。 在今后的工作中，我们可以针对

不同目标，提取不同的特征，构造不同的 ＣＮＮ 网络

结构，进一步提高分类效率。
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