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摘　 要：为了提高卷积神经网络训练的分类器分类准确率，往往需要大量的已标记数据，但有时已标

记数据并不容易获得。 针对少标记样本图像分类问题，提出基于集成 ＧＭＭ 聚类与标签传递思想的解

决方案，通过一定的规则给未标记数据赋予标签，将未标记数据转换成已标记数据用于模型的训练。
在手写数字识别数据集上进行实验，结果表明新算法在少标记样本的情况下，结合集成 ＧＭＭ 聚类的

方法比只采用有标记样本训练得到的模型分类准确率有着较大提高，验证了该算法的有效性。
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　 　 自从 ２０１２ 年神经网络之父亨特及其学生使用

深度学习技术搭建 ＡｌｅｘＮｅｔ 在 Ｉｍａｇｅ Ｎｅｔ 比赛中取

得比传统方法高出许多的准确率之后［１］，深度学习

技术开始得到人们广泛关注并在图像分类、语音识

别、自然语言处理中取得了很好的效果［２⁃４］。 卷积

神经网络训练出的模型也具有很好的泛化能力。 然

而，卷积神经网络要想有较高的准确率及较好的泛

化能力，往往需要大量的已标记样本用于训练，人工

标记样本往往涉及到成本问题，这对于那些已标记

样本数据过少的领域就提出了一定的挑战。 随着互

联网技术及移动互联网技术的不断发展，当前我们

往往可以通过网络获取到大量的数据，与此同时，在
许多的应用场景中，我们还面临着虽然有着大量的

数据，但其中已标记数据占比过少的问题，以遥感目

标检测与识别为例，可以较为轻松地从谷歌地球等

网站获取大量的遥感图像，但其中有标记的图像占

比较小，这不利于使用深度学习方法去训练模型。
因此，如何充分利用大量的未标记样本与少量的已

标记样本去共同训练模型是我们所关心的问题［５］。
有一种利用未标记数据去训练模型的思路是这

样的：利用已标记数据与未标记数据的相似度，对未

标记的数据添加标签，从而获得大量的有标签数据

去训练模型。 聚类算法往往就是根据数据的相似度

实现数据的聚类，这就使得通过数据聚类再加上一

定的赋予标签规则利用未标记数据成为了可能。 高

斯混合模型（ＧＭＭ） ［６⁃７］ 是一种聚类算法，模型假设

观测数据来自于 Ｋ 个 ｍ 维的高斯分布，其中 Ｋ 为数

据分类的类别数目，ｍ 为数据的特征数目。 与常用

的 Ｋ 均值算法相比，ＧＭＭ 假设的模型分布一般与

数据的真实分布更加一致。 文献［８］提出基于集成

聚类的分类架构并取得了较好的效果，但是并未给

出如何将集成聚类思想应用于解决少标记样本分类

问题的方法。 本文将结合集成 ＧＭＭ 聚类算法与标

签传递思想，提出一种用于解决少标记样本图像分

类问题的理论框架，更好地利用未标记的数据训练

网络。

１　 基于 ＧＭＭ 与标签传递的少标记
样本图像分类实现方案

１．１　 方案总体框架

本文结合无监督聚类算法与标签传递的思想对

未标记数据添加标签，然后将这些拥有标签的数据

用于训练分类器，方案的总体框架如下：
１） 采用 ＧＭＭ 对少标记样本的特征数据进行聚

类，无标签数据与有标签数据都会被用于聚类。
２） 基于标签传递的思想，确定给无标签数据赋
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予标签的规则，采用投票表决的方式对无标签数据

赋予标签。
３） 将获得的大量的有标签数据用于训练分

类器。
４） 对得到的分类器进行评估。

１．２ 　 ＥＭ （期望最大化）算法对 ＧＭＭ 进行参数

估计

假设观测数据 ｙ１，ｙ２，…，ｙＮ 由高斯混合模型

生成

Ｐ（ｙ ｜ θ） ＝ ∑
Ｋ

ｋ ＝ １
αｋϕ（ｙ ｜ θｋ） （１）

式中， θ ＝ （α１，α２，…，αＫ；θ１，θ２，…，θｋ），使用 ＥＭ 算

法估计高斯混合模型的参数 θ。
１） 明确隐变量，写出完全数据的对数似然函数

可以设想观测数据 ｙ ｊ，ｊ ＝ １，２，…，Ｎ，是这样产

生的：首先依概率αｋ 选择第 ｋ个高斯分布模型；然后

依第 ｋ个高斯分布模型的概率分布ϕ（ｙ ｜ θｋ） 生成观

测数据 ｙ ｊ，这时观测数据 ｙ ｊ，ｊ ＝ １，２，…，Ｎ，是已知

的；反映观测数据 ｙ ｊ 来自第 ｋ 个分模型的数据是未

知的，以隐变量 γ ｊｋ 表示，其定义如（２） 式所示

γ ｊｋ ＝
１，　 第 ｊ 个观测来自第 ｋ 个分模型

０，　 否则{
ｊ ＝ １，２，…，Ｎ；ｋ ＝ １，２，…，Ｋ （２）

　 　 有了观测数据 ｙ ｊ 及未观测数据 γ ｊｋ ，那么完全数

据是

（ｙ ｊ，γ ｊ１，γ ｊ２，…，γ ｊＫ）， ｊ ＝ １，２，…，Ｎ
　 　 于是，可以写出完全数据的似然函数如（３）式

所示

Ｐ（ｙ，γ ｜ θ） ＝ ∏
Ｎ

ｊ ＝ １
Ｐ（ｙ ｊ，γ ｊ１，γ ｊ２，…，γ ｊＫ ｜ θ） ＝

　 ∏
Ｋ

ｋ ＝ １
∏
Ｎ

ｊ ＝ １
［αｋϕ（ｙ ｊ ｜ θｋ）］ γ ｊｋ ＝

　 ∏
Ｋ

ｋ ＝ １
αｎｋ

ｋ ∏
Ｎ

ｊ ＝ １
［ϕ（ｙ ｊ ｜ θｋ）］ γ ｊｋ

（３）

式中， ｎｋ ＝ ∑
Ｎ

ｊ ＝ １
γ ｊｋ，∑

Ｋ

ｋ ＝ １
ｎｋ ＝ Ｎ。

２） ＥＭ 算法的 Ｅ 步：确定 Ｑ 函数

Ｑ（θ，θ（ ｉ）） ＝ Ｅ［ｌｎＰ（ｙ，γ ｜ θ） ｜ ｙ，θ（ ｉ）］ ＝

　 Ｅ ∑
Ｋ

ｋ ＝ １
ｎｋ ｌｎαｋ ＋ ∑

Ｎ

ｊ ＝ １
γ ｊｋ ｌｎ

１
（２π）ｍ／ ２ ｜ Σｋ ｜ １ ／ ２

æ

è
ç

ö

ø
÷ － １

２
（ｙ ｊ － μｋ） ＴΣ －１

ｋ （ｙ ｊ － μｋ）
é

ë
ê
ê

ù

û
ú
ú{ }{ } ＝

　 ∑
Ｋ

ｋ ＝ １
∑
Ｎ

ｊ ＝ １
（Ｅγ ｊｋ）ｌｎαｋ ＋ ∑

Ｎ

ｊ ＝ １
（Ｅγ ｊｋ） ｌｎ

１
（２π）ｍ／ ２ ｜ Σｋ ｜ １ ／ ２

æ

è
ç

ö

ø
÷ － １

２
（ｙ ｊ － μｋ） ＴΣ －１

ｋ （ｙ ｊ － μｋ）
é

ë
ê
ê

ù

û
ú
ú{ } （４）

　 　 这里需要计算 Ｅ（γ ｊｋ ｜ ｙ，θ），记为 γ^ ｊｋ。 由贝叶斯

公式，有
γ^ ｊｋ ＝ Ｅ（γ ｊｋ ｜ ｙ，θ） ＝ Ｐ（γ ｊｋ ＝ １ ｜ ｙ，θ） ＝

　
Ｐ（γ ｊｋ ＝ １，ｙ ｊ ｜ θ）

∑
Ｋ

ｋ ＝ １
Ｐ（γ ｊｋ ＝ １，ｙ ｊ ｜ θ）

＝

　
Ｐ（ｙ ｊ ｜ γ ｊｋ ＝ １，θ）Ｐ（γ ｊｋ ＝ １ ｜ θ）

∑
Ｋ

ｋ ＝ １
Ｐ（ｙ ｊ ｜ γ ｊｋ ＝ １，θ）Ｐ（γ ｊｋ ＝ １ ｜ θ）

＝

　
αｋϕ（ｙ ｊ ｜ θｋ）

∑
Ｋ

ｋ ＝ １
αｋϕ（ｙ ｊ ｜ θｋ）

ｊ ＝ １，２，…，Ｎ；ｋ ＝ １，２，…，Ｋ （５）
γ^ ｊｋ 是在当前模型参数下第 ｊ 个观测数据来自第

ｋ个分模型的概率，称为分模型 ｋ对观测数据 ｙ ｊ 的响

应度。

将 γ^ ｊｋ ＝ Ｅγ ｊｋ 及 ｎｋ ＝ ∑
Ｎ

ｊ ＝ １
Ｅγ ｊｋ 代入（５） 式可得

Ｑ（θ，θ（ ｉ）） ＝ ∑
Ｋ

ｋ ＝ １
ｎｋ ｌｎαｋ ＋ ∑

Ｎ

ｊ ＝ １
γ^ ｊｋ ｌｎ

１
（２π）ｍ／ ２ ｜ Σｋ ｜ １ ／ ２

æ

è
ç

ö

ø
÷ － １

２
（ｙ ｊ － μｋ） ＴΣ －１

ｋ （ｙ ｊ － μｋ）
é

ë
ê
ê

ù

û
ú
ú{ } （６）

　 　 ３） 确定 ＥＭ 算法的 Ｍ 步

迭代的 Ｍ 步是求 Ｑ 函数对 θ 的极大值，即求新

一轮迭代的模型参数

θ（ ｉ ＋１） ＝ ａｒｇ ｍａｘ
θ
Ｑ（θ，θ（ ｉ）） （７）

　 　 用 μ^ｋ，Σ^ｋ，α^ｋ，ｋ ＝ １，２，…，Ｋ，表示 θ（ ｉ ＋１） 的各参

数。 求 μ^ｋ，Σ^ｋ 只需要将（６） 式分别对 μｋ，Σｋ 求偏导

·６６４·
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数并令其为 ０ 即可得到；求 α^ｋ 是在∑
Ｋ

ｋ ＝ １
αｋ ＝ １ 条件下

求偏导数并令其为 ０ 得到的。 参数更新的公式如

（８） 式所示。

μ^ｋ ＝
∑
Ｎ

ｊ ＝ １
γ^ ｊｋｙ ｊ

∑
Ｎ

ｊ ＝ １
γ^ ｊｋ

∑＾

ｋ
＝
∑
Ｎ

ｊ ＝ １
γ^ ｊｋ（ｙ ｊ － μｋ）（ｙ ｊ － μｋ） Ｔ

∑
Ｎ

ｊ ＝ １
γ^ ｊｋ

α^ｋ ＝
ｎｋ

Ｎ
＝
∑
Ｎ

ｊ ＝ １
γ^ ｊｋ

Ｎ
ｋ ＝ １，２，…，Ｋ （８）

　 　 重复计算 Ｅ 步及 Ｍ 步，直到对数似然函数值不

再有明显变化为止。
１．３　 基于标签传递思想的投票规则确定

由于 ＣＮＮ 模型的训练需要大量的已标记样本，
因此在少标记样本分类器的训练过程中需要想办法

把未标记数据利用起来，也就是需要给出未标记样

本赋予标签的规则。 标签传递思想假设拥有类似特

征的数据有着相同的标签，本文基于标签传递的思

想，结合 ＧＭＭ 聚类结果，采用投票表决的方式赋予

未标记样本标签。
因为 ＧＭＭ 聚类的结果是服从同一个高斯分布

的数据聚为一类，因此可以合理地假设同一类数据

有着相同的标签。 接下来的问题就是如何给某一类

数据赋予标签。 本文提出 ２ 种投票表决的思路。
思路一 　 经过 ＧＭＭ 聚类之后，依次在每个类

别中查看已标记样本类别标签的比例，将这一类的

标签赋为已标记样本类别标签比例最大的那个标

签。 以有着少量已标记样本手写数字识别为例，将
聚类的结果编号为 １～１０，如果 １ 号类别中的已标记

样本类别标签比例最大的标签为 ５，那么就将 １ 号

类别中的未标记数据标签赋为 ５。 思路一的示意图

如图 １ 所示。
思路二 　 经过 ＧＭＭ 聚类之后，利用聚好类的

模型依次对每一类已标记样本的类别标签进行预

测，可以得到预测类别占比最大的类别编号，将占比

最大的类别编号中的未标记数据赋为本次进行预测

的类别标签。 以有着少量已标记样本手写数字识别

图 １　 思路一示意图

为例，将聚类的结果编号为 １ ～ １０，对已标记样本的

０～９ 分别进行预测，如果已标记样本中有着标签 ０
的数据预测类别占比最大的类别编号是 ５，那么就

将聚类结果编号为 ５ 的数据标签赋为 ０。 思路二的

示意图如图 ２ 所示。

图 ２　 思路二示意图

思路一与思路二的比较：由于思路一的判断规

则是依次在每个类别中查看已标记样本类别标签的

比例，将这一类的标签赋为已标记样本类别标签比

例最大的那个标签，因此如果已标记样本的标签分

布不均时会造成算法的适应性较差。 仍以手写数字

识别为例，如果已标记样本中数字 ５ 的数量过多，有
可能会出现数字 ５ 在多个聚类结果上都是已标记样

本中占比最大的从而把多个聚类结果的数据都赋为

５ 的情况。 为了解决这个问题，应当要求已标记样

本类别标签分布应是大致均衡的。 思路二则不会出

现思路一的问题，算法的适应性要好于思路一，此
外，思路二也比思路一更加易于实现，因此，本文采

用思路二确定的投票规则对未标记数据赋予标签。

·７６４·
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由于 ＧＭＭ 算法易受初始条件的影响，算法的

稳定性不好。 为了解决这一问题，本文采用集成的

思想，综合多个 ＧＭＭ 的聚类结果对未标记数据赋

予标签，只有多个 ＧＭＭ 的聚类结果中赋予标签的

那个众数在 ＧＭＭ 总数的占比超过一定阈值时才将

对应的数据及标签加入到训练数据集。 例如，采用

３ 个 ＧＭＭ 集成聚类，依据投票规则确定标签，可以

设定只有当 ２ 个及以上 ＧＭＭ 模型确定的标签为同

一值时才将这个数据及对应标签加入到训练集。 此

外，为了使集成的结果有利于分类准确率的提高，应
该保证每一个 ＧＭＭ 对有标记数据的预测标签准确

率大于 ５０％，本文实验中将这一数值设为 ６０％。

２　 实验及结果

２．１　 实验数据及评价指标

本文的实验数据集采用 ｐｙｔｈｏｎ 的机器学习工

具包 ｓｋｌｅａｒｎ 中自带的手写数字集 ｄｉｇｉｓｔｓ，ｄｉｇｉｓｔｓ 数

据集采集了 ４３ 人的手写数字，共包含 １ ７９７ 个 ０～ ９
的数字，每个数字由 ８∗８ 的矩阵构成，矩阵中的元

素取值范围是 ０～１６，代表图像的灰度值。
本文以分类器的分类准确率作为评价指标。

２．２　 实验流程

１） 将数据集打乱顺序，形成新的数据集，以便

多次进行验证实验。
２） 将数据集分为训练数据集与测试数据集，本

文中选取打乱顺序之后的新数据集的前 １ ５００ 个样

本作为训练数据集，后 ２９７ 个样本作为测试数据集。
３） 将训练数据分为有标记数据与无标记数据。
４） 利用集成 ＧＭＭ 聚类并结合投票规则对无标

记数据赋予标签，并将有标记数据作为训练数据集

１，将有标记数据与赋予了标签的无标记数据合并为

训练数据集 ２。
５） 将训练数据集 １ 与训练数据集 ２ 分别经过

具有相同结构的 ＣＮＮ 进行分类器的训练，并对测试

集进行分类，对二者的分类准确率进行比较研究。
本文采用的 ＣＮＮ 结构示意图如图 ３ 所示。 示

意图中 Ｃ 表示卷积层，Ｓ 表示池化层，Ｆ 表示全连接

层。 卷积层的滤波器尺寸为 ３∗３，在卷积层之后有

着激活函数，本文激活函数均采用 ＲｅＬＵ 方法，池化

层的滤波器尺寸为 ２∗２，采用最大值池化。 为了避

免训练过程中模型的过拟合，全连接层与输出层之

间的连接采用一定比例的随机失活，本文中的实验

随机失活比例设为 ０．５。 本文的损失函数为交叉熵。

图 ３　 本文 ＣＮＮ 结构示意图

２．３　 实验结果及分析

实验一　 本次实验选取 ３ 个 ＧＭＭ 模型作为基

聚类器，当 ３ 个基聚类器中有 ２ 个及以上依据投票

规则对未标记数据赋予的标签相同时，将这个未标

记数据及其被赋予标签的众数作为训练数据添加到

训练集中。 将有标记样本的数目设置为样本类别数

目 １０ 的 ３，５，８，１０，３０ 倍，分别对只用有标记样本训

练和结合集成 ＧＭＭ 聚类训练的 ＣＮＮ 分类器进行

了多次训练，并对平均准确率进行比较，实验结果如

图 ４ 所示。

图 ４　 ３ 个 ＧＭＭ 集成准确率对比图

实验二　 本次实验选取 ５ 个 ＧＭＭ 模型作为基

聚类器，当 ５ 个基聚类器中有 ４ 个及以上依据投票

规则对未标记数据赋予的标签相同时，将这个未标

记数据及其被赋予标签的众数作为训练数据添加到

训练集中。 将有标记样本的数目设置为样本类别数

目 １０ 的 ３，５，８，１０，３０ 倍，分别对只用有标记样本训

练和结合集成 ＧＭＭ 聚类训练的 ＣＮＮ 分类器进行

了多次训练，并对平均准确率进行比较，实验结果如

图 ５ 所示。

·８６４·
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图 ５　 ５ 个 ＧＭＭ 集成准确率对比图

整体的实验结果如表 １ 所示。
表 １　 不同方式训练的分类器准确率

有标记

样本数

只用有标

记数据

结合 ３ 个 ＧＭＭ
聚类结果

结合 ５ 个

ＧＭＭ 聚类结果

３∗样本数 ０．４８１ ０．６８０ ０．６９２
５∗样本数 ０．６２０ ０．７４１ ０．７５３
８∗样本数 ０．７３１ ０．７７８ ０．７６９

１０∗样本数 ０．８１８ ０．８０６ ０．８２２
３０∗样本数 ０．９３３ ０．８２８ ０．８４１

实验结果分析：从实验结果可以看出，在有标记

样本数目较少时，结合集成 ＧＭＭ 聚类训练得到的

分类器要比只用少量有标记数据训练得到的分类器

分类准确率有着较大提高，说明本文提出的用于解

决少标记样本图像分类方案的有效性。 随着有标记

样本数目的提高，只用有标记样本训练的分类器分

类准确率不断提高，而结合集成 ＧＭＭ 聚类所训练

的分类器分类准确率则变化不大。 当有标记样本数

目超过一定值之后，只用有标记样本训练的分类器

分类准确率要高于结合集成 ＧＭＭ 聚类所训练的分

类器分类准确率，这是因为 ＧＭＭ 算法本身有一定

的聚类误差，当将赋予标签有误的样本作为训练样

本时，导致分类器学到了噪声从而使分类准确率降

低。 对比实验一与实验二，通过增加基聚类器数目

确实可以增加分类准确率，但提升效果并不明显。

３　 结　 论

本文基于集成 ＧＭＭ 聚类及标签传递的思想，
提出了用于解决少标记样本图像分类的解决框架，
经过实验验证了在有标记样本数目较少时，结合集

成 ＧＭＭ 聚类比只用少量的已标记数据训练分类器

得到的分类准确率有了较大的提升。 本文一开始想

要解决少量标记样本图像分类问题时想到了用聚类

的方法去辅助分类，但没有认识到 ＧＭＭ 聚类算法

虽然相对而言聚类效果不错，但聚类结果也存在不

稳定的问题，之后想到可以用集成的思想去减小聚

类误差，经过实验集成聚类的效果确实更加稳定与

有效。 从实验结果可知，聚类的准确率对分类器的

训练有着较大影响，因此，论文以后的研究重点将放

在：（１）探索提高聚类效果的方法，例如将遗传算法

用于 ＧＭＭ 参数的获取（２）探索如何将已知信息引

入到聚类的过程中，实现有监督聚类的有效途径

（３） 在更加困难的数据集上进行算法有效性的

测试。
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Ｔｈｉｓ ｉｓ ａｎ Ｏｐｅｎ Ａｃｃｅｓｓ ａｒｔｉｃｌｅ ｄｉｓｔｒｉｂｕｔｅｄ ｕｎｄｅｒ ｔｈｅ ｔｅｒｍｓ ｏｆ ｔｈｅ Ｃｒｅａｔｉｖｅ Ｃｏｍｍｏｎｓ Ａｔｔｒｉｂｕｔｉｏｎ Ｌｉｃｅｎｓｅ （ｈｔｔｐ： ／ ／ ｃｒｅａｔｉｖｅｃｏｍｍｏｎｓ．ｏｒｇ ／ ｌｉｃｅｎｓｅｓ ／ ｂｙ ／ ４．０）， ｗｈｉｃｈ
ｐｅｒｍｉｔｓ ｕｎｒｅｓｔｒｉｃｔｅｄ ｕｓｅ， ｄｉｓｔｒｉｂｕｔｉｏｎ， ａｎｄ ｒｅｐｒｏｄｕｃｔｉｏｎ ｉｎ ａｎｙ ｍｅｄｉｕｍ， ｐｒｏｖｉｄｅｄ ｔｈｅ ｏｒｉｇｉｎａｌ ｗｏｒｋ ｉｓ ｐｒｏｐｅｒｌｙ ｃｉｔｅｄ．
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