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摘　 要：环境声音识别系统主要基于深度神经网络以及种类繁多的听觉特征对环境声音进行分类识

别。 分析基于深度神经网络的环境分类任务中，哪种听觉特征更适合环境声音识别系统十分必要。
选择了基于 ２ 个广泛使用的滤波器：梅尔和 Ｇａｍｍａｔｏｎｅ 滤波器组提取的 ３ 种声音特征。 随后，提出了

一个 ＭＦＣＣ 和 ＧＦＣＣ 融合的特征 ＭＧＣＣ。 最后采用文中提出的深度卷积神经网络来验证哪种特征更

适合于环境声音的分类识别。 实验结果表明，在基于神经网络的环境声音分类系统中，信号处理特征

比频谱图特征的效果好，其中，ＭＧＣＣ 特征具有比其他特征更好的性能。 最后，用文中提出的 ＭＣＣ⁃
ＣＮＮ 模型与其他环境声音分类模型在 ＵｒｂａｎＳｏｕｎｄ ８Ｋ 数据集上进行了对比。 实验结果表明，所提模

型分类精度最好。
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　 　 听觉感知是人类感知系统的一个重要组成部

分，帮助我们察觉视觉盲区的重要信息，精确感知周

围环境。 现有的基于特征提取的环境声音信号处理

技术已经被广泛应用于机器人导航、音频检索等领

域。 目前绝大多数先进的环境声音分类识别（ｅｎｖｉ⁃
ｒｏｎｍｅｎｔ ｓｏｕｎｄ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｎｄ ｒｅｃｏｇｎｉｔｉｏｎ，ＥＳＣＲ）系
统采用基于梅尔滤波器提取的声音特征进行训练来

对声音样本进行分类，其中最常见的是梅尔频率倒

谱系数（ＭＦＣＣ）特征以及对数梅尔频谱图（Ｌｏｇ⁃ｍｅｌ
ｓｐｅｃｔｒｕｍ）特征。 但是环境声音具有非线性和非结

构化的特点，且普遍具有复杂的强背景噪声，所以上

述 ２ 种常用特征是否适合环境声音的分类还需要进

一步的研究。 此外，一些研究结果表明，ＧＦＣＣ 特征

对噪声具有较高鲁棒性，使用该特征能够提高语音

信号在噪声中的分类精度。 因此，本文选取 Ｌｏｇ⁃ｍｅｌ
特征， ＭＦＣＣ 特 征 与 Ｇａｍｍａｔｏｎｅ 频 率 倒 谱 系 数

（ＧＦＣＣ）特征来分析不同特征对 ＥＳＣＲ 系统的影响。

再次基础上，提出一种 ＭＦＣＣ 和 ＧＦＣＣ 的融合特征

来提升 ＥＳＣＲ 系统的性能。
ＥＳＣＲ 系统面临的最大挑战之一是如何在真实

声学环境中具有良好的性能。 因此，噪声灵敏度被

看作是是良好特征提取技术的一个重要参数。 尽管

ＭＦＣＣ 在多种声音识别任务中表现出极佳的分类识

别性能，但是它的一个主要缺点，即它对噪声很敏

感，使其在处理具有复杂背景噪声的环境声音时很

难达到期望值。 所以应当考虑选取一种对噪声具有

较好鲁棒性的听觉特征来分析环境声音信号，即
ＧＦＣＣ 特征［１］。 ＧＦＣＣ 是基于等效矩形带宽（ＥＲＢ）
尺度和一组 Ｇａｍｍａｔｏｎｅ 滤波器组的更全面模型，旨
在模拟人类听觉系统对声音信号的处理过程。
ＭＦＣＣ 和 ＧＦＣＣ 之间的主要区别在于其滤波器组。
ＭＦＣＣ 使用的是线性的梅尔尺度滤波器组，ＧＦＣＣ 使

用的是非线性的 Ｇａｍｍａｔｏｎｅ 滤波器组。 该滤波器

组的特点是具有类似于人类听觉滤波器幅度特性的
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高脉冲响应。 这 ２ 种特征均可用于表示短期声音的

频谱，并作为模仿人耳听觉特征的声音特征，被广泛

应用于处理与人类语音相关的音频信号［２］。 然而，
在这些研究工作中，所分析的音频信号是语音信号

或人类咳嗽的声音，不仅声音事件是线性的信号，而
且背景噪声通常较弱。 而在处理环境声音时，目标

声音事件是非线性的信号，并且与其他被视为背景

噪声的非线性环境声音一起出现，这增加了对目标

环境声音事件进行分类的难度。 因此需要进一步研

究这 ２ 种特征在分析环境声音信号时的能力。
随着声音信号处理领域中，以深度神经网络为

代表的智能算法的不断发展，其对声音信号分类的

精度已被证明优于使用 ＧＭＭ、ＨＭＭ 以及 ＳＶＭ 等传

统方法的系统［３］。 因此，近几年所提出的绝大多数

声音分析系统都采用深度神经网络来实现目标。 目

前，绝大多数深度神经网络分析声音信号的第一步

是选择适当的音频特征，进而使用这些特征来训练

神经网络。 只有少量的研究工作直接使用音频信号

来训练模型，其结果表明，直接使用音频信号并没有

提高分类识别精度。 所以，使用听觉特征，并确定哪

种特征更适合用于分析环境声音信号是十分重要的

一项工作。 文献［４］分析并比较了 ＭＦＣＣ、ＧＦＣＣ 和

基于主成分分析（ＰＣＡ）的 ＭＦＣＣ⁃ＧＦＣＣ 融合特征在

嘈杂条件下识别说话人的性能。 实验结果表明，
ＧＦＣＣ 在大多数信噪比下的识别精度优于 ＭＦＣＣ，而
采用两者的融合特征获得的识别精度最高。 文献

［３］分析了 ＭＦＣＣ 特征、ＭＦＣＣ 的融合特征、频谱图

特征以及其他特征在基于 ＤＮＮ、ＲＮＮ、ＲＤＮＮ、ＣＮＮ
和 ＲＣＮＮ 的听觉场景识别中的性能。 通过对比分

析发现，前 ２ 个特征比频谱图特征更适合于基于

ＣＮＮ 的环境声音识别任务。 文献［５］分析对比了双

通道ＭＦＣＣ，ＭＦＣＣ 与其他特征的融合特征以及对数

梅尔特征（Ｌｏｇ⁃Ｍｅｌ），在基于 ＤＮＮ、ＲＮＮ、ＣＮＮ 和组

合神经网络（结合 ＤＮＮ、ＲＮＮ 和 ＣＮＮ 的深度神经网

络）的 ＥＳＣＲ 系统中对环境声音的分类能力。 实验

结果表明，采用 ＭＦＣＣ 特征与 ＣＮＮ 组合的 ＥＳＣＲ 系

统对环境声音的分类准确性最高。
然而，上述研究工作主要着眼与分析以梅尔滤

波器为基础的不同特征和不同神经网络的组合对

ＥＳＣＲ 系统性能的影响，以及 ＭＦＣＣ、ＧＦＣＣ ２ 种特征

在分析语音信号时的性能对比，而没有考虑对比基

于深度学习的环境声音识别性能，如 ＧＦＣＣ 对 ＥＳＣＲ
系统的性能有何影响。 此外，文献［４］将 ＭＦＣＣ 与

ＧＦＣＣ 特征进行了融合，然而该方法采用 ＰＣＡ 对融

合后的特征进行了降维，这必然会导致信息丢失。
因此，本文提出一种 ＭＦＣＣ 与 ＧＦＣＣ 的融合来解决

这一问题。 与此同时，由于采用深度学习方法进行

目标分类时，训练数据的质量对提高分类精度来说

较为关键，为此本文选择 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ［６］数据库对

环境声音分类模型进行训练。 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据

库被广泛应用于基于神经网络的环境声音分类系

统，它包含 １０ 种共 ８ ７３２ 个时长小于等于 ４ ｓ 的真

实环境声音文件，总时长约为 ９．７ ｈ。 此外，建立了

由多个隐含层组成的深度卷积神经网络（ＤＣＮＮ）模
型，通过对输入的音频特征进行卷积、池化等操作处

理，分析特征与音频信号间的映射关系，从而实现对

环境声音进行分类。 最后，分别提取 ＵｒｂａｎＳｏｕｎｄ８Ｋ
数据库中每一个声音片段的 Ｌｏｇ⁃Ｍｅｌ 特征、ＭＦＣＣ 特

征、ＧＦＣＣ 特征以及 ＭＦＣＣ 与 ＧＦＣＣ 的融合特征

ＭＧＣＣ，并用建立的 ＤＣＮＮ 对其分别进行训练。 结

果表明，４ 种特征中，采用 ＭＦＣＣ 特征得到的分类精

度最高。 在与同类方法的对比中，本文提出的基于

ＭＧＣＣ 和 ＣＮＮ 的 ＥＳＣＲ 系统在 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据

集上的分类精度最好。

１　 方　 法

１．１　 特征提取

本文选取的 ３ 种听觉特征可以被分为 ２ 类：①
包含 ＭＦＣＣ 和 ＧＦＣＣ 的信号处理类特征；②频谱图

类特征，即 Ｌｏｇ⁃Ｍｅｌ 特征。
ＭＦＣＣ 特征：ＭＦＣＣ 的生成过程包括：①数据预

处理；②对信号进行快速傅里叶变换得到频谱图；③
通过中心频率分布在梅尔尺度上的重叠的三角形窗

口将频谱图映射到梅尔频谱图；④对得到的梅尔频

谱图进行对数运算以获得梅尔对数功率频谱图；⑤
随后对该对数功率频谱图进行离散余弦变换后就可

得到 ＭＦＣＣ 特征：

ＭＦＣＣ ＝ ２
Ｍ∑

Ｍ

ｍ ＝ １
Ｘｍ（ ｉ）ｃｏｓ

ｃπ ｍ － １
２

æ

è
ç

ö

ø
÷

Ｍｍ

æ

è

ç
çç

ö

ø

÷
÷÷

（１）

式中： Ｍ 是三角滤波器的个数；Ｘｍ 是第 ｍ 个对数梅

尔频谱图的对数能量；ｃ 是倒谱系数的索引。
Ｌｏｇ⁃Ｍｅｌ（ＬＭ） 特征：我们使用提取 ＭＦＣＣ 特征

相同的参数来提取 ＬＭ 特征。 ＬＭ 特征就是在提取

ＭＦＣＣ 过程中，第四个步骤完成后获得的梅尔对数

３６１
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功率频谱图。
ＧＦＣＣ 特征：ＧＦＣＣ 与 ＭＦＣＣ 的不同之处主要体

现在 ＭＦＣＣ 基于梅尔尺度而 ＧＦＣＣ 基于 ＥＲＢ 尺度。
ＧＦＣＣ 的过程细节如下所示：①数据预处理；②对信

号进行快速傅里叶变换；③声音信号输入 ｎ 通道的

Ｇａｍｍａｔｏｎｅ 滤波器组，其定义如下所示

ｇ（ ｆ，ｔ） ＝ ａｔｎ－１ｅ －２πｂｔｃｏｓ（２πｆｔ ＋ φ） （２）
式中： ｆ 是频率；ａ 是常数；φ是相位；ｎ 是滤波器的阶

数。 公式（１） 中的因子 ｂ 是滤波器带宽，其计算方

法如下

ｂ ＝ １．０１９ＥＲＢ（ ｆ） ＝ ２５．１７ ４．３７ｆ
１ ０００

＋ １æ

è
ç

ö

ø
÷ （３）

式中

ＥＲＢ（ ｆ） ＝ ２４．７ ＋ ０．１０８ｆ （４）
　 　 ＥＲＢ为等效矩形带宽；④根据公式（２）校正每个

通道的滤波器响应并取绝对值以得到声音的时频

图；⑤取该时频图进行离散余弦变换即可得到 ＧＦＣＣ

ＧＦＣＣ ＝ ２
Ｎ ∑

Ｎ－１

ｉ ＝ ０
ｇｍ（ ｉ）ｃｏｓ ( ｊπ２Ｎ（２ｉ ＋ １） ) （５）

式中： Ｎ 是 Ｇａｍｍａｔｏｎｅ 滤波器的个数；ｇｍ 为第 ｍ 个

耳蜗谱图（ｃｏｃｈｌｅａｇｒａｍ）；ｃ 是倒谱系数的索引。
１．２　 ＭＧＣＣ 特征

文献［７］对大量听觉特征和声音分类系统进行

分析对比后认为，融合特征比单一特征更适合于环

境声音分类系统。 这是因为环境声音不同于语音信

号或音乐信号，它具有非线性以及声源众多等特点，
使得单一特征无法完全表征环境声音信号。 因此，
本文提出一种基于归一化的 ＭＦＣＣ 和 ＧＦＣＣ 的融合

特征。
数据归一化（ｎｏｒｍａｌｉｚａｔｉｏｎ），也称为标准化，是

数据挖掘的一项基础工作。 考虑到 ＭＦＣＣ 与 ＧＦＣＣ
表征的声音特征有所不同，若将二者结合，可以综合

２ 种特征包含的不同听觉信息，以提高分类精度。
由于 ＭＦＣＣ 和 ＧＦＣＣ 是基于不同尺度的滤波器提取

而来的特征，具有不同的量纲。 如果单纯对 ２ 种特

征进行线性叠加或组合反而会导致分类精度降

低［８］。 为了消除尺度不同而产生的量纲影响，采用

（６）式对 ＭＦＣＣ 和 ＧＦＣＣ 进行归一化处理

Ｘｎｏｒｍ ＝ Ｘ － ｍｉｎ（Ｘ）
ｍａｘ（Ｘ） － ｍｉｎ（Ｘ）

（６）

将得到的 ２ 种归一化特征进行线性叠加即可得到本

文提出的 ＭＧＣＣ 特征

ＭＧＣＣ ＝ ＭＦＣＣｎｏｒｍ
＋ ＧＦＣＣｎｏｒｍ

（７）

经过线性叠加的 ＭＧＣＣ 特征可以看做对单一特征

的增强。 叠加厚的特征既包含了经由梅尔滤波器提

取的声音信息，又包含了 Ｇａｍｍａｔｏｎｅ 滤波器提取的

声音信息。 通过增加特征包含的信息量，可以有效

提高声音事件分类结果（详细说明见第 ３ 节）。
１．３　 数据库

训练基于深度学习的 ＥＳＣＲ 系统以实现分类环

境声音任务的主要障碍是计算资源的巨大需求和样

本足够丰富的数据库。 第一个问题可以通过升级计

算机硬件得到解决，尤其是升级 ＧＰＵ 并将多个 ＧＰＵ
并联使用可以基本满足计算要求。 但是第二个问题

无法在短时间内得到解决。 与大量成熟的图像数据

库相比，环境声音的可用数据集的数量和大小仍然

有限，目前较为常用的 ２ 个环境声音数据库是 Ｕｒ⁃
ｂａｎＳｏｕｎｄ ８Ｋ 数据集以及 ＥＳＣ⁃５０ 数据集。 这 ２ 个数

据库的建立已经在相当程度上解决了 ＥＳＣＲ 所面临

的第二个问题。 ＥＳＣ⁃５０ 数据集包含 ２ ０００ 个短时环

境声音片段，主要由 ５０ 种声音构成并分为 ５ 组 （动
物、自然声音和水声，人类非语音声音，内部 ／家庭声

音和外部 ／城市噪声）。 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据库包含

８ ７３２个在城市中收集的短时（４ ｓ） 环境声音，共分

为 １０ 个类别，包括：空调、汽车喇叭、儿童游戏、狗叫

声、钻孔、发动机空转、枪击、手提钻、警报器和街头

音乐。 这些声音被打乱分配进 １０ 个文件夹中，总计

时长 ９．７ ｈ。 考虑到本文的目的主要是为了验证 ３
种特征中哪种特征更适合用于环境声音的分类识

别，而不是对比哪种神经网络结构更适合于 ＥＳＣＲ
系统。 因此，本文只选择 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 来训练用

以对比特征性能的 ＥＳＣＲ 系统。
１．４　 卷积神经网络

本质上，卷积神经网络 （ＣＮＮ） 是研究人员受

到生物学启发后改良多层感知器模型得到的一种神

经网络架构。 与其他深度学习结构相比，卷积神经

网络所需的参数要少，但是却可以在图像和语音识

别任务中获得更好的结果。 标准的 ＣＮＮ 由一系列

不同的层组成深层架构，其中主要包括：输入层、一
系列卷积层、池化层和全连接层。

为了使得输入数据中的局部结构也能够得到利

用，ＣＮＮ 中的卷积层使用一种特别的方法组织隐藏

单元：这些隐藏单元不需要连接到前一层的整个输

出，仅需要连接到被称为接受域的每个小区域。 同

时，使用这些隐藏单元的权重创建卷积内核，将其应

用于整个输入空间以生成特征映射。 卷积操作的目
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的是提取输入的不同特征，第一卷积层可以仅提取

一些低级特征，并且网络的卷积层越多，越能够通过

从低级特征中提取出更复杂的特征。 这样的操作使

得神经网络可以看到局部信息而不是一个像素点，
同时加深了神经网络对输入的理解。

在深度神经网络的训练过程中，随着网络的加

深，非线性变换函数的输入值的整体分布会逐渐靠

近非线性函数取值区间上下限，从而导致梯度消失。
所以在将卷积层的输出做非线性变换之前，我们使

用 ｂａｔｃｈ ｎｏｒｍａｌｉｚａｔｉｏｎ（ＢＮ） 避免梯度消失问题的产

生。 其作用是将非线性变换函数的输入值 （卷积层

的输出值） 的分布引入均值为 ０ 方差为 １ 的标准正

态分布区间内，使梯度变大，以此来避免梯度消失的

问题。
在卷积层后需要激励层对卷积层的输出做非线

性映射。 近几年的研究工作中，常选用修正线性单

元［９］（ｒｅｃｔｉｆｉｅｄ ｌｉｎｅａｒ ｕｎｉｔｓ，ＲｅＬＵｓ） 函数作为 ＣＮＮ 的

非线性激活函数，函数描述如下所示

ｆ（ｘ） ＝ ｍａｘ（０，ｘ） （８）
相比于以往常用的激活函数（ｌｏｇｉｓｔｉｃ ｓｉｇｍｏｉｄ 函数以

及双曲正切函数）来说，ＲｅＬＵｓ 具有以下几个优点：
①更快的计算速度；②更有效的梯度传播；③ＲｅＬＵｓ
实现稀疏后的模型能够更好地挖掘相关特征，拟合

训练数据；④ＲｅＬＵｓ 不存在梯度消失问题，使得模型

的收敛速度维持在一个稳定状态等几个优点。
池化［１０］是卷积神经网络中的另一个重要概念，

它的作用类似于滤波器，能够过滤出池化层中的有

用信息同时分析下一层的信息。 池化层的使用还有

效减少了神经网络的计算需求。
为了解决可能发生过拟合，本文在每一次池化

层后使用 ｄｒｏｐｏｕｔ 来阻止该问题的出现。 ｄｒｏｐｏｕｔ 使
得一个神经元与随机挑选的其他神经元共同工作，
以减弱神经元节点间的联合适应性，同时增强其泛

化能力。 具体来说，就是在训练的迭代过程中，每个

神经元以预设的概率（一般为 ５０％） 随机移除，学
习过程照常进行。 这样可以有效地防止深度神经网

络学习虚假特征并能增加神经元的利用率，同时确

保了每个神经元学习到的特征更有利于深度模型得

到正确的分类结果。
最后一层卷积层的输出经过池化后得到的输出

将输入给作为分类器的全连接层，用于对数据进行

分类。
本文提出了一个 ６ 层 ＣＮＮ 模型，将参数控制在

较小的范围，网络结构如图 １ 所示。 该网络共 １９
层，其中 １７ 层是隐含层，其中包括 ６ 个卷积层、６ 个

ＲｅＬＵｓ 层、３ 个最大池化层和 ２ 个作为分类器的全

连接层。 ６ 个卷积层可以分为 ３ 组， 每组均使用 ３×
３ 的接受域以及步长为 １×１ 的卷积操作。 所有的卷

积层都应用了 ＢＮ 以及 ＲｅＬＵｓ 激活函数。 第一组由

第一和第二卷积层组成，每层使用 ３２ 个内核，在第

二卷积层后应用步长为 ２×２ 的最大池化层，并应用

ｄｒｏｐｏｕｔ 来减少过拟合。 其他 ２ 组基本上与第一组

相同，不同之处在于第二组和第三组提高了卷积核

的数量来提取更高级的信息，２ 组卷积层的内核数

分别为 ６４ 和 １２８。 最后一个卷积层输出的数据通

过最大池化和 ｄｒｏｐｏｕｔ 操作后，输入到 ２ 个全连接层

构成的分类器中。 这 ２ 个全连接层均由 １ ０２４ 个神

经元组成。 输出层为 １０ 个神经元组成，分别代表

ＵｒｂａｎＳｏｕｎｄ８Ｋ 数据库中的 １０ 个类别。

图 １　 深度卷积神经网络结构

２　 不同特征在 ＣＮＮ 中的分类结果

２．１　 实验设置

对于 ＵｒｂａｎＳｏｕｎｄ８Ｋ 数据集中的每一个声音样

本，我们使用文献 ［ １１］ 中的方法对其进行如下

处理：
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１） 首先将声音样本降频到 ２２ ０５０ Ｈｚ 并归

一化；
２） 用帧长为 ５１２（约 ２３ ｍｓ），帧移为 ２５６ 的窗

口将声音样本分成多个片段；
３） 对每一个声音片段分别提取 ３ 种 （见 １．１

节） 听觉特征。 为了保持维度一致，我们采用 １２０
通道的梅尔频率来产生 ＬＭ 特征。 对于 ＭＦＣＣ 和

ＧＦＣＣ，我们选取其前 ４０ 维，加上其一阶差分和二阶

差分，最终得到 １２０ 维的 ＭＦＣＣ 和 ＧＦＣＣ 特征。 根

据公式（７），使用得到的 １２０ 维 ＭＦＣＣ 和 ＧＦＣＣ 来产

生维度同样为 １２０ 的 ＭＧＣＣ 特征；
４） 删除空白片段并打乱数据集。 根据文献

［１１］中的实验结论，对处理后的数据集不使用数据

增强。
当训练完成，用测试集对模型进行测试时，一个

声音样本的分类结果就是该样本每个片段的似然性

总和。
我们首先对选取不同通道数的 ＧＦＣＣ 特征进行

１０⁃ｆｏｌｄ 交叉验证，来分析选取多少通道的 ＧＦＣＣ 特

征适合用于分析环境声音，对比结果如表 １ 所示。
表 １　 通道数不同的 ＧＦＣＣ 特征分类结果对比 ％

序号 类 ＧＦＣＣ２０ ＧＦＣＣ３０ ＧＦＣＣ４０

１ 空调 ９０．３ ９３．９ ９２．７

２ 汽车鸣笛 ６２．１ ７２．７ ８２．１

３ 儿童玩乐 ５１．１ ６７．１ ７３．０

４ 狗叫声 ６３．１ ７３．２ ６８．６

５ 钻孔 ７２．８ ７４．７ ８３．２

６ 发动机空转 ７８．７ ９１．５ ９３．７

７ 枪击 ２４．６ ４８．９ ５２．１

８ 手持式凿岩机 ８４．２ ９３．２ ９１．０

９ 警笛 ８０．３ ８６．４ ８３．９

１０ 街头音乐 ５８．２ ７２．５ ６８．７

平均分类精度 ６５．６ ７７．４ ７８．９

从中可以看出，儿童玩乐、狗叫、枪击和街头音

乐是对使用 ＧＦＣＣ 特征的 ＣＮＮ 来说，分类难度较高

的环境声音。 ３ 类 ＧＦＣＣ 特征对这 ４ 类声音的分类

精度均未达到 ８０％。 总的来看，ＧＦＣＣ３０ 比 ＧＦＣＣ２０
的分类精度高出 １１．８％，ＧＦＣＣ４０ 的分类效果最好，
比 ＧＦＣＣ３０ 的分类精度高出 １．５％，达到了 ７８．９％。
此外，虽然 ＧＦＣＣ３０ 在某些声音的分类上取得了高

于 ＧＦＣＣ４０ 的表现，但是 ＧＦＣＣ４０ 的总体表现优于

ＧＦＣＣ３０。 因此，我们选取 ４０ 通道的 ＧＦＣＣ 与 ＭＦＣＣ
融合来获取 ＭＧＣＣ 特征，并将其与其他 ３ 种特征进

行对比。
我们用 １０⁃ｆｏｌｄ 交叉验证基于 ＣＮＮ 的 ＥＳＣＲ 系

统。 其中，训练 １００ 个循环，每个循环被定义为训练

集中的所有数据被模型学习 １ 次。 当训练完成后，
计算测试集总的分类精度以及文件夹中每一类的分

类精度。 模型的学习率（ｌｅａｒｎｉｎｇ ｒａｔｅ）设定为０．００１，
ｄｒｏｐｏｕｔ 为 ０．５。 深度模型在 Ｔｅｎｓｏｒｆｌｏｗ 上建立，在配

备有 Ｘｅｏｎ⁃５ 处理器和 ２ 个 ＧＴＸ １０８０ ＧＰＵ 的工作站

上运行。 对比结果如表 ２ 所示。
表 ２ 展示了 ３ 种特征与本文提出的深度卷积神

经网络在 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据集上得到的分类结

果。 其 中， ＬＭ⁃ＣＮＮ、 ＭＦＣＣ⁃ＣＮＮ、 ＧＦＣＣ⁃ＣＮＮ 和

ＭＧＣＣ⁃ＣＮＮ 分别表示采用 Ｌｏｇ⁃Ｍｅｌ 特征、ＭＦＣＣ 特

征、ＧＦＣＣ４０ 特征以及 ＭＧＣＣ 特征的基于 ＣＮＮ 的

ＥＳＣＲ 系统。
表 ２　 ＣＮＮ 模型的分类精度 ％

序号 类 ＬＭ ＭＦＣＣ ＧＦＣＣ ＭＧＣＣ

１ 空调 ８７．４ ９１．７ ９２．７ ９６．７

２ 汽车鸣笛 ７５．０ ６２．７ ８２．１ ８６．５

３ 儿童玩乐 ８１．５ ８０．８ ７３．０ ８９．９

４ 狗叫声 ６０．５ ７８．２ ６８．６ ８０．２

５ 钻孔 ７０．８ ８７．７ ８３．２ ９３．０

６ 发动机空转 ９１．８ ９３．６ ９３．７ ９４．６

７ 枪击 ２８．６ ７２．４ ５２．１ ５７．１

８ 凿岩机 ７３．１ ８７．０ ９１．０ ９８．１

９ 警笛 ９３．２ ８４．８ ８３．９ ９３．１

１０ 街头音乐 ７２．５ ８９．９ ６８．７ ８７．４

平均分类精度 ７３．４ ８２．９ ７８．９ ８７．７

２．２　 实验结果

从表 ２ 中可以看出，前 ４ 种特征都分别有比其

他特征分类精度高的声音种类。 基于深度卷积神经

网络的 ＥＳＣＲ 系统采用 ＭＧＣＣ 来表征声音信号进行

训练得到了最高的分类精度，达到了 ８７．７％，分别比

Ｌｏｇ⁃Ｍｅｌ、ＭＦＣＣ 和 ＧＦＣＣ 高了 １４． ３％、 ４． ８％ 以及

８．８％。 ＭＧＣＣ 特征只有枪击声的分类精度低于

ＭＦＣＣ 特征，其余 ９ 类的分类精度都高于另外 ３ 种

听觉特征。 采用 Ｌｏｇ⁃Ｍｅｌ 特征的 ＥＳＣＲ 系统分类精
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度最低，只有 ７３．４％。 尽管在儿童玩乐和警笛这 ２
类声音的分类上，Ｌｏｇ⁃Ｍｅｌ 特征的分类精度要高于

ＭＦＣＣ 和 ＧＦＣＣ，但是其余 ８ 类声音的分类精度都低

于其他 ２ 种特征。 ＭＦＣＣ 仅在汽车鸣笛声的分类精

度上低于其余 ２ 种特征，仅为 ６２．７％，对剩余 ９ 种声

音的分类均优于其他 ２ 种特征。 此外，ＭＦＣＣ 在对

ＧＦＣＣ 比较有挑战性的 ４ 种声音的分类上均取得了

较好的结果。 其中，ＭＦＣＣ 对枪击声的分类精度达

到了７２．４％，而 Ｌｏｇ⁃Ｍｅｌ 和 ＧＦＣＣ 对枪击声的分类精

度表明，这 ２ 种特征基本无法识别该类声音。
图 ２ 展示了在 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据集上评估 ４

种特征的混淆矩阵。

图 ２　 ＥＳＣＲ 系统在 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据集上评估 ４ 种特征的混淆矩阵

　 　 从中可以看出，ＧＦＣＣ 和 ＭＦＣＣ 特征的分类能

力优于 Ｌｏｇ⁃Ｍｅｌ 特征。 进一步展示了相较于频谱图

特征（Ｌｏｇ⁃Ｍｅｌ），信号处理特征（ＭＦＣＣ 和 ＧＦＣＣ）更
适合基于深度神经网络的 ＥＳＣＲ 系统。 而融合 ２ 种

信号处理特征的 ＭＧＣＣ 特征在环境声音分类任务

中的性能最佳。
图 ３ 展示了 １０⁃ｆｏｌｄ 交叉验证后得到的 Ｌｏｇ⁃

Ｍｅｌ、ＭＦＣＣ、 ＧＦＣＣ 和本文提出的 ＭＧＣＣ 特征在

ＥＳＣＲ 系统中的分类精度。

图 ３　 ３ 种特征与基于 ＣＮＮ 的 ＥＳＣＲ 系统中的分类精度对比
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２．３　 模型对比

最后，我们用本文提出的 ＭＧＣＣ⁃ＣＮＮ 环境声音

与现有环境声音分类模型进行了对比。 结果如表 ３
所示。 需要指出的是，由于本文并未对数据集做任

何处理，因此第二个模型的分类精度是在未经过数

据增强和数据混合的 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据集上得到

的分类精度。 可以看出，在这几种模型中，本文提出

的 ＭＧＣＣ⁃ＣＮＮ 环境声音分类识别系统的分类精度

为 ８７． ７％，比文献［１１⁃１２］ 的精度分别高了 １５％、
１２％及 ５．８％。 这些结果表明，在环境声音分类任务

中，相较于使用传统特征的模型来说，本文提出的

ＭＧＣＣ 特征和 ６ 层 ＣＮＮ 组成的 ＥＳＣＲ 系统具有更

好的鲁棒性并在分类精度上取得了显著提升。
表 ３　 不同环境声音分类识别系统的精度对比

序号 模型 特征 分类精度 ／ ％

１ Ｐｉｚａｃｋ⁃ＣＮＮ［１１］ Ｌｏｇ⁃Ｍｅｌ ７２．７

２ Ｚｈａｎｇ Ｘｈ⁃ＣＮＮ［１２］ Ｌｏｇ⁃Ｍｅｌ ８１．９

３ ＭＧＣＣ⁃ＣＮＮ ＭＧＣＣ ８７．７

３　 结　 论

本文的主要目的是研究基于深度神经网络的环

境声音分类系统。 为此，我们设计了一个深度卷积

神经网络，并选取了 Ｌｏｇ Ｍｅｌ、ＭＦＣＣ 和 ＧＦＣＣ ３ 种听

觉特征，在 ＵｒｂａｎＳｏｕｎｄ８Ｋ 数据集上进行了对比验

证。 由于使用 ＧＦＣＣ 特征的环境声音分类的研究工

作并不多见，因此，本文首先分析了选取多少通道数

的 ＧＦＣＣ 特征更适合于环境声音的分类。 在确定

４０ 通道 ＧＦＣＣ 特征效果更好后，我们通过 １０⁃ｆｏｌｄ 交

叉验证分析对比了 Ｌｏｇ⁃Ｍｅｌ 特征、ＭＦＣＣ 特征、ＧＦＣＣ
特征以及本文提出的 ＭＧＣＣ 特征在本文设计的

ＥＳＣＲ 系统中的平均分类精度。 实验结果表明，在
这 ３ 种特征中，基于 ＭＦＣＣ 和 ＧＦＣＣ 融合的 ＭＧＣＣ
特征更适合基于深度卷积神经网络的 ＥＳＣＲ 系统。
最后，在 Ｕｒｂａｎｓｏｕｎｄ ８Ｋ 数据集上对比了本文提出

的基于 ＭＧＣＣ⁃ＣＮＮ 的环境声音分类识别系统和现

有的环境声音分类识别系统的分类精度。 结果表

明，本文提出的基于融合特征和 ＣＮＮ 的 ＥＳＣＲ 系统

分类精度最高。
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