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基于改进学习策略的 Ｋｒｉｇｉｎｇ 模型结构可靠度算法
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摘　 要：针对机械产品可靠性分析过程中，极限状态函数隐式、高度非线性而导致可靠性求解困难等

问题，提出一种基于 Ｋｒｉｇｉｎｇ 模型和改进 ＥＧＯ 主动学习策略的可靠性求解算法。 对于传统 ＥＧＯ 方法

无法在极限状态面区域进行有效选点问题，提出一种改进的 ＥＧＯ 方法，通过对样本点模型预测值做

绝对值处理，基于响应值分布状态不变假设，将主动学习选点重心移到预测方差较大和极限状态面附

近，避免对不必要区域的过量选点，从而减少极限状态函数值的计算或试验次数，有效提高了可靠性

计算效率。 通过 ３ 个算例表明：与传统主动学习方法相比，所提方法具有良好的全局和局部搜索能

力，能够在较少计算极限状态函数次数条件下，估算得到精确的失效概率值。
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　 　 随着现代机械技术的发展，其结构复杂度也随

之增加， 导 致 产 品 极 限 状 态 函 数 （ ｌｉｍｉｔｅｄ ｓｔａｔｅ
ｆｕｎｃｔｉｏｎ，ＬＳＦ）呈现高度非线性且为隐函数。 传统的

可靠性解析手段如一阶可靠性方法（ ｆｉｒｓｔ ｏｒｄｅｒ ｒｅｌｉａ⁃
ｂｉｌｉｔｙ ｍｅｔｈｏｄ，ＦＯＲＭ）、二阶可靠性方法（ｓｅｃｏｎｄ ｏｒｄｅｒ
ｒｅｌｉａｂｉｌｉｔｙ ｍｅｔｈｏｄ，ＳＯＲＭ）等，是在最可能失效点处

对功能函数进行一次或二次函数展开。 当极限状态

函数为隐函数时很难得到每一次迭代计算过程中的

梯度向量。 蒙特卡罗抽样 （ｍｏｎｔｅ ｃａｒｌｏ ｓａｍｐｌｉｎｇ，
ＭＣＳ）有效解决极限状态函数为隐函的问题，且计算

精度高，被广泛应用于结构可靠性计算。 然而，ＭＣＳ
方法会造成巨量计算成本，所以极大限制了其在实

际工程应用中的推广［１⁃２］。
代理模型可靠性分析手段从 ２０ 世纪开始发展

到现在，出现了各种各样的模型结构，主流的代理模

型方法有多项式响应面、支持向量机、Ｋｒｉｇｉｎｇ 模型

和神经网络，其中 Ｋｒｉｇｉｎｇ 模型是一种包含多项式和

随机过程函数的模型结构。 国内外为了提高

Ｋｒｉｇｉｎｇ 在可靠性指标求解过程中的计算精度，提出

了各种不同的 Ｋｒｉｇｉｎｇ 模型构建方法，总体可分为 ３
类：①通过优化 Ｋｒｉｇｉｎｇ 模型中相关函数的参数 θ 来

提升模型精度。 魏娟等利用混合粒子群－模拟退火

算法进行参数求解，提高模型预测精度；刘瞻等利用

人工蜂群算法对 Ｋｒｉｇｉｎｇ 模型参数进行优化，再用优

化后的模型模拟隐式极限状态函数［３⁃４］。 ②通过优

化求解最佳样本点，即通过主动学习方法序列选择

最佳样本点，然后重新拟合 Ｋｒｉｇｉｎｇ 模型，逐渐提高

Ｋｒｉｇｉｎｇ 模型精度。 从该方法发展到现在出现了各

式各样的主动学习选点策略。 Ｊｏｎｅｓ 等提出一种

ＥＧＯ（ｅｆｆｉｃｉｅｎｔ ｇｌｏｂａｌ ｏｐｔｉｍｉｚａｔｉｏｎ）方法，其中采用 ＥＩ
（ｅｘｐｅｃｔｅｄ ｉｍｐｒｏｖｅｍｅｎｔ）函数来选择优化过程中的最

佳样本点；Ｂｉｃｈｏｎ 在 ＥＧＯ 方法的基础上，提出了一

种 ＥＦＦ（ ｅｘｐｅｃｔｅｄ ｆｅａｓｉｂｉｌｉｔｙ ｆｕｎｃｔｉｏｎ）函数选择最佳

样本点，着重考虑在极限状态函数附近且方差较大

的样本点；Ｅｃｈａｒｄ 提出一种 Ｕ 主动学习方法，考虑

样本点符号被错误估计概率最大的点；ＬＹＵ 等提出

Ｈ 主动学习函数，结合线抽样方法进行可靠性求解；
Ｓｕｎ 等提出一种最小改进函数 （ ＬＩＦ），同时考虑

Ｋｒｉｇｉｎｇ 方差和联合概率密度函数值对失效概率估

计精度的影响，避免对概率密度函数值过小的区域

抽样造成样本浪费［５⁃９］。 ③选择不同的数字仿真方

法求解结构失效概率，在候选点集的构造和失效概
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率计算的过程中都采用了数字仿真方法产生样本

点。 在一般情况下，使用拉丁超立方采样（ ｌａｔｉｎ ｈｙ⁃
ｐｅｒｃｕｂｅ ｓａｍｐｌｉｎｇ，ＬＨＳ）和 ＭＣＳ 方法来构造初始点

集，成为初始设计点，并结合 ＭＣＳ、ＩＳ、子集模拟法

（ｓｕｂｓｅｔ ｓｉｍｕｌａｔｉｏｎ，ＳＳ）、线抽样（ｌｉｎｅ ｓａｍｐｌｉｎｇ，ＬＳ）等
不同抽样方法和 Ｋｒｉｇｉｎｇ 模型结合计算结构可靠性

指标［８，１０⁃１３］。
本文基于 Ｋｒｉｇｉｎｇ 模型可靠性计算框架，考虑

Ｋｒｉｇｉｎｇ 模型主动学习过程中对全局和局部搜索能

力的综合要求，针对传统 ＥＧＯ 主动学习方法选点位

置不对等问题，提出一种 ＩＥＧＯ（ ｉｍｐｒｏｖｅｄ ｅｆｆｉｃｉｅｎｔ
ｇｌｏｂａｌ ｏｐｔｉｍｉｚａｔｉｏｎ）主动学习方法，该方法既能在极

限状态面附近局部搜索最佳样本点，又能根据模型

预测方差的大小全局寻找最佳样本点，进而不断修

正 Ｋｒｉｇｉｎｇ 模型的精度，最后结合蒙特卡罗方法完成

结构可靠性指标计算。

１　 Ｋｒｉｇｉｎｇ 模型

Ｋｒｉｇｉｎｇ 模型包含 ２ 个部分：多项式回归和随机

部分［１４］。 随机部分通常有高斯过程、指数过程等，
在本文里面统一使用高斯过程进行计算。 Ｋｒｉｇｉｎｇ
模型需 ｋ个初始实验点Ｘ ＝ ［ｘ１，ｘ２，…，ｘｋ］ Ｔ，其中第

ｉ 个实验点 ｘｉ ∈ Ｒｎ（ ｉ ＝ １，２，…，ｋ），并根据相关分析
手段得到这 ｋ 个实验点的真实响应值 Ｇ ＝ ［Ｇ（ｘ１），
Ｇ（ｘ２），…，Ｇ（ｘｋ）］ Ｔ，其中第 ｉ 个实验点对应的响应
值为 Ｇ（ｘｉ） ∈ Ｒ（ ｉ ＝ １，２，…，ｋ）。 则通过 Ｋｒｉｇｉｎｇ 代

理模型的结构形式如下

Ｇ^（ｘ） ＝ Ｆ（β，ｘ） ＋ ｚ（ｘ） ＝ ｆＴ（ｘ）β ＋ ｚ（ｘ） （１）
式中， ｘ为任意输入变量，Ｇ^为对应预测响应值，β Ｔ ＝
［β １，β ２，…，β ｐ］ 是 一 个 回 归 系 数 向 量，ｆＴ（ｘ） ＝
［ ｆ１（ｘ），ｆ２（ｘ），…，ｆｐ（ｘ）］ 是多项式的基函数向量。
研究表明， 第一部分 Ｆ（β，ｘ） 的具体形式对整个

Ｋｒｉｇｉｎｇ 模型的拟合精度影响不大，因此将多项式

ｆＴ（ｘ） 取为固定常向量 Ｉ，此时Ｆ（β，ｘ） ＝ β。 ｚ（ｘ） 是
服从 Ｎ（０，σ ２） 的高斯随机过程，样本点中任意 ２ 个
样本点 ｘｉ 和 ｘ ｊ 的协方差方程为

ｃｏｖ［ ｚ（ｘｉ），ｚ（ｘ ｊ）］ ＝ σ２Ｒ（θ，ｘｉ，ｘ ｊ） （２）
式中： Ｒ（θ，ｘｉ，ｘ ｊ） 是表征样本点 ｘｉ 和 ｘ ｊ 空间相关性

的相关函数；θ ＝ ［θ １，θ ２，…， θ ｎ］ Ｔ 为相关性参数。
本文相关性函数采用高斯相关函数，其具体形式为

Ｒ（θ，ｘｉ，ｘ ｊ） ＝ ｅｘｐ∑
ｎ

ｅ ＝ １
［ － θｅ（ｘｅ

ｉ － ｘｅ
ｊ ） ２］ θｅ ≥ ０

（３）

式中， ｘｅ
ｉ和 ｘｅ

ｊ 分别表示样本点 ｘｉ 和 ｘ ｊ 的第 ｅ个方向

分量；θ ｅ 是对应着第 ｅ 方向分量的相关性参数，表示

设计样本点之间的距离和相关性程度的大小关系，
其大小直接控制着 Ｋｒｉｇｉｎｇ 模型的预测结果。

基于给定的 ｋ个初始样本点Ｘ ＝ ［ｘ１，ｘ２，…，ｘｋ］
和与之相对应的 ｋ 个真实极限状态函数响应值 Ｇ ＝
［Ｇ（ｘ１），Ｇ（ｘ２），…，Ｇ（ｘｋ）］，对于给定的相关参数

θ ＝ ［θ １，θ ２，…， θ ｎ］ Ｔ，回归系数 β 和高斯随机过程

方差 σ ２ 的估计值分别为

β^ ＝ （ＦＴＲ －１Ｆ） －１ＦＴＲ －１Ｇ （４）

σ^２ ＝ １
ｋ
（Ｇ － Ｆβ^） ＴＲ －１（Ｇ － Ｆβ^） （５）

式中： β^ 为估计得到的多项式参数向量；σ^２ 为方差

σ ２ 的估计值；Ｒ 为相关系数矩阵，且 Ｒ ＝ ［Ｒ ｉｊ］ ｋ×ｋ，Ｒ ｉｊ

＝ Ｒ（θ，ｘｉ，ｘ ｊ）。
为了保证在某一预测点 ｘ 处的预测值无偏和预

测均方误差最小，在该点处的 Ｋｒｉｇｉｎｇ 预测均值和方

差分别为

μＧ^（ｘ） ＝ Ｇ^（ｘ） ＝ ｆ（ｘ） Ｔ β^ ＋ ｒ（ｘ） ＴＲ －１（Ｇ － Ｆβ^）
（６）

σ^２
Ｇ^（ｘ） ＝

σ^２［１ ＋ ｕ（ｘ） Ｔ（ＦＴＲ －１Ｆ） －１ｕ（ｘ） － ｒ（ｘ） ＴＲ －１ｒ（ｘ）］
（７）

式中： ｒ（ｘ） ＝ ［Ｒ（θ，ｘｉ，ｘ），Ｒ（θ，ｘｉ，ｘ），…，Ｒ（θ，ｘｉ，
ｘ）］；ｕ（ｘ） ＝ ＦＴＲ －１ｒ － ｆ；Ｋｒｉｇｉｎｇ 方差 σ^２

Ｇ^（ｘ） 表征着

模型在预测点 ｘ 处的预测误差，是主动学习方法的

重要依据。

２　 基于主动学习的可靠度求解算法

主动学习方法的基本原理就是通过学习函数，
在大量 Ｍｏｎｔｅ Ｃａｒｌｏ 模拟样本点中选择最佳样本点，
并将该样本点加入初始样本实验点，对 Ｋｒｉｇｉｎｇ 模型

进行更新，如此循环迭代直至达到相关停止要求。
通过主动学习方法，仅需要少量的初始样本点和主

动学习筛选策略就可以构建高精度的代理模型，较
传统方法较好提升了计算效率。
２．１　 ＥＧＯ 主动学习方法

ＥＧＯ 主动学习方法是由 Ｊｏｎｅｓ 等初次提出的用

于复杂函数的代理模型优化，基于 Ｋｒｉｇｉｎｇ 代理模

型，采用 ＥＩ 函数指标计算样本点处对模型的期望改

善程度，最大 ＥＩ 函数值对应的样本点用于模型的再

·３１４·
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次拟合进行模型本身的序列更新，从而逐步提高模

型精度，得到函数极值的优化过程［１５］。
对于空间任何一点 ｘ，其预测响应值服从高斯

分布，即
Ｇ^（ｘ） ～ Ｎ（μＧ^（ｘ），σ^Ｇ^（ｘ）） （８）

　 　 采用 Ｍｏｎｔｅ Ｃａｒｌｏ 抽样，选择 ｍ 个抽样样本点，
对应的预测响应值为 Ｇ１，Ｇ２，…，Ｇｍ，选择当前响应

值中的最小值 Ｇｍｉｎ ＝ ｍｉｎ（Ｇ１，Ｇ２，…，Ｇｍ），定义在样

本点 ｘ 处对代理模型的改进程度为

Ｉ（ｘ） ＝ ｍａｘ（Ｇｍｉｎ － Ｇ^（ｘ），０） （９）

式中， Ｇ^（ｘ） 是一个不确定量，代表着模型在点 ｘ 处

响应值的不确定性，所以 Ｉ（ｘ） 也是一个随机变量。
则在样本点 ｘ处对模型的改进程度函数的期望值为

Ｅ（ Ｉ（ｘ）） ＝ Ｅ（ｍａｘ（Ｇｍｉｎ － Ｇ^（ｘ），０）） ＝

　 （Ｇｍｉｎ － Ｇ^（ｘ））Φ
Ｇｍｉｎ － Ｇ^（ｘ）

σ^Ｇ^（ｘ）
æ

è
ç

ö

ø
÷ ＋

　 σ^Ｇ^（ｘ）φ
Ｇｍｉｎ － Ｇ^（ｘ）

σ^Ｇ^（ｘ）
æ

è
ç

ö

ø
÷ （１０）

式中： φ（·） 和Φ（·） 分别是标准正态分布的概率密

度函数和累积分布函数。 定义期望值 Ｅ（ Ｉ（ｘ）） 最

大所对应的样本点为当前 Ｋｒｉｇｉｎｇ 模型和此次抽样

样本点集下的最佳样本点，即
ｘｂｅｓｔ ＝ ａｒｇ ｍａｘ

ｘ
（Ｅ（ Ｉ（ｘ）））( ) （１１）

　 　 计算最佳样本点 ｘｂｅｓｔ 处的真实响应值 Ｇ（ｘｂｅｓｔ），
并加入到最初的 ｋ 个样本集，更新 Ｋｒｉｇｉｎｇ 模型。 然

后，再次在当前模型下进行大样本抽样，计算样本点

的 Ｅ（ Ｉ（ｘ））， 直 到 满 足 迭 代 停 止 条 件：
ｍａｘ（Ｅ（ Ｉ（ｘ））） ＜ ０．００１。
２．２　 可靠性计算中 ＥＧＯ 方法的不适用性和 ＩＥＧＯ

主动学习方法

由 ２．１ 节可知 ＥＧＯ 算法的选点策略是基于表

征模型期望改进程度的函数，它是从代理模型优化

问题引申出来的一套主动选点策略。 首先，它选取

当前 Ｋｒｉｇｉｎｇ 模型的最小值作为最佳函数值 Ｇｍｉｎ，当
抽样得到点 ｘ 的时候，并不知道其真实响应值 Ｇ（ｘ）
大小，因此我们假设 Ｇ 服从正态分布，其分布均值

Ｇ^（ｘ） 和标准差 σ^Ｇ^（ｘ） 由Ｋｒｉｇｉｎｇ模型预测给出。 未

知点处真实响应值 Ｇ ＜ Ｇｍｉｎ 的概率为

Ｐ（Ｇ ＜ Ｇｍｉｎ） ＝ φ
Ｇｍｉｎ － Ｇ^（ｘ）

σ^Ｇ^（ｘ）
æ

è
ç

ö

ø
÷ （１２）

　 　 随机变量 Ｇ处于直线Ｇ（ｘ） ＝ Ｇｍｉｎ 下面概率刚好

处于正态分布的尾端，称直线 Ｇ（ｘ） ＝ Ｇｍｉｎ 下的线段

长度为在点 ｘ 处的改善程度。 为了衡量该改善值的

期望值，根据在该点处真实响应值的概率密度函数

求取改善值的期望函数值，即

Ｅ（ Ｉ（ｘ）） ＝ （Ｇｍｉｎ － Ｇ^（ｘ））Φ
Ｇｍｉｎ － Ｇ^（ｘ）

σ^Ｇ^（ｘ）
æ

è
ç

ö

ø
÷ ＋

　 σ^Ｇ^（ｘ）φ
Ｇｍｉｎ － Ｇ^（ｘ）

σ^Ｇ^（ｘ）
æ

è
ç

ö

ø
÷ （１３）

　 　 由（１３）式可以看出，在某一点 ｘ 处影响期望改

善值 Ｅ（ Ｉ（ｘ）） 大小的主要因素有 ２ 个：① 当前响应

值 Ｇ^（ｘ） 大小，即在点 ｘ处正态分布的均值大小。 ②
当前响应值标准差 σ^Ｇ^（ｘ） 大小，即直接影响点 ｘ 处

离散程度的高低。
经典 ＥＧＯ 方法的选点策略不符合可靠性计算

求解理念，在可靠性求解过程中，主要着重于极限状

态面处的拟合精度，而不是在响应函数最小值处的

拟合情况。 因此，基于经典 ＥＧＯ 方法提出一种改进

的 ＥＧＯ 方 法 （ ＩＥＧＯ）。 通 过 改 变 期 望 改 善 值

Ｅ（ Ｉ（ｘ）） 的定义方式，使其最优点选取策略能优先

考虑极限状态面附近的点和方差较大的点。
首先，在原有 Ｋｒｉｇｉｎｇ 模型预测值的基础上，将

Ｇ^（ｘ） ＜ ０部分按照直线 Ｇ^（ｘ） ＝ ０进行翻转，即在期

望改善值的计算过程中，点 ｘ 处随机变量的分布均

值变为

Ｇ^∗（ｘ） ＝
Ｇ^（ｘ）　 　 Ｇ^（ｘ） ≥ ０
－ Ｇ^（ｘ）　 Ｇ^（ｘ） ＜ ０{ （１４）

　 　 此时，假设点 ｘ 处的分布函数标准差保持不变，
仍为 σ^Ｇ^（ｘ）。 可以将修正后的Ｋｒｉｇｉｎｇ模型在点 ｘ处

的预测值当做是服从均值为 Ｇ^∗（ｘ）、 标准差为

σ^Ｇ^（ｘ） 的正态随机变量。 而且，当前响应值的最小

值重新定义为

Ｇ∗
ｍｉｎ ＝ ｍｉｎ（ ｜ Ｇ１ ｜ ， ｜ Ｇ２ ｜ ，…， ｜ Ｇｍ ｜ ） （１５）

　 　 此时对函数的改善程度定义为

Ｉ∗（ｘ） ＝ ｍａｘ（Ｇ∗
ｍｉｎ － Ｇ^∗（ｘ），０） （１６）

　 　 则期望改善值变为

　 Ｅ（ Ｉ∗（ｘ）） ＝ Ｅ［ｍａｘ（Ｇ∗
ｍｉｎ － Ｇ^∗（ｘ），０）］ ＝

　 　 ∫＋∞

０
Ｉ（ｘ）

１
２π σ^Ｇ^（ｘ）

·{

　 　 ｅｘｐ
－ （Ｇ∗

ｍｉｎ － Ｉ（ｘ） － Ｇ^∗（ｘ）） ２

２σ^２
Ｇ^（ｘ）

é

ë

ê
ê

ù

û

ú
ú } ｄＩ（ｘ） ＝

　 　 （Ｇ∗
ｍｉｎ － Ｇ^∗（ｘ））Φ

Ｇ∗
ｍｉｎ － Ｇ^∗（ｘ）
σ^Ｇ^（ｘ）

æ

è
ç

ö

ø
÷ ＋
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　 　 σ^Ｇ^（ｘ）φ
Ｇ∗

ｍｉｎ － Ｇ^∗（ｘ）
σ^Ｇ^（ｘ）

æ

è
ç

ö

ø
÷ （１７）

式中：等式右边第一项是点 ｘ 处改善程度和小于当

前最小目标函数值概率的乘积， 搜索的重点放在

Ｇ^∗（ｘ）＝ ０（即极限状态面） 附近，强化了极限状态面

周围的局部搜索能力；等式右边第二项是点 ｘ 处预

测标准差和正态密度函数的乘积，强化了 ＩＥＧＯ 方

法的全局搜索能力。 所以，采用改进的 ＩＥＧＯ 算法，
具备良好的平衡极限状态面区域局部和全局的搜索

能力。
２．３　 基于 ＩＥＧＯ 算法的可靠性计算流程

基于 Ｋｒｉｇｉｎｇ 代理模型，结合 ２． ２ 节所提出的

ＩＥＧＯ 主动学习方法，给出结构可靠性算法计算步骤

如下：
１） 生成候选样本点。 基于 Ｍｏｎｔｅ Ｃａｒｌｏ 抽样原

理进行仿真，根据基本随机变量的联合概率密度函

数生成 ＮＭＣ 个随机样本 ＳＭＣ ＝ ［ｘ１，ｘ２，…，ｘＮＭＣ
］ Ｔ。 这

些样本点作为后续主动学习过程中的学习样本，称
为候选样本点。

２） 生成初始设计样本点。 采用拉丁超立方采

样，在基本随机变量空间（μ ｉ － ３σ ｉ，μ ｉ ＋ ３σ ｉ） ｉ ＝ １，
２，…，ｎ 中生成初步拟合 Ｋｒｉｇｉｎｇ 模型所需的试验设

计样本点 Ｓｉｎｉｔｉａｌ ＝ ［ｘ１，ｘ２，…，ｘＮ］ Ｔ，初始样本点的数

量选择要适中，并在后续的模型学习过程中不断去

增加初始实验设计样本 Ｓｉｎｉｔｉａｌ。
３） 初步拟合 Ｋｒｉｇｉｎｇ 模型。 计算初始实验设计

样本点 Ｓｉｎｉｔｉａｌ 的真实响应函数值 Ｙ ｉｎｉｔｉａｌ，由 Ｓｉｎｉｔｉａｌ 和

Ｙ ｉｎｉｔｉａｌ 建立 Ｋｒｉｇｉｎｇ 预测模型，并计算候选样本点集

中所 有 点 ｘｉ ∈ ＳＭＣ 的 预 测 值 Ｇ^（ｘｉ） 和 标 准

差 σ^Ｇ^（ｘｉ）。
４） 根据（１４） 和（１５） 式计算样本点集内所有点

新的预测值 Ｇ^∗（ｘｉ） 和当前最小值 Ｇ∗
ｍｉｎ，并基于（１７）

式得到改进的期望改善值 Ｅ（ Ｉ∗（ｘ
ｉ
））。

５） 对所有候选样本点期望改善值 Ｅ∗（ Ｉ（ｘｉ））
进行排序，寻找最大值 ｍａｘ（Ｅ∗（ Ｉ（ｘｉ）））

６） 若 ｍａｘ（Ｅ（ Ｉ∗（ｘｉ））） ＜ ０．００１，学习结束，到
第 ７） 步进行相关可靠性计算。 否则，选择最大值

ｍａｘ（Ｅ（ Ｉ∗（ｘｉ））） 函数所对应的样本点为最佳样本

点 ｘ∗，计算其极限状态函数响应值 Ｇ（ｘ∗），并将新

的数据（ｘ∗，Ｇ（ｘ∗）） 加入到初始设计样本集，回到

步骤 ３）；
７） 根据 Ｍｏｎｔｅ Ｃａｒｌｏ 抽样模拟， 采用当前的

Ｋｒｉｇｉｎｇ 模型来计算失效概率 Ｐ^ ｆ 和变异系数 δ Ｐ^ｆ

δＰ^ｆ
＝

１ － Ｐ^ ｆ

（ＮＭＣ － １） Ｐ^ ｆ

（１８）

式中， ＮＭＣ 为 Ｍｏｎｔｅ Ｃａｒｌｏ 抽样数量。 当 δ Ｐ^ｆ
≤ ０．０３

时，则可靠度计算收敛。

３　 实际算例验证

为了验证本文算法的精确性和有效性，提出 ３
个实际算例验证，其中包含可靠性方面的经典数值

算例和一个工程算例。 在每一个算例中，基于

Ｋｒｉｇｉｎｇ 代理模型，将本文算法（ ＩＥＧＯ）分别与 ＥＧＯ
算法、ＥＦＦ 算法和 Ｕ 算法进行比较，同时还和经典

二次响应面作比较，验证 Ｋｒｉｇｉｎｇ 模型和 ＩＥＧＯ 算法

组合在可靠性领域的优异性。 以 Ｍｏｎｔｅ Ｃａｒｌｏ 模拟

抽样计算结果 ＰＭＣ
ｆ 为标准解，分别从以下 ２ 个方面

作比较：① 调用极限状态函数次数 Ｎｃａｌｌ 来评价方法

的效率；② 计算各可靠性计算方法得到的失效率 Ｐ^ ｆ

与 ＰＭＣ
ｆ 的相对误差

ε ＝
｜ Ｐ^ ｆ － ＰＭＣ

ｆ ｜
ＰＭＣ

ｆ

（１９）

来直观评价方法的计算精确性。
算例 １　 选择一个四分支串联系统，其极限状

态函数形式如（２０）式所示［１６］，其中基本变量 ｘ１ 和

ｘ２ 为独立同分布标准正态变量。

Ｇ（ｘ１，ｘ２） ＝ ｍｉｎ

３ ＋
（ｘ１ － ｘ２） ２

１０
－

（ｘ１ ＋ ｘ２）

２

３ ＋
（ｘ１ － ｘ２） ２

１０
＋

（ｘ１ ＋ ｘ２）

２

（ｘ１ － ｘ２） ＋ ７
２

（ｘ２ － ｘ１） ＋ ７
２

ì

î

í

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ï
ï

ü

þ

ý

ï
ï
ï
ï
ï
ï

ï
ï
ï
ï
ï
ï

（２０）
　 　 首先在各基本变量均值附近±３σ 范围采用拉

丁超立方采样获得初始设计样本，求取真实响应值

用来构建初始 Ｋｒｉｇｉｎｇ 模型，并逐次加入最佳样本点

进行模型更新。 针对不同的主动学习函数，最终得

到其最佳 Ｋｒｉｇｉｎｇ 模型和最佳样本点的分布如图 １
所示。 并添加 ＭＣ 计算方法和经典二项式响应面方

法与 Ｋｒｉｇｉｎｇ 代理模型进行对比，最终的结果如表 １

·５１４·
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所示。
如图 １ 所示，可知：①ＥＧＯ 方法本身就是适用

于最小值优化过程中主动选点策略，所以该主动学

习过程，在极限状态面附近的拟和精度较差；②本文

所提出的 ＩＥＧＯ 主动学习方法，在极限状态面附近

的拟合精度大大提升，且每次模型更新的最佳样本

点不过分集中，基本均匀处在极限状态面上；③Ｕ 和

ＥＦＦ 主动学习方法在极限状态面附近的拟合效果较

好，然而，Ｕ 方法学习点相对比较靠拢，可能造成区

域的过度选点。 相对于其他主动学习方法， ＥＦＦ 方

法选点数量相对最少。

图 １　 算例 １ 中不同主动学习方法的 Ｋｒｉｇｉｎｇ 模型及样本点分布对比

　 　 以 ＭＣ 方法的抽样模拟计算结果作为精确解，
由表 １ 可知，针对这种串联型的可靠性计算，模型拟

合精度较差。 其中 ＥＧＯ 方法和 ＥＦＦ 方法的调用极

限状态函数次数最少，然而由于 ＥＧＯ 的选点策略不

适用于可靠性计算等原因，导致其失效概率计算结
表 １　 算例 １ 计算结果对比

方法 Ｎｃａｌｌ Ｐ^ｆ ／ １０
－３ ε ／ ％

Ｍｏｎｔｅ Ｃａｒｌｏ １×１０６ ２．２０９ －

二项式响应面 ５０ １．００８ ５４．３６
ＥＧＯ ３２ ３．１８４ ４４．１４
ＩＥＧＯ ４８ ２．２１６ ０．２８９ ７
Ｕ ７３ ２．２２５ ０．７２８ ８

ＥＦＦ ２９ ２．４５７ １１．２３

果误差很大；ＥＦＦ 方法由于选点过少，模型在极限状

态面附近拟合精度不高，失效概率计算结果误差较

大。 ＩＥＧＯ 和 Ｕ 方法，在失效概率计算精度上，ＩＥＧＯ
占有微弱优势，但是由于 Ｕ 方法在极限状态面上选

点过于集中，导致调用极限状态函数次数较多，大大

增加计算成本。
算例 ２ 　 选择 Ｒａｓｔｒｉｇｉｎ 非线性函数，其函数具

体形式如（２１）式所示［２０］。

Ｇ（ｘ１，ｘ２） ＝ １０ － ∑
２

ｉ ＝ １
（ｘ２

ｉ － ５ｃｏｓ（２πｘｉ）） （２１）

式中基本变量 ｘ１ 和 ｘ２ 为独立同分布的标准正态变

量。 针对不同学习方法的最终 Ｋｒｉｇｉｎｇ 模型和更新

过程中的最佳样本点分布如图 ２ 所示。

图 ２　 算例 ２ 中不同主动学习方法的 Ｋｒｉｇｉｎｇ 模型及样本点分布对比

　 　 由图 ２ 可知：①ＥＧＯ 方法在极限状态面附近的

拟合情况依然十分不理想，选点主要在极限状态函

数最小值附近，导致最佳样本点集中在图 ２ａ）的外

围；②本文所提出的 ＩＥＧＯ 主动学习方法，对于这种

复杂的极限状态面情况，拟合效果较令人满意；③Ｕ
方法整体拟合效果不错，然而可以看到在图 ２ｃ）外
围的极限状态面拟合效果不佳，甚至有些区域选点

策略并没有考虑到；④ＥＦＦ 方法在整个极限状态面

·６１４·
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的拟合效果也较好，然而该方法选点相对较均匀，比
较图 ２ｂ）和图 ２ｄ）２ 个图中心部分，可以看到 ＥＦＦ 相

对于本文提出的 ＩＥＧＯ 方法出现空白部分选点情况

较多。
在算例 ２ 中，对不同的模型可靠性计算结果进

行对比如表 ２ 所示，可以看到经典二次响应面针对

这种复杂极限状态函数的模型拟合精度不高，导致

计算结果很差。 传统 ＥＧＯ 方法，虽然调用极限状态

函数次数少，然而由于选点位置问题，导致相对误差

较大；本文所提出的 ＩＥＧＯ 主动学习方法，和 Ｕ 方法

及 ＥＦＦ 方法相比，调用极限状态函数次数差不多，
然而本文针对失效概率的计算误差相对较小。

表 ２　 算例 ２ 计算结果的对比

方法 Ｎｃａｌｌ Ｐ^ｆ ／ １０
－２ ε ／ ％

Ｍｏｎｔｅ Ｃａｒｌｏ １×１０６ ７．２９８ －

二项式响应面 １５５５ ４．５３１ ３７．９１

ＥＧＯ ４３１ ４．８３３ ３３．７８

ＩＥＧＯ ５１５ ７．３０４ ０．０８３ ６

Ｕ ５０７ ７．３３５ ０．５０８ ３

ＥＦＦ ５２６ ７．３３５ ０．５０８ ３

算例 ３　 图 ３ 所示为十杆桁架结构［１７］，该结构

在优化设计和可靠性计算领域得到广泛应用。 由于

桁架结构的水平杆、垂直杆以及倾斜杆采用 ３ 种不

同的铝合金杆件，分布将 ３ 种杆件结构的横截面积

Ａ１，Ａ２ 和 Ａ３ 考虑为基本随机变量，且基本变量 Ａ１ ～
Ｎ（１３，１．３），Ａ２ ～ Ｎ（２，０．２），Ａ１ ～ Ｎ（９，０．９）（ｉｎ２）。

图 ３　 十杆衍架结构

假设结构其他参数均为确定性变量，如弹性模

量 Ｅ＝ １０７ ｐｓｉ（１ ｐｓｉ ＝ ６．８９５ ｋＰａ）、每根杆件长度 Ｌ ＝
３６０ ｉｎ（１ ｉｎ ＝ ２．５４ ｃｍ），顶点（２）处的真实载荷 Ｐ ＝
１００ ０００ ｌｂ（１ ｌｂ ＝ ０．４５３ ６ ｋｇ），顶点（２）的许用位移

值为 ｄａｌｌｏｗ ＝ ４ ｉｎ。

所以结构的极限状态函数为

ｇ（Ａ） ＝ ｄａｌｌｏｗ － ｄｒｅａｌ （２２）
式中， Ａ ＝ （Ａ１，Ａ２，Ａ３） 为不同杆的横截面积；ｄｒｅａｌ 为

顶点（２）的实际位移值。
表 ３　 算例 ３ 计算结果对比

方法 Ｎｃａｌｌ Ｐ^ｆ ／ １０
－１ ε ／ ％

Ｍｏｎｔｅ Ｃａｒｌｏ １×１０６ １．７２８ ４ －

二项式响应面 ３５ １．７３３ ７ ０．３０６ ６

ＥＧＯ ２３ １．７４３ ４ ０．８６７ ９

ＩＥＧＯ １８ １．７２７ ６ ０．０４６ ３

Ｕ ３２ １．７２６ ５ ０．１０９ ９

ＥＦＦ １６ １．７４３ ５ ０．８７３ ６

针对算例 ３，不同方法计算得到的失效概率和

调用极限状态函数次数如表 ３ 所示。 其中二项式响

应面方法调用极限状态函数次数较多，计算失效概

率相对误差也较大。 ＩＥＧＯ 方法相对于传统 ＥＧＯ 方

法，不仅在计算效率（Ｎｃａｌｌ少了 ５ 次）上有所提高，同
时计算精度上也提升了一个量级；Ｕ 方法计算精度

也较好，然而其调用极限状态函数次数较多，因此计

算效率较差；ＥＦＦ 方法在几种方法中计算效率最高，
然而其计算精度相对较低。 所以，权衡计算精度（ε
的大小）和计算效率（Ｎｃａｌｌ）两方面特性，本文所提出

的 ＩＥＧＯ 方法具有较好的优势。

４　 结　 论

本文基于模型结构的 Ｋｒｉｇｉｎｇ 代理可靠度求解

体系，提出一种改进的主动学习函数 ＩＥＧＯ，使得

Ｋｒｉｇｉｎｇ 预测模型能在有限的样本点信息下，最大限

度提高拟合精度，保证计算得到的可靠性指标的正

确性。
１） 所提出的 ＩＥＧＯ 方法能够使主动学习函数

在极限状态面附近进行局部选点，保证 Ｋｒｉｇｉｎｇ 模型

在极限状态面附近的拟合精度。 同时，还能兼顾全

局方差过大地方的选点，使代理模型不会有局部过

拟合状况发生。
２） ２ 个经典数值算例和 １ 个工程实例计算结

果表明，本文所提出的的 ＩＥＧＯ 主动学习方法，在可

靠性工程应用中，能同时兼顾计算效率和计算精度

２ 个方面问题，具有较高的工程实用价值。

·７１４·
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