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摘　 要：为解决战场通信智能抗干扰决策问题，设计了一种基于深度强化学习的通信抗干扰决策方

法。 该方法在 ＤＱＮ 算法架构下引入经验回放和基于爬山策略（ＰＨＣ）的动态 ε 机制，提出动态 ε⁃ＤＱＮ
智能决策算法，该算法能够根据决策网络状态更优地选择 ε 值，提高收敛速度和决策成功率。 在决策

过程中，对所有通信频率是否存在干扰信号进行检测，将结果作为干扰判别信息输入决策算法，使算

法可在无先验干扰信息条件下智能决策通信频率，在尽量保证通信不中断的前提下，有效躲避干扰。
实验结果表明，所提方法适应多种通信模型，决策速度较快，算法收敛后的平均成功率可达 ９５％以上，
较已有方法具有较大优势。
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　 　 随着战场电磁环境日趋复杂以及电子战技术的

快速发展［１］，军用无线通信受到的威胁越来越大，
提高通信抗干扰能力迫在眉睫，要想尽可能保证通

信不受干扰，决策环节至关重要。
通信抗干扰过程是通信系统与干扰系统博弈的

过程，由于博弈论解决决策问题具有优势［２］，基于

博弈论的通信抗干扰决策和认知无线电研究取得一

定 成 果。 这 些 研 究 主 要 基 于 前 景 理 论［３］、
Ｓｔａｃｋｅｌｂｅｒｇ 博弈［４］和随机学习理论等［５］ 方法，从频

率、功率等［６⁃７］角度入手，通过构建通信与干扰间的

博弈模型，计算出最优通信抗干扰策略。 此类方法

的特点在于通信方需要获取干扰先验信息，通过数

学推导得出结果。 当干扰先验信息未知时，此类方

法实现较为困难，不足以应对干扰样式不断变化的

情况。
近年来，随着对人工智能研究不断深入，一些基

于强化学习的通信抗干扰决策方法研究取得成果。
这些研究从功率分配［８］、频率选择等［９⁃１０］ 角度入手，
综合运用模式识别［１０］、多智能体决策等［１１］ 领域知

识，设计基于强化学习的方法进行决策。 其中，文献

［１０］通过信号时频图识别干扰样式，将频谱信息转

换为干扰样式信息，根据不同干扰样式分别决策通

信频率；文献［１１］提出一种基于 Ｑ⁃Ｌｅａｒｎｉｎｇ 算法的

多智能体协同抗干扰算法，在扫频干扰的情况下抵

抗信道中的恶意干扰。 此类决策方法最大优势在于

能够自动学习干扰信号的规律和特点，自主决策出

当前状态下最优的抗干扰策略，大幅度降低决策时

间，提高决策准确率。
在抗干扰决策过程中，改变通信频率是经常使

用的一种有效手段，本文从通信频率选择角度入手，
将通信抗干扰决策与深度强化学习方法相结合，提
出动态 ε⁃ＤＱＮ 智能决策算法。 利用能量检测法［１４］

对各通信频率是否存在干扰信号进行检测，得到当

前回合的干扰判别信息，输入决策算法，决策下一回

合的通信频率，并在干扰信号对准的同时改变通信

频率，有效躲避干扰。 在不同通信场景下进行仿真

实验，并与已有方法的决策效果进行对比，验证本文

所提方法的有效性和适用性。
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１　 系统模型

在通信场景中设置 １ 个通信系统和 １ 台干扰

机，如图 １ 所示，通信系统由信号发射机、接收机，干
扰检测模型和智能决策模型组成。
１．１　 信道传输模型

在信号传输过程中，用接收机的输入信干比

（ＲＳＩＮ）判定本次通信的被干扰程度，评估通信效果，
ＲＳＩＮ可用（１）式表示。

图 １　 通信抗干扰智能决策方法的体系结构

ＲＳＩＮ ＝
ＰＳｈＳＬＪ

ＰＪｈＪＬＳ
（１）

式中： ＰＳ 为信号发射机的发射功率；ＰＪ 为干扰机的

发射功率；ｈＳ 为信号发射天线增益与接收天线增益

之积；ｈＪ 为干扰机发射天线与信号接收天线增益之

积；ＬＳ 和 ＬＪ 分别为信号发射机和干扰机信号传输的

空间损耗，用（２） 式表示，ｒ 为信号传播距离。

Ｌ ＝ ３２．５ ＋ ２０ｌｇｆ ＋ ２０ｌｇｒ ＝ ２０ｌｇ ４πｒ
λ

＝ ４πｒ
λ
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è
ç

ö

ø
÷

２

（２）

　 　 为适应本文研究的问题模型，所计算的 ＲＳＩＮ用

（３）式表示［１５］，将（２）式带入可得（４）式。

ＲＳＩＮ ＝
ＰＳｈＳＬＪ

∑
Ｊ

ｊ ＝ １

ＰＪ

Ｊ
ｈＪϕ（ ｆ － ｆ ｊ）ＬＳ

（３）

ＲＳＩＮ ＝
ＰＳｈＳ

∑
Ｊ

ｊ ＝ １

ＰＪ

Ｊ
ｈＪϕ（ ｆ － ｆ ｊ）

·
ｒＪ
ｒＳ

æ

è
ç

ö

ø
÷

２

（４）

式中： Ｊ 为干扰频率个数；ϕ（ｘ） 为代表某频率是否

被干扰的指示值，可用（５） 式表示；∑
Ｊ

ｊ ＝ １

ＰＪ

Ｊ
ｈＪϕ（ ｆ － ｆ ｊ）

表示干扰信号在各个频率上的功率之和。

ϕ（ ｆ － ｆ ｊ） ＝
１， ｆ ＝ ｆ ｊ
０， ｆ ≠ ｆ ｊ

{ （５）

１．２　 通信模型

为多角度验证本文所提出决策算法的有效性和

适应性，设置 ２ 个通信场景。 通信时间以回合为基

准，每个回合进行 １ 次通信。
·场景 １：每个回合仅选择 １ 个频率进行通信，

共有 ＮＳ 个频率可供选择，该频率上的信号功率为

ＰＳ
［１１］。 若信干比超过阈值 ｑｄ，认为当前回合正常

通信。
·场景 ２：基于跳频通信体制，每个回合在一个

频率集上进行通信，每个频率集共有 ｈ 个频率，共有

Ｎｈ 个频率集可供选择，每个频率上分配的信号功率

为 ＰＳ ／ ｈ。 若总信干比大于阈值 ｑｈ，认为当前回合正

常通信。
１．３　 干扰模型

根据上述 ２ 种不同通信场景，设置 ２ 种有针对

性的干扰模型。
在对场景 １ 的干扰模型中，设置扫频干扰、梳状

谱干扰和双频带扫频干扰［１１］ ３ 种干扰样式，每 ２０
个回合随机切换 １ 次。

·扫频干扰：干扰机按照频率大小顺序顺次干

扰，每回合干扰固定带宽 Ｂｋ，带宽内分配的干扰功

率为 Ｐ ｊ。
·梳状谱干扰：干扰机每回合选择 ｍ ｊ 个干扰谱

组成梳状谱干扰，每个干扰谱带宽为 １ ＭＨｚ，带宽内

分配的干扰功率为 Ｐ ｊ ／ ｍ ｊ。
·双频带扫频干扰：与扫频干扰类似，干扰机在

２ 个频带上作相反顺序的扫频干扰，每个干扰带宽

内分配的干扰功率为 Ｐ ｊ ／ ２。
对场景 ２ 的干扰模型设置 ２ 种干扰模式，“侦察

－ 干扰” 模式和基于经验的干扰模式，２ 种干扰样式

每 １００ 个回合随机改变 １ 次。
在“侦察 － 干扰” 模式下，假设干扰机正在干扰

频率 ｆ０。 从某时刻开始，干扰机对当前通信频率 ｆ１
进行侦察，侦察时的干扰频率不变，仍为 ｆ０。 经过侦

察时间 Ｔ 回合后，对侦察的频率 ｆ１ 实施干扰。 初始

侦察时间为 Ｔ ｊ 回合，随着对抗回合数增加，干扰机

逐渐熟悉当前通信体制，侦察时间逐渐减小，每增加

１００ 个回合，侦察时间减少 １ 个回合，最短为 Ｔ ｊｍｉｎ 回

合。 考虑到侦察存在误差的可能性，设置一个可信

概率 ｐｈ，有 ｐｈ 的可能干扰频率与通信频率完全相

符；而有（１ － ｐｈ） 的可能存在部分频率侦察错误，与

·２４６·
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通信频率不符。
在基于经验的干扰模式下， 干扰机选择最近

１００ 个回合里出现次数最多的通信频率进行干扰。
图 ２ 展示了这种模型下的通信和干扰状态，横

轴为频率点数，纵轴为时间回合数。 绿色表示正常

通信的频率，蓝色表示干扰成功的频率，红色表示干

扰失败的频率。

图 ２　 通信场景 ２ 的信道状态

１．４　 干扰检测模型

根据信道内频率个数设置带通滤波器，分别对

不同频率的信号进行滤波，得到各个频率上的信号

功率 Ｐｎ，设定一个检测模型［１４］

Ｈ１：ｙ［ｎ］ ＝ ０
Ｈ２：ｙ［ｎ］ ＝ ｓ［ｎ］
Ｈ３：ｙ［ｎ］ ＝ ｓ［ｎ］ ＋ ｊ［ｎ］

ì

î

í

ï
ï

ïï

（６）

式中： ｙ［ｎ］ 表示某频率上的信号，在不考虑外界环

境噪声的情况下，它有 ３ 种可能的组成方式：无信

号，即 ｙ［ｎ］ ＝ ０；只有通信信号 ｓ［ｎ］；通信信号 ｓ［ｎ］
和干扰信号 ｊ［ｎ］ 共同组成。

计算每个频率的信号能量 Ｄ（ｙ），用（７） 式表

示［１４］。 设置门限值 λ，对能量进行判别，若高于 λ，
则认为该频率属于检测模型中的 Ｈ３，即存在干扰信

号；否则属于检测模型中的 Ｈ１ 或 Ｈ２，即不存在干扰

信号。 将每个频率是否存在干扰信号的判别信息作

为信道状态，输入智能决策模型。

Ｄ（ｙ） ＝ ∑
Ｎ

ｎ ＝ １
｜ Ｐｎ ｜ ２ （７）

１．５　 智能决策模型

智能决策模型将接收到的信道状态输入动态

ε⁃ＤＱＮ 智能决策算法，根据当前回合的干扰频率，
给出下一回合通信频率，输出决策模型。 效能评估

模块根据信道状态和决策结果，给出决策奖励值，传
回算法，引导算法训练更新。

２　 动态 ε⁃ＤＱＮ 智能决策算法

２．１　 强化学习框架

强化学习离不开智能体和环境 ２ 个基本条件，
智能体作为动作执行者，与环境交互，获取所需信

息，推动算法的训练更新。 解决强化学习问题一般

有 ５ 个关键要素：动作空间 Ａ，状态空间Ｓ，即时奖励

ｒ（ ｓ，ａ），转移概率空间 Ｐ 和策略 π。
当转移概率空间 Ｐ 未知时，无法预测智能体与

环境的交互情况，这种强化学习被称为无模型的强

化学习，解决此类问题的传统算法是 Ｑ⁃Ｌｅａｒｎｉｎｇ 算

法。 该算法建立一个 Ｑ 表，用表格的形式来存储每

个状态 － 动作价值 Ｑ（ ｓ，ａ），Ｑ（ ｓ，ａ） 的计算过程可

用（８） 式表示。
Ｑ（ ｓ，ａ） ＝

Ｑ（ ｓ，ａ） ＋ α（ ｒ（ ｓ，ａ） ＋ γｍａｘＱ（ ｓ′，ａ′） － Ｑ（ ｓ，ａ））
（８）

　 　 在算法训练阶段，通常将 ε⁃ｇｒｅｅｄｙ 策略作为策

略 π 进行训练更新。 在该策略下，有 １－ε 的概率个

体选择 Ｑ 值最大的动作，有 ε 的概率随机选择

动作。

π（ａ ｜ ｓ） ＝
ａｒｇｍａｘＱ（ ｓ，ａ）， ０ ＜ ｘ ≤ １ － ε
随机选择， １ － ε ＜ ｘ ＜ １{ （９）

　 　 当处理状态、 动作空间较小的问题时， Ｑ⁃
Ｌｅａｒｎｉｎｇ 算法的效果较好，但当处理状态、动作空间

较大的问题时，搜索 Ｑ（ ｓ，ａ）值会耗费大量时间，导
致收敛速度降低，且算法很多时候不能探索到所有

可能的动作，收敛得到的策略 π 并非全局最优，此
时该算法便不再合适。

２０１３ 年提出的 ＤＱＮ 算法将图像或大数据集等

信息作为状态 ｓ 输入神经网络，再输出动作空间 Ａ
中各个动作对应的Ｑ（ ｓ，ａ） 值，代替了Ｑ表的运行机

制，巧妙解决了上述问题。
２．２　 动态 ε⁃ＤＱＮ 智能决策算法

本文提出动态 ε⁃ＤＱＮ 智能决策算法，运算流程

如图 ３ 所示。 在强化学习框架下，将算法所需基本

元素定义如下：
１） 状态空间：分别将每个频率上的干扰判别信

息用 Ｓｎ 表示，若无干扰信号，Ｓｎ ＝ １；若有干扰信号，
Ｓｎ ＝ － １。 将集合 Ｓ ＝ ［Ｓ１，Ｓ２，…，Ｓｎ］ 作为状态空间

输入算法。
２） 动作空间：每个可选频率 Ａｎ 组成的集合 Ａ

·３４６·
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作为动作空间。
３） 即时奖励：以当前回合信干比 ＲＳＩＮ 为基础，

根据不同通信模型下的阈值 ｑ 设置奖励函数。 当

ＲＳＩＮ ＜ ｑ时通信被成功干扰， ＲＳＩＮ ＝ ０；当 ＲＳＩＮ ≥ ｑ时
通信正常， ＲＳＩＮ ＝ １。 为尽可能保证在同一频率上稳

定连续通信，引入频率转换因子 Ｃ ｔｒ
［１５］，若与上一回

合相比，通信频率改变，则 Ｃ ｔｒ ＝ ０．６，否则 Ｃ ｔｒ ＝ ０，即
时奖励 ｒ 可用（１０） 式表示。

ｒ ＝

ＲＳＩＮ － Ｃ ｔｒ，　 通信正常且改变频率

ＲＳＩＮ，　 　 　 通信正常且未改变频率

０， 　 　 　 　 通信受扰且未改变频率

－ Ｃ ｔｒ，　 　 通信受扰且改变频率

ì

î

í

ï
ïï

ï
ïï

（１０）

　 　 传统的 ε⁃ｇｒｅｅｄｙ 策略有固定的 ε 概率随机选择

动作，使算法在任何回合的随机性相同。 然而算法

在起始阶段和收敛阶段需要的随机性不同，固定的

ε 值会导致算法向局部最优收敛且难以保持稳定的

收敛状态。 本文基于 ＰＨＣ 算法［１７］，提出动态 ε 策

略，根据奖励值与回合数动态调整 ε 值，使算法收敛

到稳定的全局最优状态。 ＰＨＣ 算法在已知动作概

率 π（ ｓ，ａ）的条件下，根据价值 Ｑ 动态调整概率，尽
可能提高最大 Ｑ 值所对应动作的概率。

π（ ｓ，ａ） ← π（ ｓ，ａ） ＋ Δｓａ （１１）
式中

Δｓａ ＝
－ δｓａ，ａ ≠ ａｒｇｍａｘＱ（ ｓ，ａ）

∑
ａ≠ａ′

δｓａ′ ＝ ａｒｇｍａｘＱ（ ｓ，ａ′）{ （１２）

δｓａ ＝ ｍｉｎ π（ ｓ，ａ）， δ
｜ Ａｉ － １ ｜

æ

è
ç

ö

ø
÷ （１３）

　 　 当选择 Ｑ 值最大的动作时，也相应增大该动作

的概率值；当选择其他动作时，则相应减小该动作的

概率值。 本文结合 ＰＨＣ 算法的动态调整方式，将 ε
初始值设置为 １，算法每迭代一个回合，ε 值动态调

整 １ 次，直至 ε 值为 ０。 若 ｒ≤０，说明上一回合决策

失败，则将 ε 值减小，增加其选择最优动作的概率，
减小策略的随机性，加速算法收敛；若 ｒ ＞ ０，说明上

一回合决策成功，则不改变 ε 值，使策略继续保持原

有随机性。 动态 ε 策略可用（１５） 式表示，在 ０ ～ １
内随机生成数 ｘ，若 ｘ≤１ － ε，则选择 Ｑ值最大的动

作；若 ｘ ＞ １ － ε ，则随机选择动作。

ε ＝
ε － ｔ × εｔ， ｒ ≤ ０
ε，　 　 ｒ ＞ ０{ （１４）

ａ ＝
ａｒｇｍａｘＱ（ ｓ，ａ）， ０ ＜ ｘ ≤ １ － ε
随机选择， １ － ε ＜ ｘ ＜ １{ （１５）

图 ３　 智能决策算法运算流程

这里引入一种经验回放机制［１８］，把最近回合的

经验 ｅ ＝ ＜ ｓ，ａ，ｒ，ｓ′ ＞ 存入经验池 Ｅ中，在更新权重

值 θ 时，随机抽取部分经验样本进行更新，以最大程

度破除相邻数据间的相关性并提高样本利用率。
算法中包含 ２ 个神经网络，分别作为估值神经

网络和目标神经网络。 估值神经网络负责给出当前

状态 ｓ的估计价值 Ｑ（ ｓ，ａ；θ ｎ），引导动作 ａ的选择。
目标神经网络负责给出目标价值 Ｑ（ ｓ′，ａ′；θ －

ｎ ）。 其

中，θ ｎ 为在 ｎ 回合估值神经网络的权值参数，θ －
ｎ 为

在 ｎ 回合目标神经网络的权值参数。
定义误差函数 Ｌ（θ），由（１６） 式表示。 对参数

θ ｎ 作梯度下降计算，以更新估值神经网络。 每经过

Ｌ 个回合，将估值神经网络的权值参数赋给目标神

经网络，使 ２ 个网络参数相同，这样就不必实时更新

目标价值，减小了对目标价值选取的相关性。
Ｌ（θｎ） ＝ ［ ｒ ＋ γｍａｘＱ（ ｓ′，ａ′；θ －

ｎ ） － Ｑ（ ｓ，ａ；θｎ）］ ２

（１６）
　 　 本文基于动态 ε⁃ＤＱＮ 提出的智能决策算法，设
置初始通信频率为 Ａ０，算法根据当前回合的状态

Ｓｔ，决策下一回合的通信频率 Ａｔ ＋１。 设置经验池大小

为 ＮＥ，选取的经验样本大小为 ＮＢ。 此时，估计价值

和目标价值分别为 Ｑ（Ｓｔ，Ａｔ ＋１； θ） 和 Ｑ（Ｓｔ，Ａｔ ＋１； θ
－），（１６） 式可写为

Ｌ（θ） ＝
［ ｒ（Ｓｔ，Ａｔ ＋１） ＋ γｍａｘＱ（Ｓｔ ＋１，Ａｔ ＋２；θ

－） －
Ｑ（Ｓｔ，Ａｔ ＋１；θ）］ ２ （１７）

神经网络参数更新的过程可分别用（１８）、（１９）式表

示。
θ ← θ － ［ ｒ（Ｓｔ，Ａｔ ＋１） ＋ γｍａｘＱ（Ｓｔ ＋１，Ａｔ ＋２；θ

－） －
　 Ｑ（Ｓｔ，Ａｔ ＋１；θ）］∇Ｑ（Ｓｔ，Ａｔ ＋１；θ） （１８）
θ －← θ，ｔ ＝ ｎＬ（ｎ ＝ １，２，…） （１９）
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　 　 算法 　 动态 ε⁃ＤＱＮ 智能决策算法

１） 分别建立 ２ 个神经网络：权值参数为 θ 的估

值神经网络和权值参数为 θ － 的目标神经网络

２） 随机初始化权值参数 θ，令 θ － ＝ θ
３） 初始化选择通信频率作为初始动作 Ａ０，设置

总回合数 Ｚ
４） ｔ ≤ Ｚ 时，重复执行步骤 ５） ～ １３）；
５） 获得信道状态集合 Ｓｔ

６） 按照（１４） 式计算 ε
７） 根据动态 ε 策略选择下一回合通信频

率 Ａｔ ＋１

８） 按照通信频率 Ａｔ ＋１ 进行信号传输

９） 获得即时奖励 ｒ（Ｓｔ，Ａｔ ＋１）
１０） 获得下一回合的信道状态集合 Ｓｔ ＋１

１１） 将经验样本 ｅｔ ＝ ＜Ｓｔ，Ａｔ ＋１，ｒ（Ｓｔ，Ａｔ ＋１），Ｓｔ ＋１ ＞
存入经验池 Ｅ 中

１２） 从经验池中随机选取经验样本 ＮＢ 个，代入

到（１５） 式中更新估值神经网络的参数 θ
１３） 每 Ｌ 个回合，令 θ － ＝ θ，使目标神经网络与

估值神经网络参数相同

１４） ｔ ＞ Ｚ 时，执行完毕

算法中神经网络使用全连接网络，激活函数设

置为 ＲｅＬＵ。 将状态集合中的各个元素作为输入层

的各个元素，其神经元个数为状态集合 Ｓｔ 中的元素

个数 ＮＳ；神经元个数为动作集合 Ａｔ ＋１ 中的元素个数

ＮＡ；ｎ个全连接层神经元个数均为ＮＦ，总的神经元个

数为（ＮＳ ＋ ＮＡ ＋ ｎＮＦ）。
该算法计算复杂度与神经网络有关，输入层有

ＮＳ 个神经元，那么第 １ 个隐藏层有 ＮＳＮＦ 个权重，第
ｎ － １个隐藏层有ＮＦ

２ 个隐藏层，输出层共有ＮＡＮＦ 个

权重，则整个神经网络共有 ＮＦ（ＮＳ ＋ （ｎ － １）ＮＦ ＋
ＮＡ） 个权重。 那么算法每一次迭代的复杂度可用

（２０） 式表示。
Ο（ＮＦ（ＮＳ ＋ （ｎ － １）ＮＦ ＋ ＮＡ）） （２０）

３　 实验与仿真分析

本小节将干扰判别信息和干扰样式信息分别作

为算法输入，对比动态 ε⁃ＤＱＮ 算法、文献［１０］中的

Ｍ⁃ＲＬ 决策算法和随机决策算法的决策效果，表 １
为设定的模型参数。

表 １　 模型参数设置

参数 初始值
信号发射机发射功率 Ｐｓ ／ Ｗ ３００

干扰机发射功率 Ｐｊ ／ Ｗ ９ ０００
通信信号增益 ｈｓ ２
干扰信号增益 ｈｊ ２

通信信号传播距离 ｒｓ ／ ｋｍ １００
干扰信号传播距离 ｒ ｊ ／ ｋｍ ３００

衰减因子 γ ０．９
神经网络学习率 α ０．９
经验池容量 ＮＥ ５００

样本 Ｂ 的个数 ＮＢ ３２
εｔ ０．０００ ４

信道转换因子 Ｃｔｒ ０．６
迭代总回合数 Ｚ １０ ０００

３．１　 通信场景 １
根据文献［１０］，共有 ５ 个通信频率可供选择，

每个带宽为 １ ＭＨｚ。 扫频干扰每个回合扫频带宽为

２００ ｋＨｚ；梳状谱干扰每个回合在第 １、第 ３ 和第 ５ 个

频率设置共有 ３ 个干扰谱的干扰，即 ｍ ｊ ＝ ３，信干比

的阈值 ｑｄ ＝ ０．９。
设置估值神经网络和目标神经网络均包括输入

层、１ 个隐藏层和输出层。 若干扰模型采用扫频干

扰，其扫频带宽小于通信信号带宽，为体现干扰状

态，以扫频干扰带宽为准设置输入层神经元数量，为
５×（１ ＭＨｚ ／ ２００ ｋＨｚ）＝ ２０ 个，其余 ２ 层神经元个数

分别为 １６ 和 ５。
图 ４ 所示为输入干扰判别信息时，３ 种决策算

法 １０ ０００ 个回合下每百回合平均决策成功率对比。
动态 ε⁃ＤＱＮ 算法在前 ２ ０００ 个回合的决策成功率略

低于 Ｍ⁃ＲＬ 算法，这是由于算法采用动态 ε 策略，收
敛前的随机性较强，导致成功率相对较低。 随着随

机性减弱，在 ２ ５００ 个回合后，动态 ε⁃ＤＱＮ 算法的决

策成功率逐渐收敛到 １００％，表现出优于其他 ２ 种算

法的决策效果。
图 ５ 所示为输入干扰样式信息时，３ 种算法的

平均决策成功率对比。 与图 ４ 类似，动态 ε⁃ＤＱＮ 算

法在 ５ ０００ 回合左右达到收敛，成功率稳定在 ９８％
以上，但由于算法的随机性，在收敛前其决策成功率

低于 Ｍ⁃ＲＬ 算法。 综合图 ６ 与图 ７ 可以看出，动态

ε⁃ＤＱＮ 算法在收敛后的决策成功率高于 Ｍ⁃ＲＬ 算

法，其决策效果更好。
图 ６ 所示为算法分别输入干扰判别信息和干扰

样式信息的平均决策成功率对比。 从图中可以看
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出，由于输入干扰样式信息时，需要对不同干扰样式

所对应的决策网络进行训练，导致其收敛速度变慢；
相比于输入干扰样式信息，输入干扰判别信息的算

法收敛后决策成功率更高，稳定在 １００％。 如果是

一种未知的干扰信号，将无法识别其干扰样式，而干

扰判别信息从能量角度入手检测，不存在上述问题，
所以结合图 ６，输入干扰判别信息的方法适应性更

强，决策效果更优。

图 ４　 输入干扰判别信息的算　 　 　 　 　 图 ５　 输入干扰样式信息的算　 　 　 　 　 图 ６　 不同输入信息的算法

法平均决策成功率对比 法平均决策成功率对比 平均决策成功率对比

　 　 表 ２ 给出了输入不同信息时，２ 种智能决策算

法 １０ ０００ 回合内的决策时间对比。 无论输入何种

信息，动态 ε⁃ＤＱＮ 算法决策速度均更快，且输入干

扰判别信息的算法决策速度最快，仅需 １５．４８ ｓ。
表 ２　 １０ ０００ 回合决策时间对比 ｓ

信息类型 动态 ε⁃ＤＱＮ Ｍ⁃ＲＬ
干扰判别 １５．４８ ３７．９４
干扰样式 ３６．９３ ４２．８５

图 ７ 展示了分别采用动态 ε 策略和不同 ε 值的

ε⁃ｇｒｅｅｄｙ 策略时，算法的决策成功率对比。 可以看

出随着 ε 值不断增大，算法采用 ε⁃ｇｒｅｅｄｙ 策略收敛

后的平均成功率不断减小，而采用动态 ε 策略的算

法平均成功率稳定在 １００％，这说明相比于采用 ε⁃
ｇｒｅｅｄｙ 策略，动态 ε 策略既提高了算法的收敛能力，
又提高了算法的决策成功率。

图 ７　 不同 ε 值的算法决策成功率对比

由于动态 ε⁃ＤＱＮ 算法采用了动态 ε 策略，其随

机性随着迭代次数增加不断降低，算法收敛后的决

策成功率稳定在最优值上；而 Ｍ⁃ＲＬ 算法由于一直

存在随机性，其决策成功率在最优值下方不断波动，
这使得动态 ε⁃ＤＱＮ 算法的决策成功率高于 Ｍ⁃ＲＬ
算法。

以输入干扰判别信息为例，对 ２ 种智能决策算

法的计算复杂度进行比较。 由（２０）式可计算出当

前场景下动态 ε⁃ＤＱＮ 算法 １ 次迭代的计算复杂度

为 Ｏ（４００）。 由于 Ｍ⁃ＲＬ 算法是基于 Ｑ⁃Ｌｅａｒｎｉｎｇ 的

决策算法，所以 Ｍ⁃ＲＬ 算法是遍历求解的，可用 Ｏ
（ＳＡ）表示其计算复杂度［１９］。 其中 Ｓ 为输入算法的

状态总数，Ａ 为可供算法选择的动作总数，可计算得

到当前场景下算法的计算复杂度为 Ｏ（２０５）。
虽然动态 ε⁃ＤＱＮ 算法的计算复杂度略高于 Ｍ⁃

ＲＬ 算法，但由于神经网络各层之间通过矩阵计算能

够降低算法的时间复杂度，所以动态 ε⁃ＤＱＮ 算法的

决策速度依然较快。
３．２　 通信场景 ２

这一部分评估了动态 ε⁃ＤＱＮ 算法在更复杂的

通信场景 ２ 下的性能。 设置信道带宽为 ６０ ＭＨｚ，共
有 ６０ 个频率。 有 ５ 个跳频频率集可供通信方选择，
每个频率集共 ３２ 个频率，每个回合干扰机可干扰

１２ 个频率。 一般情况下，若频率集中有 ３０％的频率

被干扰，则认为无法正常通信，基于此设置阈值 ｑｈ ＝
０．３３；可信概率 ｐｈ ＝ ０．８，最初的侦察时间 Ｔ ｊ ＝ ２０，最
小侦察时间 Ｔ ｊｍｉｎ ＝ ５。

设置估值神经网络和目标神经网络均包括输入
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层、２ 个隐藏层和输出层，各层神经元数量分别为

６０，４２，４２ 和 ５。
与通信场景 １ 一样，图 ８ 展示了输入干扰判别

信息时，３ 种算法的每百回合平均决策成功率。 可

以看出，虽然 Ｍ⁃ＲＬ 算法收敛较快，平均成功率在

８５％上下波动，但动态 ε⁃ＤＱＮ 算法的平均决策成功

率更高，在 ３ ０００ 回合后平均成功率可达 ９８％以上。
图 ９ 所示为输入干扰样式信息时，３ 种算法的

平均决策成功率对比。 动态 ε⁃ＤＱＮ 算法在 ４ ０００ 回

合左右达到收敛，成功率稳定在 ９５％以上，综合图 ８
与图 ９ 可以看出，动态 ε⁃ＤＱＮ 算法在收敛后的成功

率要高于 Ｍ⁃ＲＬ 算法，其决策效果更好。
图 １０ 所示为算法分别输入干扰判别信息和干

扰样式信息时，平均决策成功率对比。 输入干扰样

式信息的算法收敛后的决策成功率在 ９０％ ～ １００％
间波动，而输入干扰判别信息的算法收敛速度更快

且成功率稳定在 ９５％以上，决策效果更好。

图 ８　 输入干扰判别信息的算　 　 　 　 　 图 ９　 输入干扰样式信息的算　 　 　 　 　 图 １０　 不同输入信息的算法

法平均决策成功率对比 法平均决策成功率对比 平均决策成功率对比

　 　 表 ３ 显示了动态 ε⁃ＤＱＮ 算法和Ｍ⁃ＲＬ 算法在通

信场景 ２ 下、输入不同信息时，１０ ０００ 回合的决策时

间，与通信场景 １ 相比，２ 种算法的决策速度均有所

减慢。 但相比于 Ｍ⁃ＲＬ 算法，动态 ε⁃ＤＱＮ 算法的决

策速度快 ７０％以上，且输入干扰判别信息时决策速

度最快，仅需 ２８．２８ ｓ。
表 ３　 １０ ０００ 回合决策时间对比 ｓ

信息类型 动态 ε⁃ＤＱＮ Ｍ⁃ＲＬ
干扰判别 ２８．２８ １１３．２１
干扰样式 ３３．３８ １３６．１４

图 １１ 展示了采用动态 ε 策略和不同 ε 值的 ε⁃
ｇｒｅｅｄｙ 策略时，算法决策成功率对比。 与通信场景

１ 类似，可以看出随着 ε 值不断增大，收敛后的平均

成功率不断减小，而采用动态 ε 策略的算法平均成

功率在 ３ ０００ 回合后，可达 ９５％以上，再次证明了动

态 ε 策略较好的决策效果。
由于在该场景下干扰频率不是固定的，会产生

大量不同的状态，使得 Ｍ⁃ＲＬ 算法的训练不够充分，
在一些状态下决策出的通信频率不是最优的；而动

态 ε⁃ＤＱＮ 算法通过神经网络的拟合可以在任意干

扰状态下决策通信频率，且保证准确率较高。 同时，
采用了动态 ε 策略的动态 ε⁃ＤＱＮ 算法随着迭代进

图 １１　 不同 ε 值的算法决策成功率对比

行，决策成功率将逐渐稳定在最优值上。
与场景 １ 一样，以输入干扰判别信息为例，对 ２

种智能决策算法的计算复杂度进行比较。 由（２０）
式可计算出当前场景下动态 ε⁃ＤＱＮ 算法的计算复

杂度为 Ｏ（４ ４９４）；而干扰模型从 ３２ 个频率中选择

１２ 个频率进行干扰，可能产生的干扰状态最多有

Ｃ１６
３２个，Ｍ⁃ＲＬ 算法的计算复杂度为 Ｏ（５Ｃ１６

３２），远超过

动态 ε⁃ＤＱＮ 算法，所以动态 ε⁃ＤＱＮ 算法在决策速

度上的优势更为明显。
综合 ２ 个通信场景的算法结构和计算复杂度来

看，模型越复杂，Ｍ⁃ＲＬ 算法的决策效果越低于动态

ε⁃ＤＱＮ 算法。 在复杂模型下，只要将动态 ε⁃ＤＱＮ 算

·７４６·
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法中的各类参数进行优化调整，就能够解决当前的

决策问题，虽然计算复杂度成倍增加，但算法仍然能

够较为快速、准确地收敛到最优状态。

４　 结　 论

本文设计一种通信抗干扰智能决策方法，该方

法基于 ＤＱＮ 算法架构，提出动态 ε⁃ＤＱＮ 算法，将当

前回合的干扰判别信息作为输入，决策下一回合的

通信频率以躲避干扰。
综合 ２ 个典型通信场景下的仿真实验结果可分

析得出，无论输入何种干扰信息，动态 ε⁃ＤＱＮ 算法

在收敛后的决策成功率均可达 ９５％以上，当输入干

扰判别信息时，决策成功率能够趋近 １００％；同时通

过对比 １０ ０００ 回合的决策时间，可以发现动态 ε⁃
ＤＱＮ 算法的决策速度远高于 Ｍ⁃ＲＬ 算法，当模型越

复杂时，这种优势越显著，综合来看动态 ε⁃ＤＱＮ 算

法的性能优于 Ｍ⁃ＲＬ 算法。 对比输入不同干扰信息

的算法可以得出，输入干扰判别信息的算法无论决

策成功率还是决策速度均优于输入干扰样式信息的

算法；由于干扰判别信息可直接通过干扰检测法获

得，无需进行模式识别等复杂的处理步骤，该种信息

的获取更容易且适应性更强，所以将干扰判别信息

输入决策算法可获得事半功倍的效果。
综合决策性能指标来看，本文所提出的将干扰

判别信息输入动态 ε⁃ＤＱＮ 算法的决策方法决策成

功率较高、速度较快，决策效果较其他方法有较大

提升。
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