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摘　 要：针对局部立体匹配算法在弱纹理或视差不连续区域匹配精度低等问题，提出了一种结合卷积

神经网络（ＣＮＮ）和特征金字塔结构（ＦＰＮ）的多尺度融合的立体匹配算法。 在卷积神经网络的基础上

应用了特征金字塔，实现立体图像的多尺度特征提取和融合，提高了图像块的匹配相似度；利用引导

图滤波器（ｇｕｉｄｅｄ ｆｉｌｔｅｒｉｎｇ）快速有效地完成代价聚合，在视差的选择阶段采用改进的动态规划（ＤＰ）算

法获得初始视差图，对初始视差图精细化得到最后的视差图。 所提算法在 Ｍｉｄｄｌｅｂｕｒｙ 数据集上提供

的图像进行训练和测试，结果表明该算法得到的视差图具有较好的效果。
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　 　 双目立体视觉如今广泛地应用在虚拟现实、巡
线无人机作业、智能车、非接触测距等诸多领域。 立

体匹配是双目立体视觉的核心技术之一，其难点表

现在：①搜索匹配点时，一般会存在多个对应点，尤
其是在重复纹理区域；②由于实际场景中的各个物

体空间关系复杂、相互遮掩等噪声的影响，造成了一

些特征点不能找到正确的匹配点；③场景中存在反

光、弱纹理区域、透明物体和深度不连续等问题。
现有的立体匹配技术算法大致可以分为局部算

法、全局算法和半全局算法。 局部立体匹配算法的

主要思想是通过支持窗口获得聚合代价，从而获得

单个像素的视差，具有模型复杂度低、效率高的优

点，但存在匹配精度相对较差的缺点。 半全局立体

匹（ｓｅｍｉ⁃ｇｌｏｂａｌ⁃ｍａｔｃｈｉｎｇ，ＳＧＭ） ［１］，是基于一种逐像

素匹配的方法，具有在保证近似于全局匹配算法匹

配准确率的条件下，大幅度降低算法复杂度，提升计

算速度的特点。 全局立体匹配的主要思想是构造能

量函数，通过最小化能量函数来得到匹配结果，主要

有动态规划（ＤＰ） ［２］、置信度传播［３］等算法，这类算

法优点是精度高，但具有时间复杂度高、实时性差的

缺点。
近年来，深度学习发展迅速，因此有学者通过训

练卷积神经网络来完成图像块的匹配计算。 Žｂｏｎｔａ
等［４］提出了（ｓｔｅｒｅｏ ｍａｔｃｈｉｎｇ ｂｙ ＣＮＮ，ＭＣ⁃ＣＮＮ），首
次将卷积神经网络应用于匹配成本的计算，利用卷

积从一对立体图像获取更为抽象鲁棒的特征，计算

两者的相似性作为匹配成本。 Ｓｈａｋｅｄ 等［５］提出了

对文献［４］的改进方法。 但很多基于卷积神经网络

的立体匹配算法只是对深层网络的特征进行计算，
而忽略了浅层网络的信息。 深层网络更注重于语义

信息，而浅层网络更注重细节信息，只采用深层网络

的语义信息进行预测对小物体的匹配效果差。 因

此，有学者采用了一种结合图像金字塔的方法［６］，
将原图像采用高斯下采样构造出图像金字塔，在图

像金字塔每层进行计算，得到不同尺度的视差图进

行融合，从而提高匹配精度，然而这种算法的缺点是

计算量大、需要大量的内存。 还有学者在不同特征

层分别计算匹配成本［７］，这样做可以获得不同层的

特征，但是没有将特征进行融合，获得的特征不够

鲁棒。
基于上述问题，本研究提出了一种结合特征金

字塔结构（ ｆｅａｔｕｒｅ ｐｙｒａｍｉｄ ｎｅｔｗｏｒｋｓ，ＦＰＮ） ［８］和卷积

神经网络（ＣＮＮ）的立体匹配算法，试图建立一个将

深浅网络特征进行叠加融合的网络。 本研究的优点
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是将深层特征和低层特征进行融合，即可以充分利

用低层特征所提供的准确位置信息，又可以利用深

层特征提供的语义信息，融合多层特征信息，且分别

计算，再融合多组计算结果，可以得到较优的匹配

结果。

１　 算法描述

根据 Ｓｃｈａｒｓｔｅｉｎ 等［９］提出的立体匹配算法分类

和评价，立体匹配的步骤通常分为 ４个部分：①匹配

代价计算；②代价聚合；③视差选择；④视差后处理。
本文也遵循此步骤。
１．１　 特征金字塔（ＦＰＮ）

识别不同尺寸的物体是机器视觉的难点之一，
通常的解决办法是构造多尺度金字塔。 如图 １ａ）所
示的图像金字塔，由原图像进行一系列的高斯滤波

和下采样构造而成，文献［６］采用此结构，该做法虽

然可以提高精度，但存在复杂度高、浪费内存的问

题。 图 １ｂ）则在原图像上进行一系列卷积池化，获
得不同尺寸的特征图，然后使用深层特征进行计算，
这种做法速度快、需要内存少，但精度有所下降，且
只使用深层特征，而忽略了浅层特征的细节信息。
因此有了图 １ｃ）的改进方法，分别对每一层特征进

行计算，同时利用浅层和深层特征的信息，这样做一

定程度可以提高精准度，但是它获取的特征不够

鲁棒。

　 　 因此，本研究采用特征金字塔结构（ＦＰＮ），架构

如图 １ｄ）所示，首先对原图像进行卷积池化，获取不

同尺寸的特征图，接着对深层特征图进行上采样，次
一层进行下采样使上下特征具有相同尺度，进而将

２ 张特征图进行融合，融合后的特征用来第一次计

算；接着将融合特征再进行上采样，再次一层特征下

采样，融合两组特征，再进行一次计算，往复直至较

浅层网络，得到多组计算结果。 该结构将浅层特征

和深层特征融合，既获得浅层特征的细节位置信息，
又可以利用深层特征的语义信息，使得特征鲁棒，计
算结果准确。

图 １　 各多尺度方法框架

１．２　 基于 ＦＰＮ 的网络架构

根据以上介绍的 ＦＰＮ结构特点，本文设计了基

于 ＦＰＮ的孪生［１０］卷积网络（ＦＰＮ Ｓｉａｍｅｓｅ ＣＮＮ，ＦＳ⁃
ＣＮＮ）来计算初始代价。 网络结构如图 ２所示，整个

网络结构分为 ２个部分：

图 ２　 ＦＳ⁃ＣＮＮ网络结构

　 　 １） 第一部分用于图像的特征提取，由 ２ 个结构

相同的子网络构成。 每个子网络首先对输入的 １５×
１５的图像块分别经过 ４个卷积层，每一层都跟随着

批归一化层（ｂａｔｃｈ ｎｏｒｍａｌｉｚａｔｉｏｎ ｌａｙｅｒ）和 ＲｅＬＵ激活

函数，其中除了第一层步长为 １，其余层步长均为 ２，

经过 ４层卷积后，获得了具有不同尺寸特征的网络

结构。 接着采用 ＦＰＮ 结构，首先对 Ｃ４ 卷积层特征

图进行上采样，使得尺寸和 Ｃ３ 卷积层特征图一致，
把 ２个特征图进行相加（ ａｄｄ）处理得到融合特征，
为了消除采样后的混叠效应，在融合之后加入卷积

·７７８·
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核大小为 ３×３ 的卷积层。 左右子网络将分别得到

的融合特征图进行拼接（ ｃｏｎｃａｔｅｎａｔｅ）处理，即可得

到 １个待匹配的融合拼接特征，重复以上的结构，就
可以得到 ３个待匹配的融合拼接特征。 值得注意的

是需要在 Ｃ２ 和 Ｃ１ 卷积层特征图融合前加入卷积核

为 １×１卷积层，目的是进行通道数降维，使得特征

图维度相同。

２） 第二部份用于特征匹配，为 ３ 层全连接层。
将 ３个待匹配的融合拼接特征分别输入，得到 ３ 个

匹配结果 ｓ１，ｓ２，ｓ３ 作为在不同尺度下计算的匹配相

似度。 除了全连接层最后一层采用 Ｓｏｆｔｍａｘ 激活函

数，其余层均采用 ＲｅＬＵ激活函数，上采样均采用双

线性插值算法。 网络参数由表 １ 给出，其中 Ａｄｄ－ ０
～２表示 Ａｄｄ－０或 Ａｄｄ－１或 Ａｄｄ－２，其余 Ｃｏｎｖ－Ａｄｄ

表 １　 ＦＳ⁃ＣＮＮ 网络结构参数表

网络模块 输入 参数 输出 输入尺寸 输出尺寸

主干网络

特征提取

ｌｅｆｔ ／ ｒｉｇｈｔ ｉｎｐｕｔ １５×１５×１ １５×１５×１

Ｉｎｐｕｔ
Ｋ＝ ４×４，Ｃ＝ １２８，
Ｓ＝ １，ＢＮ，ＲｅＬＵ

Ｃｏｎｖ－ ０ １５×１５×１ １２×１２×１２８

Ｃｏｎｖ－ ０
Ｋ＝ ３×３，Ｃ＝ ６４，
Ｓ＝ ２，ＢＮ，ＲｅＬＵ

Ｃｏｎｖ－ １ １２×１２×１２８ ６×６×６４

Ｃｏｎｖ－ １
Ｋ＝ ３×３，Ｃ＝ ３２，
Ｓ＝ ２，ＢＮ，ＲｅＬＵ

Ｃｏｎｖ－ ２ ６×６×６４ ３×３×３２

Ｃｏｎｖ－ ２
Ｋ＝ ３×３，Ｃ＝ ３２，
Ｓ＝ ２，ＢＮ，ＲｅＬＵ

Ｃｏｎｖ－ ３ ３×３×３２ １×１×３２

ＦＰＮ结构

特征融合

Ｃｏｎｖ－ ３ Ｓ＝ ３×３
ＵＰＳａｍｐｌｉｎｇ－ ０

（上采样）
１×１×３２ ３×３×３２

ＵＰＳａｍｐｌｉｎｇ－ ０，

Ｃｏｎｖ－ ２
Ａｄｄ－ ０

（特征融合）
３×３×３２ ３×３×３２

Ａｄｄ－ ０ Ｓ＝ ２×２
ＵＰＳａｍｐｌｉｎｇ－ １

（上采样）
３×３×３２ ６×６×３２

Ｃｏｎｖ－ １
Ｋ＝ １×１，Ｃ＝ ３２，
Ｓ＝ １，ＲｅＬＵ

Ｃｏｎｖ－ １－ １

（通道降维）
６×６×６４ ６×６×３２

ＵＰＳａｍｐｌｉｎｇ－ １，

Ｃｏｎｖ－ １－ １
Ａｄｄ－ １

（特征融合）
６×６×３２ ６×６×３２

Ａｄｄ－ １ Ｓ＝ ２×２
ＵＰＳａｍｐｌｉｎｇ－ ２

（上采样）
６×６×３２ １２×１２×３２

Ｃｏｎｖ－ ０
Ｋ＝ １×１，Ｃ＝ ３２，
Ｓ＝ １，ＲｅＬＵ

Ｃｏｎｖ－ ０－ ０

（通道降维）
１２×１２×１２８ １２×１２×３２

ＵＰＳａｍｐｌｉｎｇ－ ２，

Ｃｏｎｖ－ ０－ ０
Ａｄｄ－ ２

（特征融合）
１２×１２×３２ １２×１２×３２

特征匹配

Ａｄｄ－ ０～２
Ｋ＝ ３×３，Ｃ＝ ３２，
Ｓ＝ １，ＲｅＬＵ

Ｃｏｎｖ－Ａｄｄ － ０～２ ３ ／ ６ ／ １２×３ ／ ６ ／ １２×３２ ３ ／ ６ ／ １２×３ ／ ６ ／ １２×３２

Ｃｏｎｖ－Ａｄｄ － ０～２ Ｆｌａｔｔｅｎ－ ０～２ ３ ／ ６ ／ １２×３ ／ ６ ／ １２×３２ ２８８ ／ １１５２ ／ ４６０８

Ｆｌａｔｔｅｎ－ ０～２
Ｓ＝ ３００，
ＲｅＬＵ

Ｄｅｎｓｅ０～２ ２８８ ／ １１５２ ／ ４６０８ ３００

Ｄｅｎｓｅ０～２ｌｅｆｔ，
Ｄｅｎｓｅ０～２ｒｉｇｈｔ

Ｃｏｎｃａｔ－ ０～２ ３００ ６００

Ｃｏｎｃａｔ－ ０～２
Ｓ＝ ５２１，
ＲｅＬＵ

Ｄｅｎｓｅ０－ ０～２ ６００ ５２１

Ｄｅｎｓｅ０－ ０～２
Ｓ＝ ２５６，
ＲｅＬＵ

Ｄｅｎｓｅ１－ ０～２ ５２１ ２５６

Ｄｅｎｓｅ１－ ０～２
Ｓ＝ ２，
Ｓｏｆｔｍａｘ

ｓ（１～３） ２５６ ２

·８７８·
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－０～２ 等同符号意思相同；３ ／ ６ ／ １２×３ ／ ６ ／ １２×３２ 表示

３×３×３２ 或 ６×６×３２ 或 １２×１２×３２，其余同符号意思

相同。
１．３　 匹配代价的计算

设以 （ ｉ，ｊ） 为中心的左图像块为 ρＬ（ ｉ，ｊ），相应

视差为 ｄ 时的右图像块为 ρＲ（（ ｉ，ｊ），ｄ），由于本文设

计的网络有 ３个输出，即可得到 ３个初始匹配代价

Ｃ（１，２，３）ｃｏｓｔ（ＦＳ⁃ＣＮＮ）（（ ｉ，ｊ），ｄ） ＝
　 　 ｓ１，２，３（〈ρＬ（ ｉ，ｊ），ρＲ（（ ｉ，ｊ），ｄ）〉） （１）

式中： ｓｉ（ ｉ ＝ １，２，３） 为网络的 ３ 个匹配结果输出。
得到的 ３个初始匹配代价值本文以 Ｃ（３）ｃｏｓｔ（ＦＳ⁃ＣＮＮ） 作为

主匹配代价；Ｃ（１）ｃｏｓｔ（ＦＳ⁃ＣＮＮ） 和 Ｃ（２）ｃｏｓｔ（ＦＳ⁃ＣＮＮ） 作为修正匹配

代价，因为Ｃ（３）ｃｏｓｔ（ＦＳ⁃ＣＮＮ） 是由最后一个融合拼接特征计

算的，包含了网络的大部份特征。 最终的匹配代价

为

Ｃｃｏｓｔ（ＦＳ⁃ＣＮＮ）（ｘ，ｙ，ｄ） ＝ Ｃ（３）ｃｏｓｔ（ＦＳ⁃ＣＮＮ）（ｘ，ｙ，ｄ） ＋

　 ｍｉｎ
αＣ（１）ｃｏｓｔ（ＦＳ⁃ＣＮＮ）（ｘ，ｙ，ｄ）

αＣ（２）ｃｏｓｔ（ＦＳ⁃ＣＮＮ）（ｘ，ｙ，ｄ）
{ （２）

式中： ｘ，ｙ 是代价空间 ＤＳＩ 上像素点坐标；ｄ 为对应

的视差值，ｄ≤ ｄｍａｘ，ｄｍａｘ ＝ Ｗ × ｒ为最大视差；Ｗ为原

图像的宽；ｒ为一常数，取 ０．１６；α为参数常量，取０．２。
１．４　 代价聚合

代价聚合就是通过一定的规则在得到初始匹配

代价的局部区域中进行累加聚合。 一定角度上看，
局部区域的代价聚合可以看做在代价空间 ＤＳＩ中的

进行滤波，即

Ｃａｇｇ（ ｉ，ｄ） ＝
１
Ｚ ｉ
∑
ｊ∈Ｎｉ

Ｋ（ ｉ，ｊ）Ｃ（ ｉ，ｊ） （３）

式中： Ｃａｇｇ（ ｉ，ｄ） 为中心像素为 ｉ 视差为 ｄ 时的代价

聚合值；Ｋ（ ｉ，ｊ） 为其邻域像素 ｊ 的支持权重；Ｎｉ 为支

持窗口；Ｚ ｉ ＝∑
ｊ∈Ｎｉ

Ｋ（ ｉ，ｊ） 为归一化常数。

引导图滤波技术是一高效有效的滤波技术，相
比双边滤波器， 引导图滤波的计算复杂度仅为

Ｏ（Ｎ），Ｎ 为输入图像大小，因此引导图滤波仅与输

入大小有关，与支持窗口的大小无关。 采用引导图

滤波器进行代价聚合即就是在代价空间 ＤＳＩ上进行

滤波，输入的 ｐ 即为各个视差值所在代价空间层

ＤＳＩ（：，：，ｄ），引导图 Ｉ 则为左右原立体图像。
１．５　 视差的选择

在视差选择阶段传统的做法一般采用贪婪算法

（ＷＴＡ）进行简单的视差选取。 虽然 ＷＴＡ 快速有

效，却忽略了相邻像素的视差容限。 因此有学者采

用动态规划（ＤＰ）的全局思想来进行视差的选择，首
先构造能量函数 Ｍ（ｘ，ｙ，ｄ） ，采用 ＤＰ 最小化能量，
并保存能量最小值所对应的视差位置，可表示为

Ｍ（ｘ，ｙ，ｄ） ＝ Ｃａｇｇ（ｘ，ｙ，ｄ） ＋
ｍｉｎ

ｄ′∈［０，ｄｍａｘ］
［Ｍ（（ｘ － １），ｙ，ｄ′） ＋ γ ｜ ｄ － ｄ′ ｜ ］　 （４）

式中： Ｃａｇｇ（ｘ，ｙ，ｄ） 为像素点（ｘ，ｙ） 在视差为 ｄ 时的

代价值；ｄ′ 为相邻像素点（一般指前一个像素点） 的

视差选取；γ 为参数常量。
但是采用这样的做法，相邻像素的视差选取为

０ ～ ｄｍａｘ，该算法的复杂度为 Ｏ（ＷＤ２），Ｗ 为图像宽，
Ｄ 为选取视差范围。 所以，本研究采用改进的动态

规划的方法来进行视差选择：① 首先缩小相邻像素

点视差选取的范围，将视差范围 ０ ～ ｄｍａｘ 缩小为｛ｄ，
ｄ ＋ １，ｄ － １｝；②接着结合ＷＴＡ算法，将ＷＴＡ获取

的视差值 ｄＷＴＡ 也作为格外的视差候选值。
改进后的算法复杂度仅有Ｏ（ＷＤ），该算法的核

心是结合 ＷＴＡ，提供格外的视差候选值，可以有效

地避免出现过度平滑的现象，改进后的算法可以表

示为

Ｍ（ｘ，ｙ，ｄ） ＝ Ｃａｇｇ（ｘ，ｙ，ｄ） ＋

　 ｍｉｎ

Ｍ（（ｘ － １），ｙ，ｄ） ＋ γ ｜ ｄ － ｄ ｜
Ｍ（（ｘ － １），ｙ，ｄ － １） ＋ γ ｜ ｄ － （ｄ － １） ｜
Ｍ（（ｘ － １），ｙ，ｄ ＋ １） ＋ γ ｜ ｄ － （ｄ ＋ １） ｜
Ｍ（（ｘ － １），ｙ，ｄＷＴＡ） ＋ γ ｜ ｄ － ｄＷＴＡ ｜

ì

î

í

ï
ïï

ï
ï

（５）
１．６　 视差后处理

由 １．５节获得的初始视差图中还存在一些误匹

配，需要进行视差精细化。 本文采用左右一致性检

测来检测遮挡点，接着进行遮挡点填充，最后采用加

权的中值滤波器对视差图进行平衡滤波，获得最终

的视差图。

２　 结果与分析

２．１　 实现细节

ＦＳ⁃ＣＮＮ网络采用 Ｔｅｎｓｏｒｆｌｏｗ 进行训练，训练采

用小批度（ｍｉｎｉ⁃ｂａｔｃｈ），批度大小（ｂａｔｃｈ ｓｉｚｅ）为 ６４，
使用 Ａｄａｍ优化器，学习率为 １×１０－４，训练周期为

５０，动量为 ０． ９，匹配窗口为 １５ × １５。 其余超参数

ｎｅｇ－ｌｏｗ ＝ ４，ｎｅｇ－ｈｉｇｈ ＝ ８，ｐｏｓ ＝ １，γ ＝ ２，ωｋ 支持窗口为 ５×
５，ò＝ ０．０１，参数具体意义可参考文献［４］。 运行平

台为 Ｗｉｎｄｏｗｓ１０×６４位系统，ＣＰＵ为 Ｉｎｔｅｌ Ｃｏｒｅ ｉ５。
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２．２　 Ｍｉｄｄｌｅｂｕｒｙ ２０１４ 数据集

本研究采用 Ｍｉｄｄｌｅｂｕｒｙ ２０１４ 数据集［１１］。 该数

据集提供了 ３０ 张立体图像，图像内容多为室内场

景。 其中包含 １５ 张带有真实视差值训练图像，
１５张未带真实视差值的测试图像。

训练数据集的构造本研究采用在 １５ 张带真实

视差图的图像对上，对于每对图像对，在左图像随机

截取 １５×１５ 的图像块，在右图像上根据正负样本对

应截取。 正样本表示右图像在左图像块偏移真实视

差值［＋１，－１］对应的位置下截取的右图像块，负样

本表示右图像在左图像块偏移真实视差值［－４，＋８］
对应的位置下截取的右图像块。 接着随机组合左图

像块与右图像像块，对于左图像块与正样本右图像

块的组合设定标签为（１），对左图像块与负样本右

图像块的组合设定标签为（０）。
２．３　 消融实验

对 ＦＳ⁃ＣＮＮ网络的每个结构的作用进行分析。
在接下来的研究中，以与本研究提出的网络最为相

似的 Ｄｅｎｓｅ⁃ＣＮＮ 网络作为参考。 实验的评判标准

采用算法得到的视差值与真实视差值的差值绝对值

小于 ３像素或小于真实视差的 ６％ 时，认为该点所

得视差值是正确的，否则将该点计为视差错误点，即

Ｕ ＝ １
Ｎ ∑（ｘ，ｙ）∈ｄｉｓ

［ ｜ ｄｅ（ｘ，ｙ） － ｄｔ（ｘ，ｙ） ｜ ＞ σｔ］ （６）

式中： Ｎ 为视差图像素点总数；ｄｅ（ｘ，ｙ） 为算法得到

视差图的视差值；ｄｔ（ｘ，ｙ） 为真实视差图的视差值；
σｔ 为设定的误差限，本研究设置为 ３。

首先对主干特征提取结构进行测试，通过增加

结构的卷积层数，测试对结果的影响。 接着对 ＦＰＮ
特征融合结构进行实验。 最后测试特征匹配结构，
通过改变全连接层数。 实验结构如表 ２所示。

表 ２　 不同网络结构的评估结果

网络结构

改变的模块

主干特征提

取结构×２
特征匹配

结构×２
ＦＰＮ特征

融合结构

误匹配率

Ｕ ／ ％

参考网络

Ｄｅｎｓｅ⁃ＣＮＮ
３２．２６

本研究网络

ＦＳ⁃ＣＮＮ

􀳫 ２９．６２
􀳫 ３３．１２
􀳫 􀳫 ３２．９６
􀳫 􀳫 ２９．１３
􀳫 􀳫 􀳫 ２９．１５

注：“􀳫”表示采用此模块，“×２”表示将结构层数增加 ２倍

从表 ２ 的实验结果发现，增加特征匹配结构的

全连接层数量对结果的精度影响不大；增加主干特

征提取结构的卷积层数，在一定程度下能降低误匹

配率，但是降低的程度有限，而且增加了运算成本；
ＦＰＮ特征融合结构的引入，可明显提高匹配精度，
降低误匹配率，精度超过了参考网络 Ｄｅｎｓｅ⁃ＣＮＮ。
２．４　 不同算法的对比试验和结果展示

对比算法本文采用：ＳＧＢＭ［１］（参数：Ｓｂｌｏｃｋ ＝ ９，

图 ３　 图像对在各类算法生成的视差图

·０８８·
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表 ３　 图片误匹配率 Ｕ ％

算法 Ａｄｉｒｏｎｄａｃｋ Ｒｅｃｙｃｌｅ Ｓｗｏｒｄ１ Ｐｉａｎｏ ＰｉａｎｏＬ Ｐｌａｙｔａｂｌｅ Ｓｗｏｒｄ２ 平均错误率

ＳＧＢＭ ３５．２ ３１．３ ３８．６ ３２．９ ３８．８ ３６．３ ４７．３ ３７．６１

ＢＭ ４０．５ ４１．６ ４６．６ ３８．２５ ４２．７ ４２．５ ５５．３ ４７．６２

ＮＣＣ ３６．７ ３５．７ ４０．５ ３３．４ ３６．５ ３６．７ ４８．６ ３８．７６

Ｄｅｎｓｅ⁃ＣＮＮ ２７．２ ２６．８ ３１．５ ２９．２ ３０．３ ３２．６ ４９．３ ３２．２６

本文算法 ２７．３５ ２４．３ ３０．８ ２８．３５ ２８．１ ３０．２５ ３９．３ ２９．６２

Ｎｄｉｓｐａｒｉｔｉｅｓ ＝ ６４，ｐ１ ＝ ２００，ｐ２ ＝ ８００）；ＢＭ（参数：Ｓｂｌｏｃｋ ＝ ９，
Ｎｄｉｓｐａｒｉｔｉｅｓ ＝ ６４）；ＮＣＣ 算法；同等条件处理的 Ｄｅｎｓｅ⁃
ＣＮＮ［４］。 图 ３为不同算法生成的图像对视差图，从
上到下依次是 Ａｄｉｒｏｎｄａｃｋ，Ｒｅｃｙｃｌｅ， Ｓｗｏｒｄ１，Ｐｉａｎｏ，
ＰｉａｎｏＬ，Ｐｌａｙｔａｂｌｅ，Ｓｗｏｒｄ２。

由表 ３ 观察到，本研究提出的算法在不同场景

的匹配精度明显都高于半全局算法 ＳＧＢＭ，且远高

于 ＢＭ、ＮＣＣ局部算法。 在同等条件下本研究算法

误匹配率低于传统的 Ｄｅｎｓｅ⁃ＣＮＮ。 值得注意的是，
在 ＰｉａｎｏＬ场景中，由于左右图像具有不同的光照条

件，ＳＧＢＭ、ＢＭ、ＮＣＣ ３个算法误匹配率明显变高，而
Ｄｅｎｓｅ⁃ＣＮＮ算法和本研究算法误匹配率并无显著变

大，可以看出基于神经网络的匹配算法对光照影响

具有一定的鲁棒性。 在场景 Ｓｗｏｒｄ２ 中，传统的

Ｄｅｎｓｅ⁃ＣＮＮ算法具有较高的误匹配率，而本研究提

出的改进方法可以显著地降低误匹配率。

３　 结　 论

提出了一种结合特征金字塔（ＦＰＮ）卷积神经网

络的立体匹配算法，该算法在卷积网络（ＣＮＮ）基础

上，应用了特征金字塔结构，自上而下地融合不同尺

度的特征图，且分别进行特征匹配计算，得到 ３组特

征匹配结果，再计算得 ３组匹配成本，融合 ３组匹配

成本获得最终匹配成本，利用引导图滤波器进行快

速有效的代价聚合，在视差选择阶段采用改进的动

态规划（ＤＰ）算法，结合 ＤＰ 和 ＷＴＡ，既提高了匹配

精度，又降低了复杂度。 结果表明，所提算法精度优

于现有部分优秀的匹配算法。 目前该算法仅在

ＣＰＵ上实现，今后可利用 ＧＰＵ的并行运算来提高算

法的效率。
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