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摘　 要：针对传统数据驱动故障诊断模型在机械系统诊断中存在的泛化能力下降甚至失效的问题，应
用迁移学习的思想，提出了基于多尺度迁移符号动力学熵和支持向量机的故障识别算法。 采用多尺

度符号动力学熵提取故障特征，在此基础上提出基于迁移学习的特征映射技术，使非同分布数据的特

征在映射后分布差异减小。 对多尺度迁移符号动力学熵方法的参数进行优选，将其输入支持向量机

中，进一步提高最终的故障识别率。 通过轴承故障实验信号的测试证明，基于多尺度迁移符号动力学

熵的滚动轴承诊断方法能够有效提升数据驱动故障诊断模型的泛化能力，实现少量样本下滚动轴承

不同故障位置的准确识别。
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　 　 滚动轴承是常见且用途广泛的一类机械器件。
然而，滚动轴承常常工作于高温、高速和重载的复杂

服役环境，导致其关键构件故障时有发生。 因此，进
行早期异常检测和故障诊断对保障滚动轴承的安全

运行至关重要。
数据驱动的智能故障诊断方法通常分为 ３ 个步

骤：振动信号采集、故障特征提取和模式识别。 其

中，故障特征提取的准确程度直接影响到分类结果。
有许多特征提取算法已经得到了广泛的应用，如时

频域特征、基于复杂度的特征、基于人工智能算法提

取的特征等［１］。 由于工作环境复杂、滚动体的非线

性刚度等因素，旋转机械的振动信号通常是非线性、
非平稳的。

然而，在旋转机械诊断过程中，为线性信号设计

的传统时域和频域特征提取技术总是难以提取到有

效特征［２］。 此时，表现信号复杂程度的非线性信号

定量描述方法逐渐进入研究人员的视野［３］。 熵可

以测量时间序列的无序程度，因此它可以反映出旋

转机械发生故障时系统动力学的突变行为［４⁃５］。

Ｋｏｌｍｏｇｏｒｏｖ 在 １９５８ 年提出了 Ｋ⁃Ｓ 熵，用于描述一个

系统的复杂性［６］。 Ｐｉｎｃｕｓ 在 Ｋ⁃Ｓ 熵的基础上上提出

了近似熵（ＡｐＥｎ），这种算法通过考虑时间序列中生

成新信息的速度来衡量信号的复杂性［７］。 之后，
Ｒｉｃｈｍａｎ 和 Ｍｏｏｒｍａｎ 提出样本熵 （ ＳＥ）， 以解决

ＡｐＥｎ 中的自匹配问题［８］。 Ｃｈｅｎ 等将模糊隶属度函

数引入样本熵，并提出了更准确的模糊熵（ＦＥ） ［９］。
此外，一些研究人员将时间序列符号化以观察信号

的变 化， 如 排 列 熵 （ ＰＥ ） 和 符 号 动 力 学 熵

（ＳＤＥ） ［１０⁃１１］。 符号动力学熵将振动加速度信号符

号化处理，通过比对信号在相空间中的排列模式和

产生新模式的概率衡量信号复杂度，具有良好的抗

噪性和计算效率。
结合 Ｃｏｓｔａ 提出的多尺度思想，Ｌｉ 等提出了多

尺度符号动力学熵（ＭＳＤＥ），它可以提取振动信号

中不同尺度下蕴含的信息［１１⁃１２］。 现在得到广泛应

用的熵值方法仅有特征提取功能，这需要大量的标

记数据来训练智能模型进行分类。 上述基于熵的方

法适用于处理具有相同分布的训练和测试数据。 这
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意味着需要在诊断前获取大量同分布的数据。 但

是，在实际生产应用当中获取此类数据存在许多

困难：
１） 设备不允许在故障状态下长时间运行，这使

得很难获得大量故障数据。
２） 设备可能仅因一种类型的故障而出现故障，

难以收集到所有类型的故障数据。
３） 不可能对要诊断的每个设备实施模拟。
因此，在现实世界中，很难获得足够的标记数据

来训练模型。 模型只能使用不符合同分布假设的数

据进行训练。 这就是本文重点关注的跨域故障诊断

问题。
为了解决这个问题，许多研究人员试图进一步

对特征进行数学变换，以减少训练数据和测试数据

之间的分布差异，然后将变换后的特征输入分类器。
这就是基于特征的迁移学习算法的思路。 例如，
Ｐａｎ 和 Ｙａｎｇ 等提出的最大均值差异嵌入（ＭＭＤＥ）
算法［１３⁃１４］、在此基础上发展出的迁移成分分析

（ＴＣＡ）方法［１５］、Ｚｈｅｎｇ 等于 ２０１７ 年提出迁移局部保

持投影（ＴＬＰＰＩＦＩ）算法［１６］等。 这些迁移学习方法降

低了变换后特征的最大均值差异（ＭＭＤ），使得通过

不同分布的数据来识别故障类型成为可能［１７］。

１　 多尺度迁移符号动力学熵
（ＭＴＳＤＥ）

本文方法的主要思想是在提取振动信号的

ＭＳＤＥ 特征后，构建一个降维投影矩阵，将源域和目

标域的 ＭＳＤＥ 特征投影到一个子空间中，使得具有

相同类别的样本更加聚类。
１．１　 提取符号动力学熵特征

ＭＳＤＥ 能够在不同的尺度下提取滚动轴承的故

障信息，同时还具有较好的抗噪性和较高的计算效

率。 根据文献［１１］，计算方法如下：
１） 给定时间序列 ｛Ｘ ｉ｝ ＝ ｛ｘ１，ｘ２，…，ｘｎ｝，粗粒

化分割得到尺度为 τ 的时间序列｛ｙτ
ｊ ｝

ｙτ
ｊ ＝ １

τ ∑
ｊ ＋τ－１

ｉ ＝ ｊ
ｘ ｊ 　 １ ≤ ｊ ≤ Ｎ － τ ＋ １ （１）

式中， τ 为尺度，且为正整数，通过调节其值可得不

同尺度的时间序列。
２） 计算｛ｙτ

ｊ ｝ 的多尺度符号动力学熵 ＭＳＤＥ［１］

ＭＳＤＥ（ｘ，τ，􀭾ｍ，ｔ，ε） ＝ ＳＤＥ（ｙτ
ｊ ，􀭾ｍ，ｔ，ε） （２）

式中， 􀭾ｍ是嵌入维数，ｔ是时间延迟，ε是符号数，ＳＤＥ
计算如下

ＳＤＥ（Ｘ，􀭾ｍ，ｔ，ε） ＝ － ∑
ε􀭾ｍ

ａ ＝ １
Ｐ（ｑε，􀭾ｍ，λ

ａ ）·ｌｎＰ（ｑε，􀭾ｍ，λ
ａ ） －

　 ∑
ε􀭾ｍ

ａ ＝ １
∑

ε

ｂ ＝ １
Ｐ（ｑε，􀭾ｍ，λ

ａ ）·ｌｎ（Ｐ（ｑε，􀭾ｍ，λ
ａ ）·Ｐ（σｂ ｜ ｑε，􀭾ｍ，λ

ａ ））

（３）
式中， ｑε，􀭾ｍ，λ

ａ （ａ ＝ １，２，…，ε􀭾ｍ） 表示每一个符号化时

间序列后的子向量的符号排列模式。

图 １　 ＭＳＤＥ 的计算流程

传统的基于ＭＳＤＥ 的智能故障诊断模型需要大

量的标记数据来训练分类器。 但是，在实际生产中

通常难以收集到足够标记的数据。 如果模型建立在

标记样本不足的基础上，诊断性能将显著退化。 在

迁移学习技术的帮助下，在同类型设备上收集的数

据可以被用于训练模型，以实现对目标机器的故障

诊断。 为了实现迁移学习策略，有必要找出收集自

同类型不同设备上的数据之间的相似性。 本文提取

了一组从齿轮箱收集到的振动数据的 ＭＳＤＥ 特征，
以研究 ＭＳＤＥ 特征的迁移能力，如图 ２ａ）所示。 可

以发现从不同设备上收集到的同类故障信号中提取

的 ＭＳＤＥ 特征的空间角度表现出高度一致性，如图

２ｂ）中所示。 用 ϕｃ
Ａｉ和 ϕｃ

Ｂ ｊ
分别表示 Ａ，Ｂ ２ 个数据集

注：Ｎ、ＭＴ、ＣＴ 分别代表正常、缺齿和裂齿 ３ 种情况；４５Ｈ 表示在

４５ Ｈｚ 旋转频率和高负载下收集的数据条件

图 ２　 ＭＳＤＥ 特征的迁移能力示意图

·５４３·
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中第 ｉ 个和第 ｊ 个 ｃ 类型故障的样本，这种一致性可

以表达如下

ｃｏｓ〈ϕｃ
Ａｉ，ϕ

ｃ
Ｂ ｊ
〉 ≈ １ （４）

１．２　 构建迁移学习模型

给定源域和目标域的 ＭＳＤＥ 特征 ｛ｘｉ｝ ｎ＋ｍ
ｉ ＝ １ ，Ｎ 与

Ｍ 为源域和目标域的样本数。 设非线性映射函数

ｚ ＝ｖＴϕ（ｘ），ϕ（ｘ）：Ｒｄ →Ｈ并存在系数矩阵α ＝ ［α１，
α２，…，α ｎ＋ｍ］ Ｔ，使得 ｖＴ ＝ ［ϕ（ｘ１），…，ϕ（ｘｎ＋ｍ）］α ，
ＭＴＳＤＥ 的目标函数如下

Ｌ ＝ ＬＬｐｐ ＋ λＬＭＭＤ ＋ μＬＲ （５）
式中： λ ＞ ０是ＭＭＤ项的折衷参数；μ ＞ ０ 是正则化

参数。
１．２．１　 ＬＬｐｐ项

ＬＬｐｐ项的构建方法与核 ＬＰＰ ［４］ 方法相同，如公

式（６）所示

ＬＬｐｐ ＝ ｔｒ（αＴＫＬＫα）
ｓ．ｔ． αＴＫＤＫα ＝ Ｉ （６）

式中， Ｋ 代表核矩阵，Ｋ ｉｊ ＝ Ｋ（ｘｉ，ｘ ｊ） ＝ 〈ϕ（ｘｉ），
ϕ（ｘ ｊ）〉 ＝ ϕ（ｘｉ） Ｔϕ（ｘ ｊ），Ｄ 是一个对角矩阵，Ｄｉｉ ＝

∑
ｊ
Ｗｉｊ，拉普拉斯矩阵 Ｌ ＝ Ｄ － Ｗ。

值得一提的是，在 ＭＴＳＤＥ 方法中，同一类型的

故障的特征作为高维向量，在空间内具有相似的角

度。 因此样本邻边的权重与余弦距离而非欧式距离

相关，这能够更好地定义相邻关系。
权重矩阵 Ｗ 的计算如公式（７）所示，余弦距离

的定义如公式（８）所示

Ｗｉｊ ＝
ｅｘｐ －

ｄ２
ｉｊ

２σ２

æ

è
ç

ö

ø
÷ 　 ｘｉ ∈ Ｎｋ（ｘ ｊ） ∨ ｘ ｊ ∈ Ｎｋ（ｘｉ）

０　 　 　 其他

ì

î

í

ïï

ïï

（７）

ｄｉｊ ＝ １ －
〈ϕ（ｘｉ），ϕ（ｘ ｊ）〉
‖ｘｉ‖２‖ｘ ｊ‖２

（８）

ＬＬｐｐ 项的目的是学习样本之间的角邻接关系，通过

加入 ＬＬｐｐ 项，可以使得投影后的样本仍旧保持原有

的角邻关系，这有助于对无标签的目标域样本进行

分类。
１．２．２　 ＬＭＭＤ项

ＭＴＳＤＥ 的第二个目标是最小化学习过程中 ２
个域的分布差异，直接借鉴最大均值差异（ＭＭＤ）来
描述域间差异。 令 ｛Ｃ１，Ｃ２，…，Ｃｇ｝ ∈ ｛１，…，Ｃ｝ 代

表源域和目标域中共享同类标签的样本，ＬＭＭＤ 项计

算如公式（９） 所示

ＬＭＭＤ ＝ ∑
Ｃｇ

ｃ ＝ Ｃ１

Ｌｃ
ＭＭＤ（Ｑｓ，Ｑｔ） （９）

Ｌｃ
ＭＭＤ（Ｑｓ，Ｑｔ） ＝ １

ｎｃ ∑
ｘｉ∈Ｄｃｓ

ｚ（ｘｉ） － １
ｍｃ∑

ｘ ｊ∈Ｄｃｔ

ｚ（ｘ ｊ）

（１０）
式中： Ｄｃ

ｓ 指源域中带有标签 ｃ 的样本；Ｄｃ
ｔ 指目标域

中带有标签 ｃ的样本（在本文中，目标域中只有 ｃ ＝ １
时的样本可以用来训练模型）。

随 后， 将 ｚ ＝ ｖＴϕ（ｘ），ｖＴ ＝ ［ϕ（ｘ１），…，
ϕ（ｘｎ＋ｍ）］α 代入公式（１０），ＬＭＭＤ 可进一步改写为

（１１）所示的形式

ＬＭＭＤ ＝ ｔｒ（αＴＫＭＫα） （１１）

式中， Ｍ ＝ ∑
Ｃｇ

ｃ－Ｃ１

Ｍｃ，Ｍｃ 的计算方法如（１２）式所示。

（Ｍｃ） ｉｊ ＝
１

ｎｃｎｃ 　 ｘｉ，ｘ ｊ ∈ Ｄｃ
ｓ

１
ｍｃｍｃ 　 ｘｉ，ｘ ｊ ∈ Ｄｃ

ｔ

－ １
ｎｃｍｃ 　 ｘｉ ∈ Ｄｃ

ｔ ∧ ｘ ｊ ∈ Ｄｃ
ｓ 或 ｘｉ ∈ Ｄｃ

ｓ ∧ ｘ ｊ ∈ Ｄｃ
ｔ

ì

î

í

ï
ï
ï
ï

ï
ï
ïï

（１２）
１．２．３　 ＬＲ 项

增加正则化项来控制 α 的复杂度，同时，该正

则化项也避免了在求解最小化问题时的秩缺陷，计
算如下

ＬＲ ＝ ｔｒ（αＴα） （１３）
将（６）、（１１）和（１３）代入公式（５），最后模型的目标

函数如下

ａｒｇ ｍｉｎ ｔｒ（αＴＫＬＫα） ＋ λｔｒ（αＴＫＭＫα） ＋ μｔｒ（αＴα）
ｓ．ｔ． αＴＫＤＫα ＝ Ｉ （１４）

使用拉格朗日乘子法处理公式（１４），即转化为求解

公式（１５）。
ｍａｘ

α
ｔｒ［（αＴ（ＫＬＫ ＋ λＫＭＫ ＋ μＩ）α） －１αＴＫＤＫα］

（１５）
　 　 上述问题解法类似 ＴＣＡ 方法，最终的解 α∗ 是

（ＫＬＫ ＋ λＫＭＫ ＋ μＩ） －１ＫＤＫ最大的 ｌ个特征值对应

的特征向量组成的矩阵。
对于测试样本 􀭴ｘｔ，使用如下方式将其投影到 ｌ维

子空间。
ｚ（􀭴ｘｔ） ＝ ｖＴϕ（􀭴ｘｔ） ＝ αＴ

∗Ｋ（Ｘ，􀭴ｘｔ） （１６）
　 　 在迁移模型中有 ５ 个参数。 每个参数对模型的

·６４３·
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影响为： σ ∈ Ｒ 是热核的尺度参数，仅影响相似性

矩阵的值；ｋ ∈ Ｎ 是最近邻节点个数，控制着邻接图

的结构；ＭＭＤ 项折衷参数 λ ＞ ０ 与不同域之间的分

布差异有关；正则化参数 μ ＞ ０ 控制模型的复杂性；
子空间的维度参数 ｌ ∈ Ｎ 影响 ＭＴＳＤＥ 特征的维数。

请注意，在选择这些参数时需要考虑两点。 第

一，最优参数是在目标域数据上迭代得到的。 在迁

移学习情景中，源域和目标域的数据分布不同，因
此，传统分类算法的交叉验证策略无法使用。 使用

ＭＴＳＤＥ 算法时，使用源域数据训练模型，然后使用

目标域数据测试不同参数组合下的诊断准确率。 最

后根据准确率不断更新参数组合，直到达到最高精

度。 它可以降低模型的过拟合风险，提高模型的泛

化能力。 第二，需要更高效的搜索算法选择不同的

参数组合。 在 ＭＴＳＤＥ 算法中，使用贝叶斯优化算

法来对参数组合进行寻优，而不是传统的网格搜索

或随机搜索算法。 采取这一策略主要有 ３ 个原因：
１） 贝叶斯优化算法利用高斯过程不断更新先

验参数信息，而其他搜索方法不能考虑以前的参数

信息。
２） 贝叶斯优化在寻找最佳参数组合时迭代次

数更少，计算效率更高。 相比之下，网格搜索要遍历

所有参数组合，效率低下。
３） 贝叶斯优化在非凸优化问题上性能优于网

格搜索方法，网格搜索方法很容易陷入局部最优解。
１．３　 多尺度迁移符号动力学熵（ＭＴＳＤＥ）算法流程

基于 ＭＴＳＤＥ 算法和 ＳＶＭ 分类器的优势，本文

提出的跨域故障诊断策略的实施步骤如下：
１） 提取目标域及源域采样信号的符号动力学

熵特征，将时延参数 ｔ 选择为 １，嵌入维数 ｍ 选择范

围［２，５］，类别参数 ｃ 选择范围［２，１０］，尺度参数 τ
选择范围为［１，２５］；

２） 使用全部源域样本和目标域的正常类型样

本训练迁移学习模型，得到降维投影矩阵 α ＝ ［α１，
α２，，…，α ｎ＋ｍ］ Ｔ ∈ Ｒ（ｎ＋ｍ） ×ｌ；

３） 根据贝叶斯优化算法，优化模型的 ７ 个超参

数：最近邻节点数量 ｋ ∈ ［１，１１］、ＭＭＤ 项权重 λ ∈
［０．００１，１ ０００］、正则化参数、子空间的维数 ｌ ∈ ［１，
１０］，以及 ＭＳＤＥ 特征提取时的尺度 τ ∈ ［１，２５］，嵌
入维数 ｍ ∈ ［２，５］，符号数 ε ∈ ［２，１０］。 将贝叶斯

优化器的参数设置为：网格尺度 ２０ ０００，迭代次数

１００，得到最佳的参数组合，根据最高识别准确率，生
成最终的投影矩阵；

４） 根据公式（１６）将变换后的源域及目标域的

ＭＴＳＤＥ 特征输入 ＳＶＭ 分类器进行训练，并计算准

确率。
图 ３ 展示了本文方法的计算流程。

图 ３　 ＭＴＳＤＥ⁃ＳＶＭ 跨域智能故障诊断算法的流程

２　 实　 验

２．１　 数据集简介

１） 齿轮箱数据集

齿轮箱数据集来自预测和健康管理协会 ２００９
年数据挑战赛（ＰＨＭ２００９） ［１８］。 图 ４ 展示了实验平

台和示意图。 实验台由电机、测转矩传感器、测力计

和电子控制器组成。 加速度计传感器安装在齿轮箱

的输入和输出端收集振动数据。 这一数据集包含 ３
种健康状态，包括正常（Ｎ）、缺齿（ＭＴ） 和齿缺陷

（ＣＴ）。 要模拟迁移学习场景，需要在不同的转速条

件下（３０，３５，４０，４５ 和 ５０ Ｈｚ）和不同的负载条件下

（高负载和低负载）选择数据，来构建不同分布的数

据。 模拟不平衡的数据集条件，每个域包含 ２００ 个

正常样本和 １００×２ 个故障样本。 在下文中，数字表

示旋转速度，包括 ３０，３５，４０，４５ 和 ５０ Ｈｚ，“Ｈ，Ｌ”分
别表示 “高负载”和“低负载”。 例如， ３０ Ｈ 表示在

图 ４　 齿轮箱试验台的结构示意图

·７４３·
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３０ Ｈｚ 旋转速度和高负载条件下采集的样品。
２） 滚动轴承数据集

ＣＷＲＵ 数据集：实验二中域 Ａ 和域 Ｂ 的数据收

集自凯斯西储大学的轴承数据中心［１９］，因此实验轴

承均为 ＳＫＦ ６２０５⁃２ＲＳ 深沟球轴承，但 Ａ 和 Ｂ 的操作

条件不同。 图 ５ 展示了试验台及其结构示意图。 数

据集 Ａ 由从电机驱动端以 ０ ｋＷ（１ ７９７ ｒ ／ ｍｉｎ）的速

度采集的振动信号组成，这些振动信号包含 ４ 个不

同的健康状态：正常状态（Ｎ）、外圈故障（ＯＲ）、内圈

故障（ＩＲ）和球故障（Ｂ）。 对于 ＯＲ、ＩＲ 和 Ｂ 状态，包
括 ３ 个严重程度（０．１８，０．３６ 和 ０．５３ ｍｍ）的振动信

号。 数据集 Ｂ 在 ２．２４ ｋＷ（１ ７３０ ｒ ／ ｍｉｎ）的条件下采

集 ４ 种不同的健康状况下的信号，同样的，每个故障

类别也包含 ３ 个严重程度信号。 数据集 Ａ 和 Ｂ 中

信号的采样频率为 １２ ｋＨｚ，采样长度为 ４ ０００。

图 ５　 试验台及其结构

ＭＦＰＴ 数据集：实验二的域 Ｃ 收集自机械故障

预防技术学会［２０］，实验对象也是深沟球轴承，但与

域 Ａ、Ｂ 使用的型号不同。 轴承参数如下：螺距直径

为 ３１．６２ ｍｍ，球的直径是 ５．９７ ｍｎ，接触角为 ０°，８
个球。 数据集 Ｃ 包括 ３ 种不同健康状态下采集的

振动信号：正常状态、外圈故障和内圈故障，图 ６ 展

示了故障轴承的形态。 正常数据选自 １ ２００ Ｎ 负载

下采集的 ３ 个信号。 外圈故障选择自 １ ３３３ Ｎ 负

载。 内圈故障选择自 １ １１１ Ｎ 和 １ ３３３ Ｎ 负载下的

信号。 轴的转速为 １ ５００ ｒ ／ ｍｉｎ，从原始信号中每一

类采样 １００ 个样本，长度为 １８ ０００，信号的采样率为

４８ ８２８ Ｈｚ。

图 ６　 故障轴承的照片

ＮＷＰＵ 数据集：这一数据集在 ＨＤ⁃ＦＤ⁃Ｈ⁃０３Ｘ 转

子滚动轴承与齿轮箱综合故障实验台上收集得到。
实验对象为 ６２０５ 深沟球滚动轴承。 实验台的结构

如图 ７ 所示。

图 ７　 ＨＤ⁃ＦＤ⁃Ｈ⁃０３Ｘ 实验台及其结构示意图

本文中使用了通道 １ 的传感器输出的加速度信

号。 样本在不同的转速（６００ 和 １ ０００ ｒ ／ ｍｉｎ）和负载

下（高：Ｈ，中：Ｍ，低：Ｌ）收集得到，并且包含 ５ 种健

康类型：正常、内圈点蚀、外圈点蚀、内圈裂纹、外圈

裂纹。 每一种故障形式又包含 ３ 种不同程度的故障

（内圈点蚀和外圈点蚀包含 １，２ 和 ３ ｍｍ；内圈裂纹

和外圈裂纹包含 ０．２，０． ４ 和 １ ｍｍ）。 从原始信号

中，每一类故障采样 ９０ 个样本，长度为 ４ ０００。
２．２　 实验设置

实验一　 变速箱的跨域故障诊断实验。 基于

ＰＨＭ０９ 齿轮箱数据集，在不同的旋转速度和负载下

设计了 ３ 个故障诊断任务（４５Ｈ→４０Ｌ、４０Ｌ→５０Ｈ、
５０Ｌ→３０Ｈ）。 同时，在不同旋转速度，相同负载条件

下设计了 ３ 个任务（３０Ｈ→４０Ｈ，４０Ｌ→５０Ｌ，４５Ｈ→
３５Ｈ），最后 ３ 个任务在不同的负载，相同转速条件

下进行（３５Ｌ→３５Ｈ，４０Ｌ→４０Ｈ，３０Ｈ→３０Ｌ）。 请注

意，在目标域中，有一半的正常状态的样本与源域一

起训练模型。

·８４３·
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实验二 　 轴承的跨域故障诊断。 基于 ＣＷＲＵ
和 ＭＦＰＴ 数据集，设计 ６ 个诊断任务。 包括 ４ 个四

类诊断任务（Ａ→Ｂ，Ａ→Ｃ，Ｂ→Ａ，Ｂ→Ｃ）和 ２ 个三类

诊断任务（Ｃ→Ａ，Ｃ→Ｂ）。 三类诊断任务中，由于域

Ｃ 没有球故障数据，删除来自域 Ａ 和 Ｂ 的球故障

样本。
实验三 　 轴承的跨域故障诊断。 基于 ＮＷＰＵ

数据集，在不同的转速和负载条件下设计 ６ 个诊断

任务 （ ６００Ｍ → １ ０００Ｈ， ６００Ｌ → １ ０００Ｈ， ６００Ｈ →
１ ０００Ｍ，１ ０００Ｈ→６００Ｌ，１ ０００Ｌ→６００Ｈ，１ ０００Ｍ→
６００Ｈ）。
２．３　 对照方法

为了展示本文提出的智能故障诊断方法的优越

性，将 ３ 个传统分类算法和 ３ 个迁移学习方法设置

为对照组。
实施以下 ７ 种方法时，首先提取训练集和测试

集的 ＭＳＤＥ 特征作为输入。
１） ＭＳＤＥ⁃ＳＶＭ
直接使用训练集的 ＭＳＤＥ 特征训练 ＳＶＭ 分类

器，称为 ＭＳＤＥ⁃ＳＶＭ 方法。 然后，测试集的分类准

确率为输出。 实现 ＳＶＭ 使用了 ＬＩＢＳＶＭ 工具箱。
并应用 ＲＢＦ 核函数，将权衡参数 ｃ 的设置为 １。

２） ＭＳＤＥ⁃ＫＮＮ
实验流程与 ＭＳＤＥ⁃ＳＶＭ 相同，但使用 ｋ 近邻

（ＫＮＮ）分类器代替 ＳＶＭ。 在范围｛１，５，９，１３，１７，
２１，２５，２９，３３，６３｝中搜索最近邻节点的个数，然后取

准确率最高的情况作为输出。
３） ＭＳＤＥ⁃ＬＲ
实验流程与方法 １）和方法 ２）类似，但采用逻

辑回归（ＬＲ）分类方法，并在范围｛０．００１，０．０１，０．１，
１，１０｝中搜索最佳权衡参数。 输出最高的准确率。

４） ＭＳＤＥ⁃ＧＦＫ⁃ＳＶＭ
这是一种迁移学习算法，对于 ＭＳＤＥ⁃ＧＦＫ 算

法，首先提取 ＭＳＤＥ 特征，然后通过测地层流式核

（ＧＦＫ）方法将源域特征映射到目标域空间［２１］，最后

使用 ＳＶＭ 分类器对映射后的特征进行分类。 这里

采用的子空间嵌入方法是主成分分析（ＰＣＡ）。
５） ＭＳＤＥ⁃ＳＳＴＣＡ⁃ＳＶＭ
将 ＭＳＤＥ 特征输入半监督迁移成分分析 （ＳＳＴ⁃

ＣＡ）模型［１５］。 最优超参数由贝叶斯优化方法搜索。
分别在范围［１，２５］（在实验一中是［１，５０］），［１０－３，
１０３］，［１，１０］，［１０－３，１］和［１０－３，１０３］搜索 ＭＳＤＥ 尺

度因子 τ、正则化权衡参数 μ １、子空间维度 ｌ１、监督

项权衡参数 γ １ 和几何项权衡参数 λ １。 最后将低维

特征输入 ＳＶＭ 分类器并输出诊断精度。
６） ＭＳＤＥ⁃ＤＡＦＤ⁃ＳＶＭ
该方法是基于神经网络的迁移学习算法，将域

深度神经网络（ＤＡＦＤ）作为迁移策略［２２］。 ＭＳＤＥ 特

征被输入一个 ３ 层的神经网络，然后使用 ＳＶＭ 分类

器对输出特征进行分类。
７） ＭＴＳＤＥ⁃ＳＶＭ
ＭＴＳＤＥ⁃ＳＶＭ 智能故障诊断模型的具体计算流

程参照本文第 １．３ 节。 对于此方法，将热核参数设

置为常数 １。 然后应用贝叶斯优化算法在超参数空

间中搜索 ＭＴＳＤＥ⁃ＳＶＭ 方法的最佳参数。 分别在范

围［１，２５］ （在实验一中是［１，５０］），［１，１０］，［１，
１０］，［１０－３，１０３］和［１０－３，１０３］内搜索参数 τ，ｋ，ｌ，λ
和 μ。 此外，ＳＶＭ中出现的 ２个参数 ｃ和 ｇ 也使用贝

叶斯方法进行了优化。 在范围（０，８］中搜索他们，
并得到最终的准确率。

注意，所有实验中，识别准确率采用公式（１７）
计算

Ａｃｃｕｒａｃｙ ＝
ｘ：ｘ ∈ Ｄｔ ∩ 􀭴ｙｉ ＝ ｙｉ

｜ ｘ：ｘ ∈ Ｄｔ ｜
× １００％ （１７）

２．４　 实验结果

１） 诊断准确率分析

实验一　 变速箱的跨域故障诊断实验准确率如

表 １ 所示。 结果表明，本文提出的方法在 ７ 种方法

中识别精度最高，这证实了 ＭＴＳＤＥ 能够提取出具

有迁移性的特征。 ３ 种 传 统 方 法： ＭＳＤＥ⁃ＳＶＭ、
ＭＳＤＥ⁃ＫＮＮ 和 ＭＳＤＥ⁃ＬＲ 由于缺乏知识迁移过程，
分类精度较低。 迁移学习方法中，ＭＳＤＥ⁃ＳＳＴＣＡ⁃
ＳＶＭ 的性能略好于上述 ３ 种传统方法，跨域分类准

确度较高。 ＭＳＤＥ⁃ＧＦＫ 方法在 ３０Ｈ ～ ４０Ｈ、４５Ｈ ～
３５Ｈ 等单个诊断任务中展现了较好的结果，但随着

源域和目标域的变化，结果并不稳定。 与这些方法

相比，基于神经网络的 ＭＳＤＥ⁃ＤＡＦＤ 算法执行效果

不佳。
最后，本文方法的准确率高达 ９７．９％。 对照实

验结果表明，本文方法不仅能有效地将诊断知识从

源域转移到目标域，而且能在相关性假设下保持跨

域故障数据的分布结构信息。
实验二　 实验二的分类结果在表 ２ 中。 实验结

果表明，本文提出的方法平均准确度为 ９７．１％，是 ７
种方法中最高的。 ＭＴＳＤＥ 算法优势的一个重要解

释是，本文方法使用余弦距离来定义相似性，从而在

·９４３·
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投影后更好地保存了数据的分布特性。 ７ 种方法的

诊断能力排名与实验一的结果相似，这进一步验证

了 ＭＴＳＤＥ 在迁移故障诊断中的优势。 例如，２ 个实

验 Ａ→Ｃ 和 Ｂ→Ｃ 的准确率达到 １００％，而 ＭＳＤＥ⁃
ＳＳＴＣＡ⁃ＳＶＭ 方法在这 ２ 个实验中性能不佳。

实验三 　 实验三的分类结果呈现在表 ３ 中。

ＭＴＳＤＥ⁃ＳＶＭ 方法的诊断准确率略低于实验一和实

验二，但仍然达到了 ９０．３％，超过了其他 ６ 种方法。
值得一提的是，直接将 ＭＳＤＥ 特征输入 ＳＶＭ 分类器

的 ＭＳＤＥ⁃ＳＶＭ 方法取得了 ８５．７％的诊断准确率，这
直接体现了选用的 ＭＳＤＥ 特征提取算法的优越性。

表 １　 实验一的识别准确率 ％

Ｃａｓｅ Ⅰ ＭＴＳＤＥ⁃ＳＶＭ ＭＳＤＥ⁃ＳＶＭ ＭＳＤＥ⁃ＫＮＮ ＭＳＤＥ⁃ＬＲ ＭＳＤＥ⁃ＳＳＴＣＡ⁃ＳＶＭ ＭＳＤＥ⁃ＧＦＫ⁃ＳＶＭ ＭＳＤＥ⁃ＤＡＦＤ⁃ＳＶＭ
４５Ｈ→４０Ｌ １００．０ ６６．７ ６７．０ ６７．０ ６６．７ ６６．７ ３５．０
４０Ｌ→５０Ｈ １００．０ ６６．７ ９５．３ ７１．３ ８７．３ ６６．７ ３５．７
５０Ｌ→３０Ｈ ８３．３ ６０．７ ６６．７ ９９．３ ６６．７ ６６．３ ３５．０
３０Ｈ→４０Ｈ １００．０ ６８．０ １００．０ １００．０ １００．０ ９０．３ ３６．７
４０Ｌ→５０Ｌ ９９．０ ６６．７ ６６．７ ６６．７ ７１．０ ６６．７ ３５．０
４５Ｈ→３５Ｈ １００．０ １００．０ １００．０ １００．０ １００．０ １００．０ ３５．０
３５Ｌ→３５Ｈ １００．０ ６６．７ ６６．７ ６６．７ ６６．７ ６６．７ ３５．０
４０Ｌ→４０Ｈ ９９．３ ６６．７ ８０．７ ６６．７ ６７．０ ６６．７ ３５．０
３０Ｈ→３０Ｌ １００．０ ４６．０ ６６．７ ９２．７ １００．０ ６６．７ ３３．３

平均 ９７．９ ６７．６ ７８．９ ８１．２ ８０．６ ７３．０ ３５．１

表 ２　 实验二的识别准确率 ％

Ｃａｓｅ Ⅱ ＭＴＳＤＥ⁃ＳＶＭ ＭＳＤＥ⁃ＳＶＭ ＭＳＤＥ⁃ＫＮＮ ＭＳＤＥ⁃ＬＲ ＭＳＤＥ⁃ＳＳＴＣＡ⁃ＳＶＭ ＭＳＤＥ⁃ＧＦＫ⁃ＳＶＭ ＭＳＤＥ⁃ＤＡＦＤ⁃ＳＶＭ
Ａ→Ｂ １００．０ ９９．２ ９２．５ ９５．８ ９８．３ ９２．５ ４７．３
Ｂ→Ａ ９８．９ ９４．２ ９７．５ ８２．２ ９６．９ ８１．１ ４６．３
Ａ→Ｃ １００．０ ６６．７ ８９．３ ３３．３ ６６．７ ３３．３ ３９．４
Ｃ→Ａ ８９．３ ７７．４ ７７．４ ６９．６ ７７．４ ８８．９ ３６．４
Ｂ→Ｃ １００．０ ６６．７ １００．０ ３３．３ ６６．７ ３３．３ ４２．５
Ｃ→Ｂ ９４．１ ７７．８ ７５．６ ６６．７ ７７．４ ９２．２０ ３５．３
平均 ９７．１ ８０．３ ８８．７ ６３．５ ８０．６ ７０．２ ４１．２

表 ３　 实验三的识别准确率 ％

Ｃａｓｅ Ⅲ ＭＴＳＤＥ⁃ＳＶＭ ＭＳＤＥ⁃ＳＶＭ ＭＳＤＥ⁃ＫＮＮ ＭＳＤＥ⁃ＬＲ ＭＳＤＥ⁃ＳＳＴＣＡ⁃ＳＶＭ ＭＳＤＥ⁃ＧＦＫ⁃ＳＶＭ ＭＳＤＥ⁃ＤＡＦＤ⁃ＳＶＭ
６００Ｍ⁃１ ０００Ｈ ９２．９ ８６．０ ６６．７ ８０．７ ７２．２ ８４．９ ２２．９
６００Ｌ⁃１ ０００Ｈ ９０．９ ８４．９ ６５．６ ６６．４ ７０．９ ８４．４ ２１．８
６００Ｈ⁃１ ０００Ｍ ８２．０ ７７．６ ５９．６ ６９．６ ７２．９ ８１．１ ２２．９
１ ０００Ｈ⁃６００Ｌ ９２．４ ９０．２ ５８．２ ６４．０ ８０．９ ８８．４ ２２．２
１ ０００Ｌ⁃６００Ｈ ９０．２ ８８．０ ５６．９ ７０．４ ７９．１ ８８．４ ２２．１
１ ０００Ｍ⁃６００Ｈ ９３．１ ８７．６ ５４．９ ７２．７ ８５．８ ８７．１ ２２．７

平均 ９０．３ ８５．７ ６０．３ ７０．６ ７７．０ ８５．７ ２２．４

图 ８　 ＭＭＤ 值直方图
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　 　 ２） 分布差异分析

为了进一步验证 ＭＴＳＤＥ 的有效性，用 ＭＭＤ 统

计量衡量了不同方法处理前后源域和目标域之间共

享类样本的联合分布距离［２３⁃２４］。 计算了 ＭＳＤＥ⁃
ＳＶＭ、ＭＳＤＥ⁃ＳＳＴＣＡ⁃ＳＶＭ 方法和 ＭＴＳＤＥ⁃ＳＶＭ 方法

的 ＭＭＤ 值并进行比较。 为了公平，特征参数提取

时的参数均设置为 􀭾ｍ ＝ ３，ε ＝ ６。
图 ８ 展示了获得的结果。 可以观察到，使用本

文提出的方法处理后，ＭＭＤ 值显著降低，这意味着

源域和目标域之间的分布差异大大降低，从而在不

同的工况下为数据提供更好的迁移能力。
３） 故障特征可视化分析

为了直观地说明本文方法的有效性，ｔ⁃ＳＮＥ 方

法用于直观地处理原始 ＭＳＤＥ 空间、ＳＳＴＣＡ 空间和

ＭＴＳＤＥ 空间中的数据［２５］。 每个实验中任选一个任

务展示其二维可视化结果。 原始 ＭＳＤＥ 特征的参数

设置为 􀭾ｍ ＝ ３，ε ＝ ６。

实验一的数据来自不同的负载条件，其中二维

投影结果显示在图 ９ 中。 可以明显看出，ＳＳＴＣＡ 方

法显著地将不同的样本聚类在一起。 然而，一些正

常的样本与缺齿故障样本完全吻合。 因此，ＭＴＳＤＥ
性能更好，分类精度更高。 图 １０ 展示从不同数据集

收集的实验二的源域和目标域数据的投影结果。 在

相同类型的不同机械的诊断情景中，ＭＴＳＤＥ 方法仍

可以聚类相同的故障样本，具有更好的诊断性能。
实验三的数据是从不同转速和负载下的机器中

收集的。 图 １１ 展示了特征在 ＭＴＳＤＥ、ＳＳＴＣＡ 和原

始空间中的二维可视化图像。 在 ３ 种方法中，本文

方法具有最佳的聚类性能。 图 １１ｃ） 中显示，在

ＭＴＳＤＥ 空间中，同类型故障样本聚类形成的簇更

少，使用源域数据 （以及目标域的正常数据） 在

ＭＴＳＤＥ 空间中训练出的分类模型更有可能正确识

别目标域的样本。 该现象验证了该方法可以将故障

诊断问题知识从源域迁移到目标域。

图 ９　 特征可视化　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 图 １０　 特征可视化

图 １１　 特征可视化（１ ０００Ｍ⁃６００ Ｈ）

３　 结　 论

本文提出了基于 ＭＴＳＤＥ⁃ＳＶＭ 智能故障诊断方

法，用于旋转机械故障诊断。 首先，从训练样本中提

取 ＭＳＤＥ 特征。 其次，通过迁移学习模型将特征降

维得到 ＭＴＳＤＥ 特征，在这个过程中，训练集和测试

集的数据分布差异显著减小。 最后，ＭＴＳＤＥ 特征作

为输入，训练 ＳＶＭ 分类器用于辨别故障类型。 本文

的主要贡献包括：
１） 在多尺度符号动力学熵的基础上，结合特征

迁移学习思想提出一种新的特征提取方法－多尺度

迁移符号动力学熵。 通过提取具有迁移能力的特

征，可以使用非同分布的数据训练诊断模型，从而解

决实际生产中标记数据不足的问题。
２） 在参数优化过程中还对 ＭＳＤＥ 特征的尺度

参数、符号数和嵌入维度进行了寻优，这有助于提高

诊断精度。
３） 对滚动轴承的故障诊断实验表明，与其他传

统机器学习方法相比，本文方法可以获得更高的诊

断精度。 这意味着本文提出的方法具有良好的实际

应用前景，为不同工况下轴承故障诊断提供了一种

·１５３·
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